
계층  특징 학습을 이용한 3차원 물체 인식 시스템의 설계  13

Design of the 3D Object Recognition System with 

Hierarchical Feature Learning

Joohee Kim†⋅Dongha Kim†⋅Incheol Kim††

ABSTRACT

In this paper, we propose an object recognition system that can effectively find out its category, its instance name, and several 

attributes from the color and depth images of an object with hierarchical feature learning. In the preprocessing stage, our system 

transforms the depth images of the object into the surface normal vectors, which can represent the shape information of the object more 

precisely. In the feature learning stage, it extracts a set of patch features and image features from a pair of the color image and the 

surface normal vector through two-layered learning. And then the system trains a set of independent classification models with a set of 

labeled feature vectors and the SVM learning algorithm. Through experiments with UW RGB-D Object Dataset, we verify the 

performance of the proposed object recognition system.
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요     약

본 논문에서는 계층  특징 학습을 이용하여 물체의 컬러 상과 깊이 상으로부터 해당 물체가 속한 범주와 개체, 그리고 다양한 속성들

을 효과 으로 인식할 수 있는 시스템을 제안한다. 본 시스템의 처리 단계에서는 물체의 깊이 상을 물체의 모양 정보를 좀 더 효과 으로 

표 할 수 있는 표면 법선 벡터 데이터로 변환하고, 특징 학습 단계에서는 물체의 컬러 상과 표면 법선 벡터 데이터로부터 두 단계에 걸쳐 

패치 단  특징과 이미지 단 의 특징을 추출해낸다. 그리고 추출된 특징 벡터들과 SVM 학습 알고리즘을 이용하여 각기 독립 인 다수의 분

류 모델들을 학습한다. 미국 워싱턴 학의 RGB-D 물체 데이터 집합을 이용한 실험을 통해, 본 논문에서 제안하는 물체 인식 시스템의 높은 

성능을 확인할 수 있었다.

키워드 : 특징 학습, RGB-D 상, 물체 인식, 속성 인식, 표면 법선 벡터
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1. 서  론1)

최근 다양한 상 센서들과 상 인식 기술의 발 에 힘

입어, 컬러 상(Color Image)과 깊이 상(Depth Image)을 

이용한 3차원 물체 인식(Object Recognition) 연구[1, 2, 3]와 

물체의 속성 인식(Attribute Recognition) 연구[4, 5]가 매우 

활발하다. 특히 RGB-D 상 기반의 물체 인식과 속성 인식 
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기술은 물체의 컬러 상과 깊이 상을 함께 분석함으로써, 

물체의 범주(Category)나 개체(Instance), 그리고 물체의 색

상(Color)이나 모양(Shape), 재질(Material) 등의 속성을 

별해내는 기술을 말한다. 지능 로 이나 자율 주행과 같은 

많은 응용 분야에서는 카메라 상에 포착된 물체들에 한 

심층 이해를 해서 물체가 속한 범주나 개체 정보 외에도, 

물체의 색상, 모양, 재질 등과 같은 속성 정보들을 악하는 

작업도 매우 요한 역할을 한다. 

물체의 컬러 상은 일반 으로 복수 채 의 RGB 값을 

갖기 때문에 단일 채 의 깊이 상보다는 정보가 풍부하지

만, 같은 범주의 물체라도 다른 무늬이거나 색상 차가 클 

경우 인식 성능이 낮아질 수 있다. 한 기하학 정보가 포

함되어 있지 않는 2차원 컬러 상만으로는 실세계에 존재

하는 3차원 물체들을 별해내는 일은 쉽지 않다. 따라서 
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물체 표면의 깊이 정보를 포함하고 있는 깊이 상을 컬러 

상과 함께 사용한다면 3차원 물체 인식에 유리할 수 있다. 

다만, 깊이 상은 특정 치에 놓인 깊이 센서에서 물체 

표면까지의 단순 거리 측정치만을 포함하고 있기 때문에, 

센서 치에 독립 으로 해당 물체의 3차원 모양 정보를 표

하기에는 부족함이 있다. 따라서 깊이 상을 물체의 모

양 정보를 직  표 할 수 있는 표면 법선 벡터(Surface 

Normal Vector) 데이터로 변환 후, 인식에 이용한다면 물체 

인식 성능을 한층 더 높일 수 있을 것이다.

그동안 물체 인식 분야에서 주로 이용되어온 상 특징들

(Image Features)은 크게 사람에 의해 미리 설계되어진 특

징들(Human-Designed Features)과 학습을 통해 자동으로 

추출되는 특징들(Learned Features)로 나  수 있다. 사람에 

의해 미리 설계되어진 특징들은 설계된 특정 인식 상들이

나 인식 데이터에 해서는 높은 인식 성능을 얻을 수 있다. 

하지만, 새로운 인식 상들이나 인식 데이터들에 해서는 

그 특징들을 그 로 용할 수 있는 가능성도 낮고 높은 인

식 성능도 기 하기 어렵다는 한계가 있다. 한, 사람에 의

해 미리 설계된 방식으로 추출된 특징 벡터는 부분 수

(low-level)의 특징 정보들을 제공하는 반면, 많은 물체 

인식 문제들에서는 보다 고수 (high-level)의 특징 정보들

을 요구하는 경우가 많다. 물체 인식을 해 미리 설계된 

표 인 상 특징들로는 SIFT(Scale  Invariant Feature 

Transform)[6]나 HOG(Histogram of Oriented Gradients)[7], 

FPFH(Fast Point Feature Histogram)[8] 등이 있다. 반면, 학

습을 통해 자동으로 추출되는 특징들은 특별히 특정 인식 

상이나 인식 데이터 유형에 국한되지 않고 용이 가능하므

로, 확장성과 일반성이 뛰어나다. 한, 특징 학습을 여러 단

계들에 거쳐 계층 으로 수행함으로써 물체에 한 수 의 

특징 정보들뿐만 아니라 고수 의 특징 정보들도 함께 얻을 

수 있다는 장 이 있다. 학습을 통해 자동으로 물체 인식을 

한 특징들을 추출한 표 인 사례들로는 CNN(Convolutional 

Neural Network)[9], HMP(Hierarchical Matching Pursuit)[10], 

커  서술자(Kernel Descriptors)[11] 등이 있다.

본 논문에서는 계층  특징 학습을 이용하여 물체의 컬러 

상과 깊이 상으로부터 해당 물체가 속한 범주와 개체, 

그리고 다양한 속성들을 효과 으로 인식할 수 있는 시스템

을 제안한다. 본 시스템에서는 처리 단계를 통해 물체의 

깊이 상을 물체의 모양 정보를 좀 더 효과 으로 표 할 

수 있는 물체 표면의 법선 벡터 데이터로 변환한다. 특징 

학습 단계에서는 물체의 컬러 상과 표면 법선 벡터 데이

터로부터 두 단계에 걸쳐 패치 단  특징들(Patch Features)

과 이미지 단  특징들(Image Features)을 추출해낸다. 그리

고 추출된 특징 벡터들과 SVM 학습 알고리즘을 이용하여 

각기 독립 인 다수의 분류 모델들을 학습한다. 본 논문에

서 제안하는 물체 인식 시스템의 성능을 분석하기 해, 미

국 워싱턴 학(University of Washington)의 RGB-D 물체 

데이터 집합을 이용한 실험을 수행하고, 그 결과를 소개한다.

2. 련 연구

Silberman의 연구[12]에서는 컬러 상과 깊이 상으로

부터 SIFT 특징을 추출하여, 물체 인식(Object Recognition)

에 이용하 다. SIFT 특징은 코  등으로 특징 을 선택

한 후, 특징  주변의 지역 패치(Local Patch) 내 픽셀들의  

그라디언트(Gradient) 방향과 크기에 한 히스토그램

(Orientation Histograms)을 서술자로 사용하는 특징이다. 

이 특징은 크기와 형태, 회  등의 변화에 강건하면서도 분

별력이 뛰어나기 때문에 상처리 분야에서 매우 리 사용

된다. 한, 이 연구에서는 입력데이터로 물체의 색상 정보

를 포함한 컬러 상뿐만 아니라 물체의 모양 정보를 포함

한 깊이 상도 함께 사용함으로써, 물체 인식 성능을 향상 

시켰다. Rusu의 연구[13]에서는 물체 표면의 법선 벡터 데

이터로부터 FPFH 특징을 추출하여, RGB-D 상 내 물체 

검출(Object Detection)에 이용하 다. FPFH 특징은 3차원 

물체의 법선 벡터 데이터를 계산하여, 각 법선 벡터와 그 

이웃의 법선 벡터들의 방향 차를 표 한 특징이다. 이 특징

은 3차원 물체의 모양을 효과 으로 표 할 수 있는 물체 

표면의 법선 벡터를 사용하 으며, 계산량이 고 센서의 

치나 방향에 강건한 장 이 있다. 하지만 SIFT 특징과 

FPFH 특징은 모두 각각 고유한 인식 문제 유형에 맞게 사

람이 미리 설계한 특징들로서, 앞서 언 한 로 새로운 유

형의 인식 문제들에서도 높은 성능을 유지하려면 필연 으

로 확장과 변경이 필요하다.

한편, Liefeng Bo의 연구[11]에서는 컬러 상과 깊이 

상으로부터 학습을 통해 커  서술자(Kernel Descriptors)들

을 추출하고 이들을 물체 인식(Object Recognition)에 이용

하 다. 커  서술자 학습에서는 특정 상 패치의 명암 변

화, 컬러, 바이 리 패턴(Binary Pattern) 등의 픽셀 속성을 

사용하여 커 을 설계하고, 커  PCA(Kernel Principle Com- 

ponent Analysis)를 용하여 기  벡터를 추출하 다. 이 

방법은 RGB-D 상으로부터 자동으로 수 의 특징 정보

를 학습할 수 있는 가능성은 열어놓았지만, 고수 의 특장 정

보를 얻을 수 있는 계층  특징 학습 방법을 제시하지는 못

하 다. Girshick의 연구[14]에서는 심층 학습(Deep Learning)

의 하나인 컨볼루션 신경망(Convolutional Neural Network) 

학습을 용하여 컬러 상으로부터 다양한 수 의 특징들을 

자동 추출하고, 이들을 상 내 물체 검출(Object Detection)

에 이용하 다. 컨볼루션 신경망을 이용한 이 특징 학습 방

법은 완  연결 방식의 기존 신경망보다 학습해야 할 라

미터 수가 어 학습의 효율성도 높고, 다양한 수 의 특징 

정보들을 함께 얻을 수 있어 인식 성능을 높일 수 있었다. 

하지만 다양한 수 의 특징 학습을 해 신경망의 은닉 단

계(Hidden Layer)들이 늘어나면 학습에 필요한 체 계산량

도 증가하기 때문에, 특징 추출을 해 많은 계산 시간과 

고성능 계산 자원이 요구된다는 문제 이 있다. 한, 

Girshick의 연구[14]에서는 특징 학습을 해 컬러 상만을 
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이용하 을 뿐, 물체의 3차원 모양 정보를 포함한 깊이 

상을 이용하지는 못하 다는 한계 이 있다. 

3. 인식 시스템 설계

본 논문에서는 계층  특징 학습을 이용하여 물체의 컬러 

상과 깊이 상으로부터 해당 물체가 속한 범주와 개체, 

그리고 다양한 속성들을 효과 으로 인식할 수 있는 시스템

을 제안한다. 제안하는 인식 시스템의 체 구조는 Fig. 1과 

같다.

Fig. 1. Overall System Architecture

본 시스템은 크게 처리(Pre-Processing) 단계, 특징 학습 

(Feature Learning) 단계, 분류 모델 학습(Model Learning) 

단계, 인식(Recognition) 단계들로 이루어진다. 처리 단계

에서는 입력 상들  깊이 상(Depth Image)을 물체의 

모양 정보를 효과 으로 표 할 수 있는 물체 표면의 법선 

벡터(Normal Vector) 데이터로 변환한다. 특징 학습 단계에

서는 처리 결과물로 얻어진 물체 표면의 법선 벡터 데이터

와 컬러 상으로부터 패치 단  특징들(Patch Features)과 

이미지 단  특징들(Image Features)을 자동으로 학습해낸

다. 훈련 단계에서는 표시자(Label)가 붙은 특징 벡터들을 이

용하여 인식하고자 하는 물체의 범주, 개체, 색상, 모양, 재질 

별로 독립 인 분류 모델들을 학습한다. 인식 단계에서는 학

습된 분류 모델들을 새로운 RGB-D 상의 특징 벡터에 각

기 독립 으로 용함으로써, 해당 상에 포함된 물체의 범

주와 개체, 그리고 색상, 모양, 재질 등과 같은 물체의 속성들

을 자동으로 별해낸다. 

3.1 인식 목표

본 시스템의 인식 목표는 물체가 속한 범주(Category)와 

개체(Instance), 그리고 색상, 모양, 재질 등 해당 물체의 속

성들(Attribute)이다. 각 인식 목표에 해당하는 시는 Fig. 

2와 같다. 범주는 머그컵, 휴 폰, 치약 등 물체의 종류를 말

하고, 개체는 머그컵 1, 머그컵 2와 같이 동일 범주에 속한 

각기 독립 인 물체명이나 식별번호를 말한다. 속성은 각 

물체의 색상이나 모양, 재질 등과 같이 해당 물체의 특성을 

설명할 수 있는 요소들이다.

Fig. 2. Categories, Instances, Attributes

본 시스템에서는 물체에 한 서로 다른 인식 목표를 달

성하기 해 각기 독립 인 분류 모델들을 이용하지만, 분

류 모델 학습과 검증에 필요한 특징 벡터들은 3.3 에서 소

개할 동일한 특징 학습 방법을 용하여 추출해낸다.  

3.2 처리

제안하는 물체 인식 시스템의 입력 데이터는 Fig. 3의 (a)

와 같은 한 물체의 컬러 상과 (b)와 같은 깊이 상의 

들로 구성된다. 이와 같이 각 물체의 동기화된 컬러 상과 

깊이 상들은 마이크로소 트사(Microsoft)의 Kinect와 같

은 RGB-D 센서들을 이용함으로써 얻을 수 있다.

(a) Color image       (b) Depth image

Fig. 3. Input Images 

처리 단계에서는 물체의 깊이 상을 3차원 물체 모양

을 좀 더 효과 으로 표 할 수 있는 물체 표면의 법선 벡

터 데이터로 변환하는 Fig. 4와 같은 변환 과정을 수행한다.

Fig. 4. Preprocessing

단일 채 로 이루어진 물체의 깊이 상은 특정 치의 

깊이 센서에서 측정한 물체 표면까지의 거리 정보만을 포함

하고 있는 데이터이다. 따라서 하나의 물체 깊이 상은 깊

이 센서와 물체가 놓인 상  치에 강한 의존성을 갖기 

때문에, 물체 고유의 3차원 모양 정보를 효과 으로 나타낸

다고 보기 어렵다. 따라서 본 시스템에서는 보다 효과 으

로 3차원 물체를 인식하기 해 센서의 치 변화에 강건하
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면서 좀 더 풍부한 물체의 모양 정보를 포함할 수 있는 표

면 법선 벡터 데이터로 깊이 상을 변환한다. 깊이 상으

로부터 얻어지는 3차원 물체의 표면 법선 벡터 데이터는 

Fig. 4의 우측 상의 와 같이 물체의 표면 기울기 변화

를 잘 나타낸다.

Fig. 5. Normal Vector Computation

물체의 표면 법선 벡터는 Fig. 5와 같이 물체 표면 의 

이웃한 세  A, B, C을 이용하여 평행하지 않는 두 벡터 

 를 각각 구하고, 이 두 방향 벡터들의 외 (Cross 

Product)을 계산함으로써 얻을 수 있다. 본 논문에서는 먼  

센서 치 정보와 그 치에서 측정한 깊이 상을 토 로 

3차원 물체의 표면을 나타내는 군(Point Cloud) 데이터를 

얻은 후, 군 상의 이웃한 3 개의 들을 이용하여 Fig. 5

와 같은 방법으로 해당 물체의 표면 법선 벡터 데이터를 계

산해낸다.

Fig. 6. Feature Learning

3.3 특징 학습

특징 학습 단계에서는 물체의 컬러 상과 표면 법선 벡

터들에 Fig. 6과 같은 계층 인 특징 학습 과정을 용함으

로써 물체 인식을 한 효과 인 특징 벡터들을 얻어낸다. 

특징 학습 과정은 크게 패치(Patch) 단 의 특징들을 학습

하는 단계와 이미지(Image) 단 의 특징들을 학습하는 단계 

등 총 두 단계로 구성된다. 그리고 각 단계는 다시 사  학습

(Dictionary Learning), 희소 코드 계산(Sparse Code Com- 

putation), 피라미드 최 값 통일(Pyramid Max Pooling), 정

규화(Normalization)와 같은 세부 과정들로 구성된다. 

1) 사  학습(Dictionary Learning)

본 시스템에서는 물체 표면의 법선 벡터 데이터와 컬러 

상에서 샘 링한 5×5 크기의 상 패치들에 K-SVD 알

고리즘을 용함으로써, 각 상 패치들을 희소 코드화

(Sparse Coding)하기 한 사 (Dictionary)을 학습한다. 

K-SVD (Singular Value Decomposition) 알고리즘은 아래

의 Equation (1)과 같이 재  오류(Reconstruction Error)를 

최소화할 수 있는 사        와 희소 코드 벡

터       를 측 데이터 행렬 Y로부터 학습

해낸다. 

min∥∥                   (1)


2) 다단계 특징 학습(Multi-Layer Feature Learning)

에서 설명한 바와 같이 사  학습이 이루어지고 나면, 

이를 토 로 총 두 단계로 구성된 본격 인 특징 학습 과정

이 시작된다. 특징 학습 첫 번째 단계(First Layer)에서는 

앞서 학습한 사 을 이용하여 패치 단 의 특징들을 추출하

고, 두 번째 단계(Second Layer)에서는 첫 번째 단계의 결

과물을 토 로 이미지 단 의 특징들을 추출해낸다. 그리

고 각 단계는 다시 Fig. 6과 같이 희소 코드 계산(Sparse 

Coding), 피라미드 최 값 통일(Pyramid Max Pooling), 정

규화(Normalization)와 같은 세부 학습 과정들로 구성된다. 

한편, 두 번째 단계에서 사용할 사 은 첫 번째 단계의 학

습 결과로 얻어진 특징 벡터들을 이용해 학습해낸다.

  

                         

Fig. 7. Spatial Cells of Image Patch

Fig. 8은 특징 학습의 각 단계에서 생성되는 특징 벡터들

의 길이와 세부 구성을 나타내고 있다. 특징 학습의 첫 번

째 단계에서는 16×16 패치 단 의 특징 벡터를 생성한다. 

이를 해 먼  패치 내의 모든 픽셀에 해 해당 픽셀 주

변 5×5의 이웃 픽셀들을 데이터 값을 이용해 차원의 희소 

코드를 계산한다(Sparse Coding). 그런 다음, 피라미드 최

값 통일(Pyramid Max Pooling) 과정을 수행함으로써 각 픽

셀의 희소 코드들을 이용해 패치 단 의 특징 벡터를 생성

한다. 피라미드 최 값 통일 과정에서는 Fig. 7과 같이 상 

패치를 여러 벨의 공간 셀(Cell)들로 나  다음, Equation 

(2)와 같이 각 셀 에 포함된 모든 희소 코드 벡터의 번

째 요소들    최 값 max∈   을 찾아 이것으로 
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이들을 통합한다.

      max max max     (2)

그리고 각 셀별로 구해진 희소 코드 벡터 들을 (식 

3)과 같이 결합함으로써, 패치 단 의 특징 벡터 Fp를 생성

한다. 

            
 

  
 
               (3)

일반 으로 조명(Illumination) 변화와 겹침(Occlusion) 

상 등으로 인해 희소 코드 값 크기의 편차가 크게 나타날 

수 있다. 이러한 환경 변화에 강건한 특징 벡터를 학습하기 

해, 패치 단 의 특징 벡터 Fp 를 L2 정규형   

으로 정규화(Normalization)한다.

특징 학습 두 번째 단계에서는 첫 번째 단계에서 구해진 

패치 단 의 특징 벡터들에 해 다시 희소 코드 계산

Sparse Code Computation), 피라미드 최 값 통일(Pyramid 

Max Pooling), 정규화(Normalization) 과정들을 차례 로 

용함으로써, 이미지 체를 나타내는 특징 벡터를 생성한다. 

특징 학습 두 번째 단계에서 이용할 사 (Dictionary)은 첫 

번째 단계에서 구해진 패치 단 의 특징벡터들을 샘 링하

여 이들로부터 학습한다. 

Fig. 8. Feature Vectors

분류 모델 학습과 인식에 이용할 최종 특징 벡터는 Fig. 

8과 같이, 첫 번째 단계에서 구해진 특징 벡터와 두 번째 

단계에서 구해진 특징 벡터를 하나로 결합(Concatenation)함

으로써 완성된다. 

3.4 분류 모델 학습과 인식

분류 모델 학습 단계에서는 부류 표시(Class Label)가 부여

된 각 물체의 특징 벡터 집합에 선형 SVM(Linear Support 

Vector Machines) 알고리즘을 용하여, 범주(Category), 개

체(Instance), 색상(Color), 모양(Shape), 재질(Material) 등 인

식 목표가 다른 총 5 개의 분류 모델들을 독립 으로 학습한

다. SVM 알고리즘은 이미 문자 인식, 얼굴 인식, 물체 인식 

등 다양한 분야의 인식 문제들에서 매우 높은 성능을 보여  

학습 알고리즘이다. 특히 SVM 알고리즘은 특징 공간(Feature 

Space)에서 부류 간 여백을 최 화(Margin Maximization)

할 수 있는 최 의 분류 경계면(Optimal Hyperplane)을 찾

아 으로써, 과 합 문제(Overfitting)를 피할 수 있고 일반화 

능력(Generalization)이 뛰어난 알고리즘으로 알려져 있다. 본 

시스템에서는 3.3 에서 소개한 특징 학습 방법으로 추출한 

특징 벡터들과 SVM 학습 알고리즘을 공통 으로 이용하여, 

Fig. 9와 같이 각기 다른 총 5 개의 분류 모델들을 독립 으

로 학습한다.  

Fig. 9. Category, Instance, Attribute Models

인식 단계에서는 학습된 분류 모델들을 새로운 RGB-D 

상의 특징 벡터에 각기 독립 으로 용함으로써, 해당 

상에 포함된 물체의 범주와 개체, 그리고 색상, 모양, 재질 

등과 같은 물체의 속성들을 자동으로 별해낸다.

 

4. 실험  평가

4.1 실험 데이터 집합

본 논문에서 제안하는 물체 인식 시스템의 성능을 분석하

기 해, MATLAB을 이용하여 제안 시스템을 구 하고 성

능 실험을 수행하 다. 본 실험에서는 미국 워싱턴 학

(University of Washington)에서 제공하는 RGB-D 물체 데

이터 집합[15]을 사용하 다. 

Table 1. Dataset

RGB-D 물체 데이터 집합 에서 Table 1과 같이 일상  

생활에서 흔히 볼 수 있는 휴 폰, 머그컵, 음료캔, 스탬

러, 치약 등 총 5개의 물체 범주(Category)와 이 범주에 속

한 총 32개의 물체 개체(Instance)들의 RGB-D 상 데이터

들을 실험에 이용하 다.

Table 2. Attributes
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한, Table 2와 같이 색상, 모양, 재질 등의 물체 속성을 

총 14개의 속성 값에 따라 나 어 속성 인식 실험에 이용하

다. 각 입력 상의 크기는 320×240 픽셀(Pixel)로 이루어

져있고, 본 실험에서는 마스크(Mask)를 이용해 각 상에 

포함된 배경 부분을 제거하고 물체 부분만을 잘라내어 실험

에 이용하 다. 한, 본 실험에서는 성능 평가를 해 체 

데이터 집합의 2/3는 분류 모델 학습을 한 훈련용

(Training)으로, 1/3은 인식 테스트를 한 검증용(Testing)

으로 사용하 다.

4.2 물체 범주 인식 실험

첫 번째 실험은 본 인식 시스템의 물체 범주 인식 성능을 

분석하기 한 실험이었다. 이 실험에서는 본 논문에서 

용한 특징 학습 방법(HMP, Hierarchical Matching Pursuit)

의 효과를 확인하기 해, 사람이 설계한 표 인 특징 

추출 방법들인 SIFT, FPFH 등과 비교 성능 실험을 진행

하 다. 한, 특징 학습  추출에 컬러 상만을 이용한 

경우(RGB), 깊이 상만을 이용한 경우(Depth), 표면 법선 

벡터를 이용한 경우(Normals), 본 논문에서 제안한 방식처

럼 컬러 상과 표면 법선 벡터를 함께 이용한 경우(RGB+ 

Normals)의 인식 성능들을 서로 비교함으로써,  3차원 물체 

범주 인식에 미치는 효과를 분석해보았다. 분류 모델 생성

을 한 학습 알고리즘으로는 SVM[16]과 K-NN(Nearest 

Neighbors)를 용하 다. 

Table 3. Comparison of Category Recognition Accuracy

Fig. 10. Category Recognition Accuracy for Each Category

Table 3은 물체 범주 인식 성능 비교 실험 결과를 보여

다. 먼 , 특징 학습  추출 방법에 따른 인식 성능을 확

인해 보면, 사람이 미리 설계한 특징 추출 방법들(SIFT, 

FPFH)에 비해, 학습을 통해 자동으로 특징을 추출한 경우

(HMP)의 범주 인식 성능이 훨씬 더 높다는 것을 확인할 수 

있다. 한, 컬러 상만을 특징 학습과 추출에 이용한 경우

(RGB)에 비해, 깊이 상(Depth)과 물체 표면의 법선 벡터

를 이용한 경우(Normals)가 체 으로 더 높은 인식 성능

을 보 다. , 깊이 상을 이용하는 경우(Depth)에 비해서 

물체 표면의 법선 벡터를 이용한 경우(Normals)가 좀 더 높

은 인식 성능을 보여주었다. 한편, SVM 학습 알고리즘을 

이용했을 때는 표면 법선 벡터로부터 특징을 자동 학습한 

경우(HMP-Normals)가 인식 성능 94.5%, K-NN 알고리즘

을 이용했을 때는 컬러 상과 표면 법선 벡터 모두로부터 

특징을 자동 학습한 경우(HMP-RGB+Normals)가 인식 성

능 98.0%로 가장 높은 인식 성능을 보 다. 

Fig. 10은 각 물체 범주별 인식 성능을 나타낸 그래 이

다. 이 실험에서는 HMP 특징 학습과 SVM 분류 모델 학습 

알고리즘을 이용하 다. Coffee Mug, Soda Can, Toothpaste 

등의 범주 인식 성능은 컬러 상, 깊이 상, 법선 벡터 등 

어떤 경우에도 비교  높고 안정 이다. 하지만, Stapler의 

범주 인식 성능은 컬러 상을 이용한 경우(HMP-RGB, 

HMP-RGB+Normals) 각각 68.4%, 71.2%로, 깊이 상

(HMP-Depth)과 표면 법선 벡터(HMP-Normals)를 이용한 

경우들에 비해 확연히 낮은 것을 알 수 있다. 이러한 결과

의 원인으로는 다른 범주의 물체들에 비해, 본 실험 데이터 

집합 안에서는 Stapler 범주에 속한 물체들이 모양은 거의 

유사하지만 색상이 많이 다르기 때문인 것으로 추측된다. 

이와 같은 실험 결과를 통해서 3차원 물체 범주 인식의 경

우, 물체의 모양 정보가 매우 요한 역할을 수행한다는 것

을 확인할 수 있었다.

4.3 물체 개체 인식 실험

두 번째 실험은 본 시스템의 물체 개체 인식 성능을 분석

하기 한 실험이었다. 개체(Instance)는 같은 범주에 속한 

서로 다른 물체를 의미하며, 본 실험 데이터 집합에서는 물

체 범주에 따라 각각 5～8 개의 서로 다른 개체 데이터를 포

함하고 있다. 첫 번째 물체 범주 인식 실험과 마찬가지로, 이 

실험에서도 서로 다른 특징 추출 방법들과 분류 모델 학습 

알고리즘들을 용하여 인식 성능들을 서로 비교해 보았다.

Table 4. Comparison of Instance Recognition Accuracy

Fig. 11. Instance Recognition Accuracy for Each Category
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Table 4는 물체 개체 인식 성능 비교 실험 결과를 보여

다. 물체 범주 인식 실험의 경우와 마찬가지로, 사람이 미

리 설계한 특징 추출 방법들(SIFT, FPFH)에 비해, 학습을 

통해 특징을 추출한 경우(HMP)의 범주 인식 성능이 훨씬 

더 높다는 것을 Table 4를 통해 확인할 수 있다. 하지만, 주

목할 은, 범주 인식 실험의 경우와는 달리, 개체 인식 실

험에서는 컬러 상을 이용한 경우(RGB, RGB+Normals)가 

깊이 상(Depth)이나 표면 법선 벡터(Normals)만을 이용한 

경우들에 비해 체 으로 더 높은 인식 성능을 보 다. 일

반 으로 같은 범주에 속한 3차원 물체들은 부분 모양은 

유사하다. 따라서 같은 범주에 속한 서로 다른 개체들을 

별해야 하는 개체 인식 실험에서는 깊이 상이나 표면 법

선 벡터에 비해 컬러 상이 더 요한 역할을 수행한 것으

로 단된다. 하지만, 컬러 상과 물체 표면의 법선 벡터를 

함께 사용한 경우(HMP-RGB+Normals)의 개체 인식 성능

이 각각 94.4%, 83.0%로, 컬러 상만을 사용한 경우들

(SIFT-RGB, HMP-RGB)에 비해 높게 나타난 것을 볼 때, 

물체의 색상 정보뿐만 아니라 모양 정보도 개체 인식에 도

움을 다는 것을 알 수 있었다.

Fig. 11은 각 물체 범주별 개체 인식 성능을 나타낸 그래

이다. 이 실험에서는 HMP 특징 학습과 SVM 분류 모델 

학습 알고리즘을 이용하 다. 물체 범주별로 약간의 차이는 

있으나, 이 그래 에서도 컬러 상을 이용한 경우들이 깊

이 상이나 표면 법선 벡터만을 이용한 경우들에 비해 훨

씬 높은 개체 인식 성능을 보인 것을 확인할 수 있다.

4.4 물체 속성 인식 실험

세 번째 실험은 본 시스템의 속성 인식 성능을 분석하기 

한 실험이었다. 이 실험에서도 범주  개체 인식 실험의 

경우와 같이, 서로 다른 특징 추출 방법들과 분류 모델 학

습 알고리즘들을 용하여 속성 인식 성능들을 서로 비교해 

보았다. 특히 이 실험에서는 좀 더 정확한 속성 인식 성능 

확인을 해, 각 속성의 유형마다 최소 5개 이상의 개체 데

이터들이 포함되도록 실험 데이터 집합을 확장하 다. 

Table 5는 속성 인식 성능 비교 실험 결과를 보여 다. 물

체 범주  개체 인식 실험들과 마찬가지로, 이 실험에서도 

사람이 미리 설계한 특징 추출 방법들(SIFT, FPFH)에 비해 

학습을 통해 특징을 추출한 경우(HMP)가 훨씬 더 높은 속

성 인식 성능을 보인 것을 확인 할 수 있다. 한, 속성 인식

에서는 색상 정보와 모양 정보를 함께 사용한 경우(RGB+ 

Normals)가 체 으로 더 좋은 인식 성능을 보여주었다는 

것을 알 수 있다. Fig. 12는 색상(Color), 모양(Shape), 재질

(Material) 등 속성 유형별 속성 인식 성능을 나타낸 그래

이다. 이 그래 에서 컬러 상과 표면 법선 벡터를 모두 이

용한 경우(HMP-RGB+Normals)가 색상, 모양, 재질 등 모든 

속성 유형을 인식하는데 가장 높은 성능을 보 다는 것을 알 

수 있다. 한편, 속성 유형별로는 색상 인식 성능이 모양이나 

재질 인식 성능에 비해 체 으로 낮게 나타났다. 일반 으

로 조명 변화, 음  정도에 따라 상에 포착된 동일 물체의 

색상들이라도 해당 물체의 기  색상과는 크게 달라질 수 있

는데, 이것이 낮은 색상 인식 성능의 원인으로 단된다. 

Table 5. Comparison of Attribute Recognition Accuracy

Fig. 12. Attribute Recognition Accuracy for Each Attribute

앞선 세 가지 실험 결과들을 종합해볼 때, 물체의 모양 

정보와 색상 정보를 모두 활용하여 계층  특징 학습을 수

행하는 것이 3차원 물체의 범주와 개체, 그리고 속성을 인

식하는데 매우 효과 이라는 것을 알 수 있다.

5. 결  론

본 논문에서는 계층  특징 학습을 이용하여 물체의 컬러 

상과 깊이 상으로부터 해당 물체가 속한 범주와 개체, 

그리고 다양한 속성들을 효과 으로 인식할 수 있는 시스템

을 제안하 다. 본 시스템의 처리 단계에서는 물체의 깊

이 상을 표면 법선 벡터 데이터로 변환하고, 특징 학습 

단계에서는 물체의 컬러 상과 표면 법선 벡터 데이터로부

터 두 단계에 걸쳐 패치 단  특징과 이미지 단 의 특징을 

추출해낸다. 그리고 추출된 특징 벡터들과 SVM 학습 알고

리즘을 이용하여 각기 독립 인 다수의 분류 모델들을 학습

한다. 미국 워싱턴 학의 RGB-D 물체 데이터 집합을 이용

한 실험을 통해, 본 논문에서 제안한 물체 인식 시스템의 

높은 성능을 확인할 수 있었다. 계획하고 있는 향후 연구로

는 물체 인식 상 범 를 확 할 수 있도록 시스템을 확장

하는 일과 컨볼루션 신경망(CNN)과 같은 심층 학습 기반의 

특징 추출 방법과 성능 비교 실험을 수행해보는 일 등이다.
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