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Several fields of science have demanded large-scale workflow support, which requires thousands of CPU cores or more. In 
order to support such large-scale scientific workflows, high capacity parallel systems such as supercomputers are widely used. 
In order to increase the utilization of these systems, most schedulers use backfilling policy: Small jobs are moved ahead to 
fill in holes in the schedule when large jobs do not delay. Since an estimate of the runtime is necessary for backfilling, most 
parallel systems use user’s estimated runtime. However, it is found to be extremely inaccurate because users overestimate their 
jobs. Therefore, in this paper, we propose a novel system for the runtime prediction based on workload-aware clustering with 
the goal of improving prediction performance. The proposed method for runtime prediction of parallel applications consists of 
three main phases. First, a feature selection based on factor analysis is performed to identify important input features. Then, 
it performs a clustering analysis of history data based on self-organizing map which is followed by hierarchical clustering for 
finding the clustering boundaries from the weight vectors. Finally, prediction models are constructed using support vector regression 
with the clustered workload data. Multiple prediction models for each clustered data pattern can reduce the error rate compared 
with a single model for the whole data pattern. In the experiments, we use workload logs on parallel systems (i.e., iPSC, LANL-CM5, 
SDSC-Par95, SDSC-Par96, and CTC-SP2) to evaluate the effectiveness of our approach. Comparing with other techniques, ex-
perimental results show that the proposed method improves the accuracy up to 69.08%.
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1. 서  론1)

전통적으로 고에너지 물리, 해양, 기상, 천문 우주 등 많
은 과학 분야에서 다수의 코어를 동시에 활용하는 대규모

의 워크플로우 지원을 요구하고 있다[4, 11]. 이러한 대규
모의 워크플로우를 지원하기 위해 슈퍼컴퓨터와 같은 대
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용량 컴퓨터가 활용된다. 슈퍼컴퓨터에서 가장 기본이 되
는 스케줄링 정책은 FCFS(First Come First Service)이다. 
FCFS 서비스 정책은 매우 간단하고 보편적으로 많이 활용
되고 있지만 파편화된 자원 사용으로 인해 작업에 할당되

지 않고 유휴 상태에 있는 자원이 많아 시스템 사용률이 

매우 낮다. 이러한 문제를 해결하고 시스템 사용률을 높이
기 위해서 backfilling 방식이 많이 활용된다. Backfilling은 
큐에 있는 큰 규모의 작업이 지연되지 않은 범위 내에서 

유휴 상태에 있는 자원을 큐 뒤쪽에 있는 소규모 작업에 

할당하여 먼저 실행 하도록 허용 하는 방법이다[16, 18, 
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22]. 많은 연구에서 backfilling 방식을 통해 자원 사용률을 
높일 수 있음이 입증되어 현재 많은 슈퍼컴퓨터 센터에서 

활용하고 있다. 예를 들어 스웨덴의 HPC2N(High Perfor-
mance Computing Center North), 미국의 NCSA(National 
Center for Supercomputing Applications), SDSC(San Diego 
Supercomputer Center) 등에서 활용되고 있으며 KISTI의 
타키온에서도 Sun Grid Engine(SGE)에 backfilling 기법이 
적용되어 서비스되고 있다. 이러한 backfilling 기법을 이용
하기 위해서는 작업 실행 시간을 예측하는 것이 필수적이다.
병렬 프로그램 작업 시간 예측을 위해 대부분의 슈퍼컴

퓨터에서는 사용자가 예측한 작업시간을 기반으로 backfill-
ing 기법이 적용되고 있다. 그러나 사용자는 자신의 작업
이 완료되기 전 스케줄러에 의해 강제로 종료되는 것을 

방지하기 위해 실제 실행 시간보다 더 큰 값으로 예측한

다[18]. 또한 많은 경우 대부분 30분 또는 1시간 단위로 
제시함으로써 실제 작업이 실행되는 시간과 큰 차이가 존

재한다. 이러한 문제를 해결하고 예측의 정확도를 높이기 
위해 시스템에서 실행 시간을 예측하고자 하는 많은 연구

가 진행되었다[6, 10, 17, 20, 21]. 그러나 작업의 실행 시
간 변화량이 매우 크고 동일한 작업이라 할지라도 실행되

는 시스템, 입력 파라미터에 따라 실행 시간이 매우 다양
하기 때문에 예측에 많은 어려움이 있다.
본 논문에서는 모든 시스템에 동일한 모델을 기반으

로 작업 실행 시간을 예측하는 것이 아닌 각 시스템에서 

수집된 과거 로그 이력 데이터를 이용하여 시스템에 따

른 적합한 모델을 만들고 이를 기반으로 새로운 작업의 

실행 시간을 예측하도록 한다. 제안된 방식은 크게 3단계
로 구분할 수 있다. 먼저, 요인분석(factor analysis)을 이
용하여 시스템별 수집된 과거 로그 이력 데이터의 주요 

속성을 분석한다. 둘째, 요인 분석 결과를 기반으로 비지
도 학습(unsupervised learning) 기법인 Self-Organizing Map 
(SOM)과 계층적 군집분석(hierarchical clustering) 기법[13]
을 이용하여 병렬 프로그램의 작업 군집화를 수행한다. 
마지막으로, 병렬 프로그램 로그 데이터의 유사 패턴별로 
Support Vector Regression(SVR)을 이용한 예측 모델을 구
축하여 작업 실행 시간을 예측한다. 제안 기법의 성능 평
가를 위하여 표준화된 워크로드 형식(Standard Workload 
Format)[8]으로 저장된 NASA iPSC, LANL-CM5, SDSC- 
Par95, SDSC-Par96, CTC-SP2 로그 데이터를 이용한 실
험을 수행한다.
본 연구의 제 2장에서는 병렬 프로그램 작업 시간 예측 

관련 연구를 살펴본다. 제 3장에서는 병렬 프로그램 작업 
군집화 기반 예측 모델 구축에 대한 제안 기법을 설명한다. 
제 4장에서는 제안한 작업 실행 시간 예측 모델의 성능 
비교분석 결과를 기술하고, 마지막으로 제 5장에서 결론
을 맺는다.

2. 관련 연구 

일반적으로 병렬 프로그램을 이용하는 사용자는 동일

한 응용 프로그램을 반복적으로 사용하는 것으로 알려져 

있기 때문에 워크로드가 반복된 형태를 지니는 것으로 

알려져 있다[5, 9]. 이러한 특징으로 인해 과거 로그 이력 
데이터를 기반으로 응용 프로그램의 실행 시간을 예측하

고자 하는 많은 연구가 진행되었다. 이러한 관련 연구는 
유사한 작업을 찾는 방법에 따라 다음 3가지로 나누어 
볼 수 있다. 
▪Templet 기반 예측 기법 : Templet 기반 방식은 작업의 
속성에 따라 구분된 templet으로 작업의 유사도를 판
단하여 예측하는 방법이다. Downey[6]가 제안한 기법
은 시스템 큐(queue)값을 이용하여 templet을 정의하고 
클래스를 할당하여 동일한 클래스에 속하는 작업을 기

반으로 실행 시간을 예측하였다. Gibbons[10]는 사용자 
ID나 시스템 큐와 같이 정의된 속성을 기반으로 응용 
프로파일러(application profiler)를 정적(static)으로 정의
하여 작업을 분류하였다. Smith et al.[21]은 유사도를 
특정 속성으로 정의하는 것이 아닌 예측의 정확도를 높

이기 위해 greedy와 genetic algorithm을 이용하여 동적
으로 적합한 유사도 결정하였다.
▪Instance 기반 예측 기법 : Instance 기반 방식은 과거 로
그 이력 데이터를 분류하지 않고 예측하고자 하는 작업

과 유사한 k개의 작업을 찾아 이를 기반으로 실행 시
간을 예측한다. Senger et al.[20]이 제안한 기법은 과거 
로그 이력 데이터의 모든 작업을 n개의 차원공간으로 
매핑하여 예측하고자 작업과 가까운 k개의 근접 데이
터를 기반으로 실행 시간을 예측한다.
▪Smoothing Method 기반 예측 기법 : Tsafrir et al.[22]
이 제시한 기법으로 동일한 사용자가 제출한 최근 2개
의 실행 시간 평균으로 실행 시간을 예측하는 방법이

다. 본 방식은 알고리즘이 매우 간단하여 쉽게 구현할 
수 있는 장점이 있다. 

Templet 기반 예측 기법과 smoothing method 기반 예측 
기법은 동일한 속성을 가지는 데이터가 과거 로그 이력 

데이터에 존재할 경우에만 예측이 가능하다. 또한 병렬 
프로그램 로그 데이터의 경우 동일한 속성을 가지는 중복 

데이터 수가 많아 k-최근접 이웃(k-nearest neighbors) 알고
리즘만을 이용한 작업 실행 시간 예측 방식은 오차가 매

우 크다는 단점이 있다. 그러나 본 연구의 제안 기법은 동
일한 속성의 과거 로그 데이터가 존재하지 않는 경우에도 

자율 학습 방식의 클러스터링 기법을 기반으로 유사 군집

을 찾아 실행시간 예측이 가능하며, 군집별 예측모형 구축
으로 모델의 실행시간 예측력이 강화된다는 장점이 있다. 
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<Figure 1> Overview of the Proposed Framework

<Figure 2> Proposed Runtime Prediction Procedure

3. 제안 기법

병렬 프로그램의 실행 시간 예측성능 향상을 위해 본 

연구에서 제안한 기법은 <Figure 1>과 같이 3단계로 구분
할 수 있다. 첫 번째 단계는 작업의 중요 속성을 추출하는 
단계이다. 이는 변수들 간의 구조적 관계를 해석하는 통
계기법인 요인분석을 통해 유인구조를 파악하고 요인적

재값(factor loading)을 분석하여 작업의 중요 속성을 선택
한다. 두 번째 단계는 SOM과 계층적 군집분석 기법을 이
용한 작업군집화 단계이다. 추출된 중요 특징으로 구성된 
과거 로그 이력 데이터에 SOM의 경쟁 학습을 이용하여 

가중치벡터를 계산하고, 최적 군집수를 결정하기 위해 가
중치벡터의 군집별로 within-cluster sum of squares(WCSS)
를 계산한다. 군집수에 따른 WCSS의 증감률이 임계치
(threshold)를 초과하는 WCSS 값을 기반으로 최적 군집수
를 결정하여 군집화한다. 마지막 단계는 가중치벡터의 군
집화를 통한 병렬 프로그램 로그 데이터의 유사 패턴별로 

Support Vector Regression(SVR)을 이용한 예측모델을 구
축하여 작업 실행시간을 예측하며, 평균제곱근오차(Root 
Mean Square Error)를 이용하여 구축 모델의 예측력을 평
가한다. 제안한 기법의 절차는 <Figure 2>에서 보는 바와 
같다. 
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3.1 Phase 1 : Feature Selection

요인분석은 다변량분석의 대표적 기법 중 하나로, 변
수들 간의 상관관계를 분석하고 공통적으로 작용하는 내

재적 특성을 추출하여 전체자료를 표현할 수 있는 변수

의 수를 축소하는 통계적 기법이다[12]. 변수    
⋯ 

에 대하여 m(m<<p) 개의 요인을 고려하는 통계
적 모형을 수리적으로 표현하면 아래 수식과 같다. 
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여기서, 확률변수     ⋯ 는 모든 측정변수들
의 변이에 영향을 주는 공통요인(common factor)이고,  
  ⋯ 

는 각 측정변수에 해당하는 오차로 유일성 

변수이다. 위의 식에서 선형결합에 사용된 가중계수 는 
요인적재값으로, 모형에서 고려된 i번째 변수 에 관한 j
번째 요인 의 중요성을 나타낸다. 요인분석은 결국 공
분산행렬로부터 요인적재값 와 유일성을 추정하는 것

으로, 고유값(eigenvalue) 와 고유벡터(eigenvector) 로 
표현되는 공분산행렬로부터 추정되는 요인적재값  은 
아래 수식과 같다.

      ⋯  

요인적재값은 변수와 요인 간의 상관계수로 요인적재

값의 제곱은 해당 변수가 요인에 의하여 설명되는 분산

의 비율을 나타낸다. 본 연구에서는 요인분석을 통해 유
인구조를 파악하고 요인적재값을 분석하여 작업 로그 데

이터의 주요 속성을 추출하였다.

3.2 Phase 2 : Clustering of Workload Data

SOM은 학습단계에서 다차원 공간 상의 특징벡터로 표
현되는 객체들이 경쟁층에서 스스로 유사한 패턴끼리 이

차원의 특징 지도를 조직화하는 비지도 학습 알고리즘이

다[14, 15]. 군집화의 결과는 특징 지도로 나타나며 SOM
의 학습은 경쟁학습을 기초로 한다. 개체벡터에 가장 가
까운 가중치벡터를 찾아 개체벡터 방향으로 이동시키는 

과정을 반복하는 데, 이 과정에서 가장 가까운 가중치벡
터의 주변 가중치벡터도 함께 개체벡터 방향으로 이동시

킨다. 여기서 가장 가까운 가중치벡터는 승자노드(best 
matching unit)라고 부른다. 학습의 반복은 모든 가중치벡

터 값의 변화가 거의 소멸하거나 미리 지정된 최대 한계

에 도달할 때까지 계속 진행되며, 이러한 학습과정을 통
해 얻은 최종적인 가중치벡터는 개체공간상에서 개체들

이 지니는 위상적 지도를 반영하게 된다. <Table 1>은 본 
논문에서 사용할 SOM 수행 절차 알고리즘을 나타낸 것
이다.

SOM은 학습단계에서 피드백 과정이 없어 구조적으로 
상당히 학습수행이 빠르다는 장점을 가지로 있으나, 변
수의 크기가 증가할수록 군집화의 성능이 떨어지는 단점

을 보인다[2]. 이러한 단점을 보안하고 군집화 성능을 높
이기 위해 본 연구에서는 요인분석을 통해 추출된 주요 

특징변수만을 이용하여 속성이 유사한 작업데이터를 군

집화한다.

<Table 1> Learning Procedure of the SOM

Step 1 Construct a weight vector, w, and initialize it

Step 2

Calculate the Euclidean distance between the ith input 
vector  and each unit weight , and choose the 
winning unit or BMU,

      

Step 3

Adjust the weights for the winners and all its neighbors 
as

                ,

where    is the learning rate at epoch t and     is 
a the neighborhood kernel function centered on the 
winning unit,

     




Step 4

Repeat steps (2)~(4) until the convergence criterion is 
satisfied

본 단계에서는 SOM의 경쟁학습을 이용하여 가중치벡
터를 계산하고, 최적 군집수를 결정하기 위해 가중치벡터
의 군집별로 within-cluster sum of squares(WCSS)를 계산
한다. 군집수에 따른 WCSS의 증감률이 임계치(threshold)
를 초과하는 WCSS 값에 해당하는 군집수 중 최대치를 
최적 클래스 수로 결정한다. 본 연구의 WCSS 비는 아래
와 같이 정의한다.







∈



 




∈


  

위 식에서 x는 입력벡터, S는 k개로 분할된 가중치벡터 
집합, 는 i번째 집합의 중심점을 의미한다. WCSS 비를 

통해 결정된 최적 군집수와 계층적 군집분석을 이용하여 

가중치벡터를 군집화함으로써 병렬 프로그램 로그 데이

터의 유사 패턴을 분석한다. 
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3.3 Phase 3 : SVR Modeling by Clusters

Vapnik[23]에 의해 제안된 SVM은 구조적 위험 최소화
(Structural Risk Minimization)에 기초하여 입력공간과 관련
된 비선형 문제를 고차원의 특징공간의 선형문제로 대응

시키는 학습 알고리즘으로, 경험적 위험 최소화(Empirical 
Risk Minimization)에 기초한 기법들에 비해 우수한 성능
을 보이는 기계학습기법으로 주목 받고 있으며, 분류, 인식, 
이상탐지 등에서 성공적으로 적용되어 왔다[1, 3, 24]. SVM
은 학습 데이터의 분류문제의 예측에 사용되지만, 임의
의 실수값을 예측할 수 있도록 SVM 모형에 ε-무감도 손
실함수(ε-insensitive loss function)를 도입한 Support Vector 
Regression(SVR)이 회귀문제의 영역까지 확장되었다[7]. SVR
은 입력값의 비선형 사상을 통해 목표 변수를 가장 잘 설

명하는 다음과 같은 회귀함수를 추정한다. 

  ⋅

즉, 비선형회귀를 이용한 원래의 최적화 문제는 형상
공간에서 선형함수를 탐색하는 문제로 재정의된다. ε-무
감도 손실함수 는 일반적으로 SVR에 사용되는 비용함
수로 다음과 같다. 

    ε

여기서 ε은 회귀함수 의 주변에 위치한 튜브의 반지

름을 나타내는 정밀모수(precision parameter)이다. SVR에서
는 실제값과 예측값을 가능한 한 ε 이내로 유지하면서 마

진을 최대화한다. 학습과정에서 오류를 허용하는 여유변
수와 추정함수의 완만함과 학습오차간의 상충관계를 조절

하는 상수를 이용한 SVR의 최적화 문제에 Lagrangian 승
수와 Karush-Kuhn-Tucker 조건을 적용하면, SVR 기반 회
귀 함수의 일반적 형태가 다음과 같이 도출된다.

   




 
 

위의 식에서     
는 커널함수로 본 

논문에서는 다음과 같은 Radial Basis Function 커널 함수
를 사용하였으며,

   
 




본 논문에서는 작업시간 예측력 향상을 위해 SOM과 

계층적 군집분석을 통해 분석된 속성이 유사한 작업데이

터의 군집별로 SVR 모형을 구축하여 작업 실행 시간을 
예측한다. 

4. 실험 결과 

4.1 실험 환경 

본 실험에서는 <Table 2>에서 제시한 바와 같이 Feitelson 
[8]에서 제공하는 병렬 워크로드 로그 파일을 사용하여 
병렬 프로그램의 작업 시간을 예측하고 제안된 방식의 

예측력을 평가한다. Feitelson[8]에서는 다수의 슈퍼컴퓨
팅 센터에서 과거 로그 이력 데이터를 수집하여 표준화

된 워크로드 형식[5]으로 정리하여 제공하고 있으며 아
래와 같은 18개의 속성으로 구성된다. 

<Table 2> Parallel Workload Logs.

Workload log System
Duration

(in month)
Version

NASA-iPSC 128-node iPSC/
860 hypercube 3 3.1 cleaned

LANL-CM5 1024-node
CM5 24 3.1 cleaned

SDSC-Par95 416-node Intel 
Paragon 12 3.1 cleaned

SDSC-Par96 416-node Intel 
Paragon 12 3.1 cleaned

CTC-SP2 512-node IBM SP2 11 3.1 cleaned

▪Job Number : 정수로 표기된 작업번호. 로그 파일에 
기록된 첫 번째 작업을 1로 하여 순차적으로 부여.
▪Submit Time : 초단위로 기록된 작업 제출 시각. 로그
파일에 기록된 1번 작업의 제출 시간을 0으로 하여 제
출된 시간의 차이를 기록.
▪Wait Time : 초단위로 기록된 큐 대기 시간. 작업 제출 
시각과 실제 작업이 실행한 시각의 차이로 기록.
▪Run Time : 초단위로 기록된 작업 실행 시간. 작업이 
시작된 시각과 종료된 시각의 차이로 기록됨. 본 논문
에서 예측하고자 하는 종속변수.
▪Number of Allocated Processors : 작업에 할당한 프로
세서의 수.
▪Average CPU Time Used : 초단위로 기록된 CPU 사용 
시간.
▪Used Memory : KB 단위로 기록된 메모리 사용량.
▪Requested Number of Processors : 사용자에 의해 요청
된 프로세스 수.
▪Requested Time : 초단위로 기록된 사용자가 예측한 
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<Table 3> Data Sets

Workload log Records
Ratio of 

training data
Ratio of test 

data

NASA-iPSC 17,195 70.9% 29.1%

LANL-CM5 76,697 93.5% 6.5%

SDSC-Par95 53,064 90.6% 9.4%

SDSC-Par96 31,321 84.0% 16.0%

CTC-SP2 60,548 91.7% 8.3%

<Table 4> Important Features

Workload Log Important Features

NASA-iPSC Number of Allocated Processors, Executable 
Number

LANL-CM5
Number of Allocated Processors, Requested 
Number of Processors,
Requested Time, Requested Memory

SDSC-Par95 Number of Allocated Processors, Queue Number, 
Partition Number,

SDSC-Par96 Number of Allocated Processors, Queue Number, 
Partition Number

CTC-SP2 Number of Allocated Processors, Requested Time, 
Executable Number, Queue Number

작업 실행 시간.
▪Sequested Memory : KB 단위로 기록된 사용자에 의해 
요청된 메모리 용량.
▪tatus : 정수로 기록된 작업 상태 코드(0~5 값으로 표기).
▪User ID : 사용자 아이디.
▪Group ID : 그룹 아이디.
▪Executable (Application) Number : 동일한 워크로드에 있
는 다수의 응용 프로그램을 구분하기 위해 기록된 값.
▪Queue Number : 하나의 시스템에 다수의 큐가 존재할 
경우 이를 구분하기 위해 기록된 값.
▪Partition Number : 하나의 시스템에 다수의 파티션

(partition)이 존재할 경우 이를 구분하기 위해 기록된 값.
▪Preceding Job Number : 본 작업이 시작하기 전에 종
료되어야 하는 이전 작업.
▪Think Time from Preceding Job : 초단위로 기록된 값
으로 이전 작업이 종료되고 제출된 작업이 시작 할 때

까지의 시간. 

본 논문에서는 각 시스템에서 얻어진 로그 파일에서 

상태 코드 값이 1(정상 종료된 작업)인 작업을 대상으로 
실험을 수행하였다. 로그 분석을 위해 대표적인 통계 프로
그래밍 언어 중의 하나인 R[19]을 사용하였으며 kohonen, 
e1071, party, kknn 패키지를 이용하였다. 모델 구축 및 
평가에 사용한 로그 데이터는 <Table 3>과 같다.

4.2 실험 결과

<Table 4>는 로그 데이터에서 값이 존재하지 않는 속
성과 ‘Average CPU Time Used’ 속성과 같이 작업이 완
료된 후 측정이 가능한 속성을 제외한 후 요인 분석을 

통한 요인적재값을 기반으로 중요 속성을 추출한 결과

이다.
각 시스템의 주요 속성을 기반으로 SOM 학습결과 

얻어진 U-Matrix와 군집화 결과는 <Figure 3>와 같다. 
U-Matrix는 가중치 벡터를 이용하여 이웃한 셀 간의 거
리를 계산하여 2차원 공간상에 표현한 것으로, <Figure 
3>의 각 셀의 색과 굵은 선으로 표시한 경계선은 WCSS 
비를 통해 결정된 최적 군집수를 이용한 가중치벡터의 

군집화 결과를 보여준다. 군집수에 따른 WCSS의 증감률
이 임계치를 초과하는 WCSS에 해당하는 군집수 중 최
대치를 최적 클래스 수로 결정함에 따라 NASA-iPSC 로
그 데이터는 12개, LANL-CM5는 18개, SDSC-Par95는 
14개, SDSC-Par96은 12개, CTC-SP2는 13개의 군집으로 
구분되었다.  

(a) NASA-iPSC (b) LANL-CM5

(c) SDSC-Par95 (d) SDSC-Par95

(e) CTC-SP2

<Figure 3> SOM Clustering of Workload Logs
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결정된 군집수에 따라 계층적 군집분석을 이용하여 가

중치벡터를 군집화하고 속성이 유사한 작업데이터의 군

집별로 SVR 모형을 구축하여 작업 실행 시간을 예측하
였다. 모델의 예측력 평가를 위해 Root Mean Square Error
(RMSE)을 이용하였다. 

  









 




여기서 는 실측값, 는 예측값, n은 데이터 수를 의미
한다.

<Figure 4>는 제안된 기법과 기존 연구에서 수행된 tem-
plet, instance, smoothing method 기반의 예측 성능을 비교
한 결과를 보여준다. Templet 기반 예측으로는 smith[21], 
instance 기반 예측 기법으로는 k-nearest neighbors algo-
rithm[20], smoothing method 기반 예측 기법으로는 Tsafrir
[22]의 모델을 각각 사용하였다.

<Figure 4>의 결과를 통해 확인할 수 있듯이 본 연구에
서 제안한 군집화 기반 SVR 기법이 실험에서 사용된 모든 
시스템 로그에서 다른 비교 모형에 비해 우수한 예측 정

확도를 보이고 있다. 특히, NASA-iPSC 데이터에 대한 비
교 군에서는 Smoothing Method 기반 예측 모델이 2198.09
초의 오차로 우수한 성능을 보였으나 본 연구의 제안 기

법의 예측 오차는 679.63초로, Smoothing Method 기반 예측 
모델 대비 69.08%의 성능 향상을 보였다. LANL-CM 로그
의 비교 군 실험에서는 templet 기반 예측 기법이 3114.93
초의 오차로 가장 우수한 성능을 보였으며 제안된 방식

은 2666.06초로, templet 기반 예측 모델 대비 14.41%의 
성능 향상을 보였다. SDSC-Par95, SDSC-Par96, CTC-SP2 
비교 군에서는 Smoothing Method 기반 예측 기법의 성능이 
우수하였으며 본 연구의 제안 기법은 Smoothing Method 
기반 예측 모델 대비 각각 55.84%, 53.82%, 20.83%의 성
능 향상을 보였다. 

<Figure 4> Comparison of Performance Results

5. 결  론

대부분의 슈퍼컴퓨터에서 사용하는 backfilling 기법을 
이용하기 위해서는 작업 실행 시간 예측 값이 필수적이

다. 이를 위해서 많은 슈퍼컴퓨팅 센터에서 사용자가 예
측하여 입력한 값을 기반으로 스케줄링을 실행하고 있지

만 이는 실제 작업 시간과 많은 차이가 발생한다. 이를 위
해 본 논문에서는 과거 로그 이력 데이터를 기반으로 기

계 학습 기법을 통해 병렬 프로그램실행 시간을 예측하는 

방안을 제시하였다. 제시된 기법의 예측 성능을 분석하기 
위해 NASA Ames Research Center, Los Alamos National 
Lab(LANL), San Diego Supercomputer Center(SDSC), Cornell 
Theory Center(CTC)에서 수집된 로그 정보를 활용하였으
며, RMSE를 이용한 모형별 성능 분석 결과 본 연구의 제안 
기법은 관련 연구에서 제시된 기법들 대비 최소 14.41%
에서 최대 69.08%의 성능 향상을 보였다. 이는 대용량 병렬 
컴퓨팅 자원의 효율 향상을 위한 작업 스케줄링에 있어 

제안한 군집화 기반 SVR 기법이 상당히 효과적인 모델이 
될 수 있다는 점을 뒷받침하는 연구결과라 할 수 있다.
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