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Recognition of Answer Type for WiseQA

Heo Jeong†⋅Ryu Pum Mo††⋅Kim Hyun Ki†††⋅Ock Cheol Young††††

ABSTRACT

In this paper, we propose a hybrid method for the recognition of answer types in the WiseQA system. The answer types are 

classified into two categories: the lexical answer type (LAT) and the semantic answer type (SAT). This paper proposes two models 

for the LAT detection. One is a rule-based model using question focuses. The other is a machine learning model based on sequence 

labeling. We also propose two models for the SAT classification. They are a machine learning model based on multiclass classification 

and a filtering-rule model based on the lexical answer type. The performance of the LAT detection and the SAT classification shows 

F1-score of 82.47% and precision of 77.13%, respectively. Compared with IBM Watson for the performance of the LAT, the precision 

is 1.0% lower and the recall is 7.4% higher.
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요     약

본 논문에서는 WiseQA 시스템에서 정답유형을 인식하기 한 하이 리드 방법을 제안한다. 정답유형은 어휘정답유형과 의미정답유형

으로 구분된다. 본 논문은 어휘정답유형 인식을 해서 질문 에 기반한 규칙모델과 순차  이블링에 기반한 기계학습모델을 제안한다. 

의미정답유형 인식을 해 다 클래스 분류에 기반한 기계학습모델과 어휘정답유형을 이용한 필터링 규칙을 소개한다. 어휘정답유형 인식

성능은 F1-score 82.47%이고, 의미정답유형 인식성능은 정확률 77.13%이다. 어휘정답유형 인식성능은 IBM 왓슨과 비교하여, 정확률은 

1.0% 조하고, 재 율은 7.4% 높다.
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1. 서  론1)

범람하는 텍스트 콘텐츠(contents)와 모바일(mobile) 환경

의 도래가 정보검색(information retrieval)의 한 분야인 질의

응답(question answering) 기술의 요성을 부각시키고 있

다. 키워드(keywords)에 기반한 질의(query) 심의 기존 

정보검색은 정제되지 않은 콘텐츠를 단순 순 화(ranking)하

여 사용자에게 제공하기 때문에 사용자는 제시된 콘텐츠를 

검토하여 원하는 정보를 확인하는 번거로움이 있다. 한 모
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바일 기기의 제한된 화면에 기존 정보검색 방식과 같이 정제

되지 않은 콘텐츠를 제시하는 것은 비효율 인 방식이다. 

질의응답은 사용자의 질문(question)에 합한 정답(answer)

과 함께 근거(evidence) 문장이나 문서를 제시하는 기술이다. 

정보검색 기반 질의응답시스템(IR based Q&A system)은 일

반 으로 질문분석(question analysis), 문서검색(document 

retrieval), 정답후보추출(answer candidate extraction), 정답

순 화(answer ranking)의 4가지 컴포 트들로 구성된다. 질

문분석은 사용자의 질문을 이해하여 사용자가 요구하는 정답

의 유형을 악하고, 요한 키워드를 인식하는 것이 핵심 기

능이다. 문서검색은 정답을 포함하고 있는 문서나 문장을 검

색하는 것으로 질문에서 추출된 키워드에 기반하여 검색엔진

에 맞는 질의를 생성(query reformulation)하는 것이 요하

다. 정답후보추출은 검색된 문서나 문장에서 정답후보

(answer candidate)에 해당하는 개체(entity), 어휘(word) 

는 구(phrase)를 추출하는 것으로 질문분석에서 인식된 정답유
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형(AT; Answer Type)이 요한 단서가 된다. 정답순 화는 

질문과 정답후보가 포함된 문장의 의미  유사도(semantic 

similarity)와 정답유형과 정답후보의 의미  연 성(semantic 

relation)에 기반한다. 

본 논문에서는 질의응답 기술  첫 번째 컴포 트인 질문

분석에서 정답유형을 인식하기 한 방법과 기술에 해서 소

개하고자 한다. 정답유형은 크게 두 유형으로 구분될 수 있다. 

첫째, 기정의된(predefined) 의미범주(semantic category)를 

상으로 질문에서 요구하는 정답의 의미범주를 분류하는 의

미정답유형(SAT; Semantic Answer Type)이 있다. 일반

으로 PLO를 심으로 하는 개체명 범주를 많이 사용한다. 

둘째, 질문 내에서 정답의 유형을 제약하는 어휘인 어휘정

답유형(LAT; Lexical Answer Type)이 있다. 질문 1의 정답

은 ‘내비게이션’으로, 질문 내에 정답을 제약하는 어휘로 ‘장

치’가 있다. 본 논문은 앞서 언 된 의미정답유형과 어휘정

답유형을 인식 방법과 기술에 해서 제안할 것이다. 

질문 1. 지도를 보여줘 자동차 운 을 도와주는 길 안내 

장치

본 논문의 구성은 2 에서 련 연구를 소개하고, 3 에

서 정답유형인식의 상세 방법론에 해서 제안한다. 4 에

서는 평가 데이터에 해서 기술하고, 5 에서 평가방법과 

실험결과에 해서 토의한다. 6 에서는 본 논문에 한 결

론과 향후 연구방향에 해서 제안한다.

2. 련 연구

질의응답 기술의 발 에서는 1999년부터 시작된 

TREC(Text Retrieval Conference)의 질의응답 경연 회

(competition)가 큰 역할을 하 다. TREC에서는 사실기반 

질의응답(factoid Q&A)부터 시작하여 리스트형 질의응답

(list Q&A), 정의형 질의응답(definition Q&A), 화형 질의응

답(interactive Q&A)을 거쳐 실시간 질의응답(live Q&A)으로 

기술  난이도를 높이고 있다[1]. 

IBM은 1997년 ‘Deep Blue’ 이후 인공지능(artificial intelligence)

의 새로운 도  분야로 질의응답을 선택하 고 2011년에 

DeepQA인 왓슨(Watson)을 야심차게 발표하 다. 왓슨은 

‘Jeopardy! 퀴즈쇼’에서 인간챔피언을 이기면서 크게 주목을 

받았다. 이는 인공지능 연구 부흥에 큰 역할을 하 다[2]. 

왓슨에 한 기술 개발은 1999년 IBM의 질의응답 시스템

인 PIQUANT를 기반으로 2006년부터 2011년까지 5년간 개발

되었다. PIQUANT는 1999년부터 2005년까지 TREC의 QA 

track에서 상 의 성 을 보 다. 그러나 PIQUANT도 고정된 

정답유형이 미리 결정되어있었고, 이는 ‘Jeopardy!’ 퀴즈의 폭

넓은 도메인과 정답을 충족하기에는 한계가 있었다[2-4]. 

LASSO 시스템의 질문분석모듈은 크게 3단계로 구분된

다. 첫째, 질문의 유형(question type)을 결정한다. 질문유형

은 5W1H에 기반한다. 둘째, 정답유형을 결정한다. 정답유형

은 정답의 의미범주로 정의한다. 이때, Who형 질문의 경우 

정답유형이 PERSON으로 명확하지만, What형 질문의 경우 

모호성 문제(ambiguous problem)가 발생한다. 이 문제를 해

소하기 해서, 질문 (QF; Question Focus)의 개념을 정

의하고 있다. 질문 은 질문에서 찾고자 하는 것을 지칭

하여 질문의 모호성을 해소하는 질문 내의 단어나 구로 정

의된다[5].

 [6]에서는 오  도메인(open-domain) 질의응답을 해서 

정답유형 텍소노미(answer type taxonomy)를 정의하고 있

다. 정답유형 텍소노미는 3단계로 구성된다. 첫째, 가장 표

인 개념노드(conceptual node)를 텍소노미의 최상  의미

범주(semantic category)에 추가한다. 둘째, 텍소노미의 최상

 의미범주와 개체범주(named entity category)를 다 다로 

매핑(many-to-many mapping)한다. 셋째, 최상  의미범주

에 워드넷(WordNet)의 하 계층들(sub-hierarchies)을 연결

한다. [6]에서는 질문의 구문분석 트리(syntactic parsing 

tree)  핵심 의존 수식 계(head-modifier dependency)를 

악하고 정답유형 텍소노미를 이용하여 정답유형을 결정한

다. 정답유형은 일부 외 인 경우를 제외하고는 기본 으

로 개념노드로 인식된다. 

왓슨에서는 정답유형으로 기정의된 의미범주를 사용하지 

않는다. LASSO 시스템과 같이 질문 을 정의하고 패턴

(pattern)을 이용하여 인식한다. 인식된 질문 의 심어를 

어휘정답유형으로 인식한다. 어휘정답유형을 인식할 때 

용어 인식(anaphora resolution)을 활용한다. 패턴에 의해 인

식된 어휘정답유형은 로지스틱 회귀분석(logistic regression)

에 기반한 분류기(classifier)로 신뢰도(confidence)를 계산하

여 필터링(filtering)을 수행한다[7]. 

LASSO 시스템은 5W1H의 질문유형, 의미정답유형과 질

문 을 분석하고 있다. 반면, 왓슨에서는 질문 을 패턴으

로 인식하고 질문 의 심어를 어휘정답유형으로 인식하고 

있다. 본 논문에서는 두 시스템의 장 을 모두 용한다. 

5W1H를 심으로 10개의 질문유형을 분류하고, 질문 과 

어휘정답유형을 인식한다. 한 정답유형의 의미범주인 의미

정답유형을 정의하고 인식한다. 의미정답 유형은 정답후보의 

개체명 정보와의 연 성을 기반으로 정답을 제약할 때 사용된

다. 그리고 어휘정답유형은 정답후보와의 의미  연 성을 텍

소노미나 온톨로지(ontology)와 같은 어휘지식자원을 이용하

여 계산하고 정답을 순 화하는 자질(feature)로 활용한다. 

LASSO, 왓슨과 [6]에서의 정답유형은 구문분석의 의존

계나 의문사와의 구문  계(syntactic relation)에 기반한 

패턴으로 인식된다. 반면, 본 논문에서는 기계학습 방법과 

패턴을 하이 리드한 방식으로 정답유형인식의 재 율(recall)

을 크게 향상시켰다.

3. WiseQA를 한 질문분석기

Fig. 1은 본 논문에서 소개하는 질문분석의 구성도이다. 

질문분석은 질문  인식, 어휘정답유형 인식과 의미정답유
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Fig. 1. The Architecture of Question Analysis for WiseQA 

형 인식 모듈로 구성된다. 질문분석을 한 세부모듈로는 규칙사

(rule dictionary)을 이용하는 정규표 식(regular expression) 

기반 규칙모델(rule model), sSVM을 이용하는 기계학습모

델(machine learning model)과 텍소노미를 상으로 검색

(search)과 거리유사도(distance similarity)를 측정하는 텍소

노미 엔진으로 구성된다. 텍소노미는 울산 의 UWordMap, 

부산 의 Korlex와 한국 자통신연구원(ETRI)의 개체명 태

그셋(NE tag set)이 이용되었다[8-10].

3.1 질문  인식

LASSO와 왓슨에서의 질문 은 다음과 같이 정의되고 

있다. 

- LASSO : A focus is a word or a sequence of words 

which define the question and disambiguate it in the 

sense that it indicates what the question is looking 

for, or what the question is all about.

- 왓슨 : The focus is the part of the question that is 

a reference to the answer.

결국, “질문에서 찾고자 하는 정답을 지칭하고 있는 질문 

내의 특정 부분”을 의미한다. 본 논문에서의 질문 은 정

답후보가 치될 수 있는 질문 내의 특정 부분이다. 이와 

같은 정의로 인해, 질문에 포함되는 의문사도 질문 으로 

고려될 수 있다. 이는 정답후보의 근거 수 계산(evidence 

scoring)을 한 재검색에서 질문을 재생성(question rewriting) 

할 때 이용된다. Fig. 2는 질문 을 이용한 질문재생성의 

시를 보여주고 있다. 의문형을 평서형으로 변환하고 질문

의 치에 정답후보를 치함으로써 새로운 문장을 생

성할 수 있다. 재생성된 질문은 검색모듈의 질의로 변환되

어 검색에 이용된다. 검색된 결과의 수는 정답후보의 근

거 수 계산을 한 자질로 이용된다.

질문  인식은 어휘구문패턴(lexico-syntactic pattern)을 

이용한다. 질문  인식을 한 기본 패턴은 다음과 같다. 

① 지시 형사 + 명사

② 지시 명사

③ 의문사

   (ㄱ) 몇+명사

   (ㄴ) 어떤+명사

상 의문사는 ‘ 구’, ‘어떤’, ‘무엇’, ‘어디’, ‘어느’, ‘언제’, 

‘얼마’, ‘몇’이다. 의문사들 , ‘몇’과 ‘어떤’은 뒤따르는 명사

에 따라 정답의 상이 결정된다. 이로 인해 뒤따르는 명사

까지 질문 의 경계를 확장하 다.

질문 2. 석회암 지 에서 주성분인 탄산칼슘이 물에 녹으

면 깔때기 모양으로 인 웅덩이가 생긴다. 이 

웅덩이 안에 경작할 수 있는 지형을 ‘돌리네’라고 

하는데, 돌리네 여러 개가 연결돼 긴 와지를 이

루는 이것은 무엇일까?

‘지시 형사+명사’와 ‘지시 명사’로 구성된 질문 은 상
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Fig. 2. An Example of Question Focus and Question Rewriting for Evidence Retrieval

Fig. 3. An Example of Noun-based Sequence Labeling for LAT Detection

호참조(co-reference resolution)를 이용하여 필터링이 수행

된다. 질문 2를 상으로 질문  인식 규칙을 용하면, 

‘이 웅덩이’, ‘이것’, ‘무엇’이 질문 으로 인식된다. 그러나

‘이 웅덩이’는 앞 문장의 ‘웅덩이’를 지칭하는 것으로 정답을 

지칭하는 것이 아니다. 이를 필터링하기 해서 상호참조기

술을 이용한다. 필터링 알고리즘은 다음과 같다. 

For i = 0, 1, ..., QF size

   Find Co-reference List (CR) of QF[i]

   For j = 0, 1, ..., CR size

      If CR[j] is not question focus, 

         QF[i] is filtered out   

규칙에 의해서 인식된 질문  QF에 해서 상호참조 

정보인 CR의 리스트를 찾고, 해당 CR 리스트에서 QF에 포

함되지 않는 멘션(mention)이 하나라도 있으면, 해당 질문

은 필터링 된다.

3.2 어휘정답유형(LAT) 인식

어휘정답유형은 정답과 의미 인 연 성을 가지는 질문 

내의 어휘를 의미한다. 의미 인 연 성은 일반 으로 Instance 

-of, isa, part-of 등이 있다. 따라서 어휘정답유형은 정답을 

제약하는 요한 자질로 활용될 수 있다. 

질문 의 심어에 해당하는 명사는 일반 으로 어휘정

답유형이 된다. Fig. 2의 질문 , ‘이 법 ’에서 심어인 

‘법 ’은 어휘정답유형이 된다. 정답후보인 ‘경국 ’과는 

instance-of의 계로 연결된다. 의미  연 성은 워드넷과 

같은 어휘지식자원(lexical knowledge resource)을 기반으로 

악할 수 있다. 본 논문에서는 Fig. 1에서 언 한 텍소노미

를 이용하 다.

어휘정답유형 인식을 해서 휴리스틱한 규칙과 기계학습

을 이용하 다. 

규칙은 앞서 언 한 바와 같이 질문 의 심어를 어휘

정답유형으로 인식하는 기본 인 규칙과 어휘구문패턴(lexico- 

syntactic pattern)에 기반한 규칙으로 나뉜다. 어휘구문패턴

은 형태소 분석과 의존구문 분석 결과에 기반하여 정규표

식으로 패턴을 정규화한 것이다. 

기계학습에서의 어휘정답유형인식은 sSVM을 이용한 명

사기반 순차  이블링 문제(noun based sequence labeling 

problem)로 해결한다. 어휘정답유형은 텍소노미에 등록된 어

휘만을 상으로 한다. 이는 어휘정답유형과 정답후보의 의미

 연 성 악을 해 텍소노미를 이용하기 때문이다.  이로 

인해, 어휘정답유형을 명사로 제한하 다. 한, 복합명사로 

인한 많은 문제를 해결하기 해서 어  단 로 복합명사의 

범 를 제한하 다. 명사기반 순차  이블링의 는 Fig. 3

과 같다. Table 1은 기계학습에 사용되는 자질목록이다.

3.3 의미정답유형(SAT) 인식

의미정답유형은 질문에서 요구하는 정답의 의미범주를 의

미한다. 본 논문에서의 의미범주는 [11]을 참조하여 180여 

개의 개체명 태그로 정의된다. 

의미정답유형 인식은 어휘의미패턴(lexico-semantic pattern)

에 기반한 규칙과 sSVM을 이용한 기계학습모델을 사용하

다. 어휘의미패턴은 형태소 분석, 개체명 분석과 의존구문  

분석 결과에 기반하여 정규표 식으로 정규화한 규칙이다. 

의미정답유형 인식은 기계학습의 다 클래스 분류문제

(multiclass classification)와 동일하다. 기계학습의 단 은 

짧은 시간에 개별 질문에 한 튜닝이 어렵다는 것이다. 본 
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Categories Features Description

치(Position) Word index 단어가 포함된 어  번호

형태소정보(Morpheme Info.)

Word 단어와 단어의 bi-gram 문자열

Morpheme tag 형태소 태그

Morpheme info. of ±N position 지정된 앞뒤 어 의 형태소 정보

개체명정보(NE Info.) NE tag 단어의 개체명 태그

구묶음정보(Chunking Info.) Chunking label 단어가 포함된 구묶음의 이블

구문정보(Parsing Info.)

Parsing tag 단어가 포함된 어 의 구문 태그

Parsing tag of modifier 수식 어 의 구문 태그

Modifier word 수식 어 의 단어 문자열

Morpheme tag of modifier 수식 어 의 형태소 태그

질문유형(Question Type) Interrogative type 의문사의 유형

질문 (Question Focus) True/False 해당 단어가 질문 에 포함되었는지 여부

Table 1. Features of LAT for Machine Learning

Categories Features Description

질문유형(Question Type) Interrogative type 의문사의 유형

질문 (Question Focus)
Word in question focus 질문 에 포함되어있는 단어와 단어의 bi-gram 문자열

Word of ±1 position 질문  앞뒤 어 의 단어와 단어의 bi-gram 문자열

어휘정답유형(Lexical Answer Type) LAT words LAT 단어와 bi-gram 문자열

Table 2. SAT Features which are Added to [11]

논문에서는 이 문제를 해결하기 해서 규칙모델과 기계학

습모델을 하이 리드 하 다. 

의미정답유형 인식에서 기계학습모델의 자질은 [11]의 언

어분석 자질에 Table 2의 자질을 추가하여 사용되었다. 

질문 3. 화의 거리나 내용을 비 객에게 미리 밝히

는 행 나 그런 행 를 하는 사람

본 논문에서는 어휘정답유형에 기반한 의미정답유형 필터

링 규칙을 추가하 다. 인식된 어휘정답유형과 의미정답유

형 간의 의미  연 성을 심으로 의미정답유형을 필터링

할 수 있다. 질문 3에서 인식된 어휘정답유형은 ‘행 ’와 ‘사

람’이다. 의미정답유형으로 PS_NAME이 인식된다면, ‘사람’

과 PS_NAME은 텍소노미 상에서 하게 매핑(mapping)

되어있을 것이다. 반면, OGG_BUSINESS의 경우, ‘사람’과 

연 성이 을 것이다. 이를 이용하여 기계학습으로 인식된 

의미정답유형 후보를 필터링할 수 있다.

4. 평가데이터

기계학습을 해서는 학습데이터(training data)를 구축하

여야 한다. 본 논문에서는 정답유형인식을 한 학습데이터

로 약 81,500개의 질문을 수집하고 어휘정답유형과 의미정

답유형을 부착하 다. 학습데이터의 구성은 Table 3과 같다. 

WiseQA는 장학퀴즈를 상으로 하는 질의응답 시스템이다. 

그러나 수집된 퀴즈질문의 개수가 부족하여 네이버 지식IN

의 타이틀  질문에 해당하는 것을 수집하여 보완하 다.

 

Sources The number of questions Description

Naver 64,237(78.82%) 네이버 지식IN의 Title

Quiz 17,259(21.18%) 장학퀴즈, 도 골든벨, …

Total 81,496

Table 3. Statistics of Training Data

평가데이터(evaluation data)는 ‘장학퀴즈’의 질문으로 586개

를 선정하 다. ‘장학퀴즈’에는 다양한 유형의 질문이 있다. 

‘장학퀴즈’는 기본 으로 3라운드로 구성되고, 객 식과 주

식으로 질문이 구분된다. 객 식 문제 , 보기(examples)를 

제거하면 문제가 성립되지 않는 질문도 있다. 

질문 4. 날짜를 가리키는 단어  순우리말이 아닌 것은 

무엇일까? [어제, 오늘, 내일, 모 ]

질문 5. 오  열한 시부터 오후 한 시까지를 가리키는 말

로 십이시의 일곱 번째 시는 무엇일까? [인시, 

묘시, 오시, 술시]

질문 6. 지  보이는 숫자들은 일정한 규칙에 따른 것입니

다. 규칙을 따를 때 ?에 들어갈 숫자는 무엇일까?

질문 4의 경우, 보기 없이는 질문이 되지 않는다. 반면 질

문 5는 보기가 없어도 주 식 질문으로 정답을 찾을 수 있다. 
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질문 6는 그림이 제시되어야만 하는 질문이다. 즉, 텍스트만 

이용해서는 질문의 의미를 확인할 수 없다. 평가데이터에서는 

질문 4와 질문 6과 같이 보기나 시청각자료(음원, 그림, 동

상 등) 없이 질문이 성립되지 않는 질문은 제외하 다.

5. 실  험

실험은 기계학습모델에 한 평가와 하이 리드 모델

(hybrid model)에 한 평가를 모두 진행하 다. 기계학습모

델에 한 평가는 학습데이터를 상으로 10 fold cross 

validation을 수행하 다. 하이 리드 모델은 평가데이터를 

상으로 평가를 수행하 다. 질문 과 어휘정답유형은 

한 질문에 복수 개의 정답을 가질 수 있으므로 F1-Score를 

평가척도로 이용하 고, 의미정답유형은 질문에 가장 합

한 의미범주 하나를 결정하는 문제이므로 정확률(precision)

을 평가척도로 이용하 다.

   (1)

   (2)

        (3)

기계학습모델에 한 평가에서는 다양한 학습자질들이 성

능에 미치는 향을 평가하 다. Table 4와 Table 5는 언어

분석 정보를 기본자질(baseline)로 사용하고, 질문유형(QT), 

질문 (QF)과 어휘정답유형(LAT) 자질들을 추가하면서 

성능을 평가한 결과이다. 어휘정답유형의 경우, 질문유형과 

질문  자질이 추가됨에 따라 정확률은 상승하지만, 재

율이 하되는 것을 알 수 있다. 그러나 재 율의 하락보다 

정확률 상승의 폭이 커서 조화평균인 F1-score의 값은 상승

하 다. 의미정답유형의 경우에는 [11]에서 사용된 언어분석 

정보를 기본자질(baseline)로 사용하고, 추가 인 자질들을 

포함시키며 성능변화를 평가하 다. 개별 인 자질들 , 어

휘정답유형 자질(LAT)이 성능향상에 가장 큰 기여를 하

다. 이는 어휘정답유형과 의미정답유형 사이의 의존성이 크

다는 것을 확인할 수 있는 결과이다. 

Features Precision Recall F1-Score

Baseline 0.8267 0.7326 0.7767

+ QT
0.8293

(+0.0026)

0.7312

(-0.0014)

0.7771

(+0.0004)

+ QF
0.8455

(+0.0188)

0.7280

(-0.0046)

0.7822

(+0.0055)

+ QT + QF
0.8466

(+0.0199)

0.7276

(-0.0050)

0.7825

(+0.0058)

Table 4. Evaluation Results of LAT(Training Data)

Features Precision

Baseline 0.7692

+ QT 0.7725 (+0.0033)

+ QF 0.7717 (+0.0025)

+ LAT 0.7775 (+0.0083)

+ QT + QF 0.7742 (+0.0050)

+ QT + LAT 0.7802 (+0.0110)

+ QF + LAT 0.7796 (+0.0104)

+ QT + QF + LAT 0.7818 (+0.0126)

Table 5. Evaluation Results of SAT(Training Data)

평가데이터에 한 실험결과는 Table 6과 Table 7에 제

시되어있다. 질문 과 어휘정답유형에 한 평가는 하이

리드 모델에 한 평가결과이다. 의미정답유형은 하이

리드 모델과 기계학습모델에 한 평가결과를 구분하여 제

시하고 있다. 

Components Precision Recall F1-Score

QF 0.9467 0.9375 0.9421

LAT 0.7430 0.9265 0.8247

Table 6. Evaluation Results of QF and LAT(Evaluation Data)

Table 6에서 질문 (QF)은 F1-score로 94.21%의 성능

을 보인다. 오류의 부분은 상호참조에 기반한 필터링 오류이

다. 

질문 7. [거룩한 분노는/종교보다 깊고/불붙은 정열은/사

랑보다 강하다/아! 강낭콩꽃보다도 더 푸른/그 

물결 에/양귀비꽃보다도 더 붉은/그 마음 흘러

라] 이 시는 임진왜란 당시 충 을 보여  인물

을 진주 남강의 강물로 형상화해 표 했다. 변

로 작품의 시  상이자 제목이기도 한 이 인물

은 구일까?

질문 7과 같이 인용문을 지칭하는 ‘지시 형사+명사’의 

경우, 상호참조에서 인용문과 ‘지시 형사+명사’를 동일한 

멘션으로 인식하기에는 기술 으로 한계가 있다. 이와 같은 

상호참조의 기술  한계로 인해 질문 7의 ‘이 시’를 질문

에서 필터링하지 못하는 오류가 발생한다. 

Table 6의 어휘정답유형(LAT) 평가결과는 학습데이터에 

한 기계학습모델 평가와 양상이 많이 다르다. 기계학습모

델 평가 비, 정확률은 많이 하락(-10.36%)한 반면, 재 율

은 많이 상승(+19.89%)하 다. 이는 학습데이터의 구성비율

과 련된 것이다. 약 80%의 비율인 Naver 지식IN의 질문

데이터는 상 으로 짧은 단문이나 명사구로 구성된 질문

이 부분이다. 반면, 장학퀴즈질문은 평균 1.48문장으로 구

성되는 복합문장이 많다. 이와 같은 차이로 정확률이 크게 

하락한 것으로 분석된다. 반면 재 율의 상승은 질문 에 
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기반한 규칙의 효과이다. 장학퀴즈질문은 정답을 지칭하기 

해서 ‘지시 형사+명사’의 패턴을 많이 사용한다. 질문 7

의 ‘이 인물’과 같은 경우로, 질문 의 심어인 ‘인물’은 

쉽게 어휘정답유형으로 인식될 수 있다. 

Models
Hybrid model ML model

Precision Recall Precision Recall

SAT 0.7713 - 0.7747 -

SAT(big class) 0.7918 - 0.7935 -

SAT@Rank3 - 0.7933 - 0.7882

Table 7. Evaluation Results of SAT(Evaluation data)

Table 7과 같이 의미정답유형의 성능은 크게 3가지 방식

으로 나 어 평가하 다. 의미정답유형의 의미범주는 개체

명 태그이다. 개체명 태그는 계층구조로 구성되며, 최상  

계층(big class)은 15개의 범주로 구분된다. 15개의 최상  

범주에 한 분류 성능을 평가하 다. 한 제시되는 의미

정답유형의 순 에서 3  내에 정답이 있는 경우

(Recall@Rank3)를 악하기 한 평가를 수행하 다. 세부

의미범주를 상으로 한 평가결과(SAT)는 하이 리드 모델

과 기계학습모델에서 각각 77.13%와 77.47%의 정확률로 

0.34%의 차이를 보이고 있다. 최상  범주에 한 평가결과

(SAT : big class)는 각각 79.18%과 79.35%의 정확률을 보

이고, 순  3  내에 올바른 의미정답유형이 있는 경우

(SAT@Rank 3)의 재 율이 각각 79.33%과 78.82%이다. 하

이 리드 모델이 기계학습모델 비 정확률은 다소 낮고, 

Rank3의 재 율은 다소 높다. 그러나 1% 미만의 성능차이

로 큰 의미는 없다. 앞서 언 한 바와 같이 규칙모델은 기

계학습모델의 단 인 개별 질문분석 결과의 튜닝이 어렵다

는 문제를 해결하기 한 목 으로 하이 리드 되었다.  

6. 결론  향후 연구

본 논문에서는 WiseQA를 한 정답유형인식 기술에 

해서 소개하 으며, 정답유형을 어휘정답유형과 의미정답유

형으로 구분하 다. 두 정답유형을 인식하기 해서 기계학

습모델과 규칙모델을 하이 리드 한 모델을 제시하 다. 어

휘정답유형의 기계학습모델은 순차  이블링 문제로 해결

하 고, 의미정답유형은 다 클래스 분류 문제로 해결하

다. 기계학습모델에서 사용된 다양한 자질들을 소개하 고, 

자질별 성능기여 정도를 평가하 다. 어휘정답유형 인식을 

한 규칙모델에서는 질문 을 이용한 휴리스틱한 방법을 

소개하 다. 의미정답유형 인식을 한 규칙에서는 어휘정

답유형과 의미정답유형의 계에 기반한 필터링 규칙에 

해서 소개하 다.

본 논문에서 제안한 정답유형인식은 IBM 왓슨과 비교하

여 다음의 장 이 있다. 

첫째, IBM 왓슨은 어휘정답유형만을 인식했으나, 본 논문

에서는 의미정답유형을 함께 인식하고 있다. 의미정답유형

을 이용하여 정답후보에 한 강력한 제약을 용할 수 있

기 때문에 질의응답의 정확률을 개선할 수 있다.

System Precision Recall F1-Score

Rule (Watson) 0.753 0.853 0.800

WiseQA 0.743 (-0.010) 0.927 (+0.074) 0.825 (+0.025)

Table 8. Comparison of LAT Performance between IBM Watson 

and WiseQA

둘째, IBM 왓슨은 어휘정답유형 인식을 해 질문 에 

기반한 규칙만을 사용하 다. 그러나 본 논문에서는 sSVM

에 기반한 기계학습모델을 추가함으로써, Table 8처럼 IBM 

왓슨보다 재 율을 크게 향상시켰다. IBM 왓슨과 같이 규

칙만을 이용한 모델(Rule)과 비교하여 WiseQA의 재 율이 

7.4% 향상되었다. 

앞으로 진행되어야 할 연구는 다음과 같다. 

첫째, 시스템에서 제시하는 정답유형의 신뢰도(confidence) 

계산방법에 한 연구가 필요하다. 정답유형의 신뢰도 값은 

정답유형을 기반으로 정답후보를 제약할 때 활용될 수 있는 

요한 자질이다. 

둘째, 질문분할 기술을 이용한 정답유형 검증에 한 연구

이다. 앞선 언 한 바와 같이 장학퀴즈는 평균 1.48개의 문장

으로 구성된다. IBM 왓슨에서와 같이 질문분할(question 

decomposition)을 용한다면[12], 동일한 정답을 요청하는 

복수 개의 분할질문들(sub-questions)을 얻을 수 있다. 분할

질문들에 한 정답유형을 인식한다면 원 질문과 분할질문

들 간의 정답유형을 상호 검증할 수 있다.
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