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Abstract

In this study, the daily inflow at the basin of Chungju dam is predicted using wavelet-artificial neural

network for nonlinear model. Time series generally consists of a linear combination of trend, periodicity

and stochastic component. However, when framing time series model through these data, trend and

periodicity component have to be removed. Wavelet transform which is denoising technique is applied to

remove nonlinear dynamic noise such as trend and periodicity included in hydrometeorological data and

simple noise that arises in the measurement process. The wavelet-artificial neural network (WANN) using

data applied wavelet transform as input variable and the artificial neural network (ANN) using only raw

data are compared. As a results, coefficient of determination and the slope through linear regression show

that WANN is higher than ANN by 0.031 and 0.0115 respectively. And RMSE and RRMSE of WANN are

smaller than those of ANN by 37.388 and 0.099 respectively. Therefore, WANN model applied in this study

shows more accurate results than ANN and application of denoising technique through wavelet transforms

is expected that more accurate predictions than the use of raw data with noise.
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요 지

본 연구에서는 비선형적 모델인 웨이블렛-인공신경망을 적용하여 충주댐 유역의 일유입량을 예측하였다. 일반적으로

시계열 자료는 경향성, 주기성 및 추계학적 성분의 선형조합으로 이루어져 있다. 그러나 이러한 자료를 통해 시계열 모형

구축 시 경향성 및 주기성은 제거되어야하는 성분이다. 따라서 수문기상자료에 포함되어있는 경향성 및 주기성과 같은

비선형동역학적잡음과측정과정에서발생하는단순잡음을제거시키기위해디노이징기법인웨이블렛변환을적용하였다.

웨이블렛 변환을 적용한 자료를 입력자료로 사용한 웨이블렛-인공신경망(WANN)과 원자료를 사용한 인공신경망(ANN)

을비교하였다. 산정결과결정계수와선형회귀를통한기울기는WANN이ANN보다각각 0.032, 0.0115 더큰값을나타냈고,

타겟값과 예측값 사이의 오차를 나타내는 RMSE와 RRMSE는 WANN 모형이 ANN 보다 각각 37.388, 0.099 더 작은

값을 나타냈다. 따라서 본 연구에서 적용한 WANN 모형이 ANN 보다 정확한 결과를 나타내었으며, 웨이블렛 변환을

통한 디노이징 기법의 적용이 잡음이 포함되어 있는 원자료의 사용보다 더 정확한 예측을 하는 것으로 판단된다.
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1. 서 론

시계열 분석을 통한 수문자료의 예측은 수문시스템의

장기계획에 있어서 매우 중요한 요소이다. 특히 하천유역

내의 인자를 이용하여 댐의 하천유량을 예측하는 일은 수

문특성의 연구와 자연재해에 대한 대비 및 수공구조물과

방재시설의 설계 시 중요한 역할을 한다. 그러나 다양한

현상이 발생하는 자연현상에서 정확한 예측을 하기란 쉬

운 일이 아니다. 따라서 예측에 대한 정확도를 높이고 불

확실성을 줄이는 연구가 활발히 이루어지고 있다. 기존의

자기회귀모델, 이동평균모델 등의 추계학적 모델을 통해

많은 연구가 이루어졌으나 기후변화와 복잡해진 자연현

상을 예측하기 위해서 보다 더 정확한 예측 모델이 요구

되어졌다. 따라서 toy 모델, 인공신경망 모델 등 다양한

예측기법을 수문학에 접목시켜 보다 더 정확하게 예측하

고자 연구가 활발히 이루어지고 있다. 특히 이 중 인공신

경망은수문자료의예측모델로많은연구가수행되어왔고

높은 예측 결과로 연구에 활발히이용되고 있다. 인공신경

망은유출에대해적합한유연성(flexibility)을가지고있는

모델이다(Hsu et al., 1995). 이러한 예측 모형에서도 예측

을위한입력자료에다양한성분이포함되어있는경우모

형이정확하다고해도결과에큰오차를포함하게된다. 특

히자료의변동이큰비정상성을포함하거나장기간큰변

화가있는자료의경우에대해서는자료속에예측에오차

를 주는 다양한 성분들이 성분이 포함되어진다. 일반적으

로이러한시계열자료의경우크게경향성(trend), 주기성

(periodicity) 및 추계학적 성분(stochastic component)의

선형 조합으로 이루어진다. 그러나 이러한 자료를 통해

시계열 모형 구축 시 경향성, 주기성은 제거되어야 하는

성분이다(Cho and Kim, 1998). 또한 측정과정에서 축적

되는 오차에 의한 단순잡음과 자연현상들 사이에 발생하

는 상호간섭에 의한 비선형 동역학적 잡음(nonlinear

dynamical noise) 역시 배제되어하는 성분이다. 이러한

성분을 포함한 시계열 자료를 통해 예측 하는 경우 결과

의 신뢰도에 큰 영향을 준다. Cannas et al. (2006)에 의하

면 이러한 변동성이 큰 자료를 인공신경망에 적용할 시에

는 필히 전처리과정을 거쳐야한다. 이러한 성분을 제거하

기위한전처리과정으로디노이징기법이있다. 대표적인

디노이징 기법으로는 이산 코사인 변환(discrete cosine

transform), 푸리에 변환(Fourier transform), 단시간푸리

에 변환(short time Fourier transform), 웨이블렛 변환

(wavelet transform) 등이 있다(Lee and Kim, 1999). 이

중 웨이블렛 변환은푸리에 변환과 단시간푸리에 변환의

발전된 형태로 기존의 단점을 보완하고 있다. 특히 시간

의 정보를 유동적으로 적용할 수 있다는 점에서 시간을

포함한 자료인 시계열 자료에 대하여 분석시 큰 장점을

가지고 있다. 따라서 시계열 분석 및 다양한 분야에 많이

사용되고 있다(Kozlowski, 2005; Gao et al., 2010; Daniel

et al., 2010). 본 연구에서는 시간의 정보에 대해 가장잘

표현하는 기법인 웨이블렛 변환을 전처리 과정으로 선택

하여 인공신경망에 적용하였다.

본연구의목적은여러유역인자들 중하천유량에 가장

영향을미치는 변수를 추출하고 보다 정확한 예측모델을

구축하는 것이다. 자료의 전처리 과정인 디노이징 기법을

통한 자료의 성분분리에관한 연구이며, 특히 인공신경망

적용 시 예측력을 높이고자한다.

2. 기본이론

2.1 디노이징 기법(Denoising Technique)

2.1.1 웨이블렛 변환

자료의 성분 분석과 디노이징 기법으로널리 사용되는

방법으로 푸리에 변환이 있다. 푸리에 변환은 신호의 자

료를 주파수 성분으로 분해하여 각 주파수 성분에 대한

상대적 크기를 가지고 신호의 특징을파악하는 방법이다.

신호를 사인 함수(sine function)와 코사인 함수(cosine

function)의무한급수들의 합으로표현될수 있다는 것이

푸리에 이론(Fourier theory)이다. 그러나 실제 자료는 주

기함수를 포함하지 않는 경우가 많다. 이러한 자료를 해

석 및 디노이징하기 위해서 사인 함수와 코사인 함수의

주기를 이용하여표현하는데이러한 과정을푸리에 변환

이라 한다. 푸리에 변환을 통해 시간영역의 함수는 주파

수 영역에서 처리하게 되는데이것을 주파수 영역해석이

라 한다. 이러한 푸리에 변환은 Eq. (1)로 정의된다.

  
∞

∞

 (1)

여기서, 는 원자료, 는 성분의 크기이다. 푸

리에 변환을 한 자료를 다시 원 자료로 변환시키는데 이
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(a) Short Time Fourier Transform (b)Wavelet Transform

Fig. 1. Concept of Short Time Fourier Transform and Wavelet Transform

것을푸리에 역변환(Fourier inverse transform)이라고 하

고 그 식은 Eq. (2)와 같다.

   

 
∞

∞

 (2)

하지만푸리에변환은함수의시간영역을주파수영역으

로변환하기때문에시간영역에대한정보가사라지게되어

특정사상의위치를시간영역에대해파악할수없으며, 비

정상 시계열에 대해 한계를갖는다(Smith et al., 1998). 따

라서푸리에변환을통한디노이징은한계를갖게된다. 이

러한단점을극복하기 위해 나온방법이 단시간푸리에변

환(short time Fourier transform: STFT)이다. 단시간시간

영역에 창함수(window function)을 사용하여 변환범위를

시간축에따라이동한다. 창함수의크기는시간-주파수영

역의 분해능을 결정하며 그 식은 Eq. (3)과 같다.

 
∞

∞

 (3)

여기서, 가창함수로신호 의국소화된시간 

에대한정보를 의미한다. 단시간푸리에변환을한자료를

원 자료로 변환하는 과정인 단시간 푸리에 역변환(short

time fourier inverse transform)에대한식은Eq. (4)와같다.

 

 
∞

∞


∞

∞

 (4)

일반적으로창함수의 크기에 따라 정해진 분해능이 결

정되고 Fig. 1(a)에서 보이듯이 창함수의 크기는 동일하

다(Graps, 1995). 이는 각각의창함수 영역 사이에 신호의

불연속을 일으키는 원인이 되며, 전체신호의 에너지를 특

정 주파수에집중시키지못하는 단점이있다. 이러한문제

때문에시계열자료적용시고정된주파수외의자료에대

해서는 해석이 곤란하다(Torrence and Compo, 1998). 이

러한 단점을 해결하기 위하여 나온이론이 연속 웨이블렛

변환이다(Daubechies, 1990). 웨이블렛 변환은 Fig. 1(b)에

서보이듯이고주파수영역에서는시간축의창폭을조밀하

게 하여 시간영역의 분해능을 증가시키고, 저주파수 영역

에서는시간축의창폭을증가시켜주파수의분해능을증가

시킨다. 따라서 웨이블렛 변환이 단시간 푸리에 변환보다

자료를 처리함에 있어서 유연한 해석이 가능하다.

연속 웨이블렛 변환()은 웨이블렛 함수()에 의해

Eq. (5)와 같이 정의된다.

 
∞

∞



 





  

(5)

여기서, 는 영역의 크기이고 는 시간을 의미한다. 그러

나 시계열 자료를 신호로 처리하는 경우는 주파수의 변화

보다 시간에 따라 변화하는 특성을효율적으로표현하는

것이 중요하다. 따라서 연속함수인 Eq. (5)에 대한 이산화

가 필수적이다. 이산화를 위해 는 정수 에 대한 2의멱

급수로, 는 정수 로 교체하면 Eq. (6)과 같다.

 
∞

∞



  
(6)

여기서, 는 Eq. (7)과 같다.

   (7)

이러한 이산화과정을 만족시키기 위해서는 계산이 효율

적이고, 역변환 과정에서안정적이어야 한다. 이러한 과정

을만족하는 는직교 기저(orthonormal basis)가 있다.
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Fig. 2. Process of Wavelet Decomposition

Fig. 3. Process of Wavelet Reconstruction

Wavelet Transform

Wavelet ShrinkageInverse 
Wavelet Transform

Fig. 4. Algorithm using Wavelet Shrinkage

따라서 연속신호 에 대해서 Eq. (8)이 성립한다.

  
∞

∞


∞

∞

  (8)

여기서, 정보의 범위는 지지영역의 크기() 대하여 

 로국한된다. 이러한범위는 값이큰

경우에대하여고주파정보를, 값이작은경우에대하하여

저주파정보를 포함하고 있다. 이산화를 위한직교 기저를

찾기 위한 많은 연구가 이루어졌는데그 결과 Daubechies

의 웨이블렛 함수가 제시되었다(Daubechies, 1988). 이는

하나의 식으로 이루어진 것이 아닌 스케일링 함수(scaling

function)와웨이블렛함수의조합으로이루어졌으며스케일

링함수는Eq. (9), 웨이블렛함수는Eq. (10)과같다. Eqs. (9)

and (10)은 세밀화식(refinement equation) 또는 2-스케일

관계식(2-scale relation equation)이라고도 한다.

 


 (9)

 


 (10)

여기서, 은 유한수열로 Eq. (11)의 조건을만족하며 

은 Eq. (12)와 같이 의 함수이다.




     
 ≠




 

(11)

   (12)

위의 과정을 통해 Eqs. (13) and (14)와 같이 연속 웨이

블렛과 이산 웨이블렛의 관계를 얻을 수 있다.

 ≧


   (13)

 ≧


   (14)

이러한 웨이블렛 변환을 적용하기 위해 신호의 개수

()는 이라고 가정하고 주어진 이산신호에 대하여 Eq.

(15)를 만족한다고 가정한다.

  ≧   ⋯ (15)

Eqs. (13) and (14)에서 를 부터 ≥ 까지낮춰

가며 적용을 하면   와 
을 구할 수 있

다. 이 과정을 다음 Eqs. (16) and (17)로 나타낸다.

     (16)

     (17)

이러한 웨이블렛 변환 과정을 분해(decomposition)과

정이라고도 한다. 그리고 변환된 자료를 다시 합성하는

과정을 웨이블렛 역변환(inverse wavelet transform) 또

는 복원(reconstruction)과정이라고 하며 Eq. (18)로표현

된다. 여기서 분해과정에 대한 그림은 Fig. 2, 복원과정은

Fig. 3과 같다.









 (18)

2.1.2 웨이블렛 축소기법(Wavelet shrinkage)

웨이블렛 축소기법을 통한 디노이징은 Donoho and

Johnstone (1994)에 의해 제안되었고, 이 방법은 신호로

부터 잡음을 제거하거나 통계학에서 무변수 추정 등에

널리 이용된다. 웨이블렛 축소 기법은 크게 3단계로 구

성되어있다. 첫번째는 분해단계로레벨 를 선택하고, 

레벨까지 웨이블렛 분해를 하는 것이다. 다음은 문턱계

수결정(threshold detail coefficients)단계로 1부터 레벨

까지 문턱계수를 결정하여 각각의 계수에 적용하는 과정

이다. 마지막은 복원과정으로 수정된 계수로를 적용하여

디노이징된 자료를얻는 것이다(Baek et al., 1998). 이러

한 웨이블렛 축소를 이용한 알고리즘은 Fig. 4와 같다.
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Data
Location

Average value Maximum value Minimum value
Longitude Latitude

Streamflow 127°59'33"E 37°0'22"N 177.0  15150.6  0.3 

Precipitation 127°59'33"E 37°0'22"N 3.4  220.6  0.0 

Table 1. Basic Statistics of Data at Chungju Dam

Input
Variables

Hidden
Layers

Input
Layer

Layer 1 Layer 2 Output
Layer 

Target

Fig. 5. Structure of Artificial Neural Network

2.2 인공신경망(Artificial neural network)

2.2.1 인공신경망의 구조

인공신경망은인간의뇌에서이루어진생물학적인학습

과 지식전달절차를 컴퓨터 공학적으로 응용한 분야이다.

구조는 입력층과 출력층, 그리고 이 사이에 하나 또는 그

이상의은닉층으로구성되어있고각각의구성층은가중치

인 연결강도에 의해 결정된다. 이 연결강도는 feedback으

로 보정이 가능하다(Bishop, 1995). 인공신경망의 기본적

인 구조는 Fig. 5와 같다.

2.2.2 인공신경망의 학습

학습(learning)은 입력층에 입력된 자료와 출력층을 거

쳐나온학습자료에 대하여 일정한 학습규칙을 통해 연결

가중치가 보정하는 과정이다. 이러한 과정에서 반복적인

학습과정을 거쳐신경망 내 입력자료와 출력자료의 진행

을 최적화하는 가중치를 결정한다(Bishop, 1995). 즉, 오

차가 최소가 되는 경우의 연결강도를 선택하게 된다. 오

차함수는 평균제곱오차(mean square error: MSE)를 구

해서 결정하게 되는데 예측값()과 타겟값()에 대하

여 그 식은 Eq. (19)와 같다.

평균제곱오차  
  

 (19)

가중치의초기 값은임의로 결정되며 학습과정을 통해

일정한 학습규칙을 가지고 가중치가 변화하게 된다. 본

연구에서는 경사하강법(gradient descent method)에 의

해 가중치증가량을 결정하고 이를 통해 가중치를 결정하

게 된다. 가중치 변환 함수()는 Eq. (20)과 같다.

  (20)

여기서, 는 모멘텀이고 는 가중치 증가량이다.

3. 분석방법

3.1 대상 자료

본연구에서는 다양한 댐정보가운데댐유입량에 가장

큰 영향을미치는강수량을 이용하여댐 유입량을 예측하

였다. 한강유역에 있는 충주댐의강수량과 유입량을 입력

자료로 선정하였다. 충주댐의강수량, 유입량은 모두 1990

년 1월 1일부터 2007년 12월 31일까지 각각 일자료를 사

용하였다. 총자료의 수는 6574개로 구성되어있으며 자료

에대한기본통계량은Table 1과같다. 그리고강수량, 유

입량에 대한 자료를 각각 Figs. 6 and 7에 나타내었다.

3.2 웨이블렛 인공신경망 구성

본 연구에서는 웨이블렛을 통해 디노이징한 자료를 입

력자료로 적용한 인공신경망(WANN)과 원자료를 입력자
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Fig. 7. Time Series of Streamflow at Chungju Dam

Fig. 6. Time Series of Precipitation at Chungju Dam

료로 선택한 인공신경망(ANN)을 구성하여 비교 및검토

하였다. 입력자료는 상관계수를 통해 결정하였으며, 상관

계수의 결과에 따라 시차(time lag)의길이를 결정하여입

력변수로 활용하였다. 두 모델 모두 자료 변환의 유무의

차이만 있으며, 인공신경망모델의 구성은 동일하다.

인공신경망 구조는 입력층, 은닉층및 출력층으로 이루

어져 있다. 인공신경망은 전방향 다층퍼셉트론구조로 하

였고, 역전파(backpropagation) 알고리즘을 선택하였다.

입력층에는1개의층과 6개의입력변수가들어가도록동일

한 수의 노드(node)를 주었고, 시행착오법(trial and error

method)을사용 은닉층은 1개의층을결정하고 다양한 노

드에 대해 실험을 해보았다. 실험결과 10개의 노드일 때

최적의 값을 산정하고 선택하였다. 은닉층과 출력층의 노

드의전이함수(transfer function)가결정하게되는데은닉

층의경우, 유연성을높여주기위하여 ≤ ≤ 의범위

를 가지는 쌍곡선 탄젠트 시그모이드(hyperbolic tangent

sigmoid) 함수를사용하였고출력층에서는출력값이음(-)

의 값을 가지지 않기 위해 로그 시그모이드(log sigmoid)

전이함수를 적용하였다.

전체자료의 자료 중 1990년 1월 1일부터 2000년 12월

31일까지의 자료는 가중치를 구하기 위한 learning set으

로, 2001년 1월 1일부터 2002년 12월 31일까지의 자료는

계산된 가중치를 검증하기 위한 validation set으로, 2003

년 1월 1일부터 2007년 12월 31일까지의 자료는 결과를

출력하기 위한 testing set으로 구성하였다.

4. 적용 및 결과

4.1 웨이블렛 변환

웨이블렛 변환의 적용시 적절한 웨이블렛 함수의 선택

은 매우 중요하다(Farge, 1992). 시계열 자료의 적용 시

웨이블렛함수의선택에관한정량적인기준이아직까지는

명확히제시되어있지않다. 일반적으로급격한변화나계단

형 자료에는 Daubechies 1번 웨이블렛 함수(db1)인 Haar

함수를사용하고,부드러운변화를나타내는자료에는감쇠

하는코사인함수를적용한다(Torrence and Compo, 1998).

Jin et al.(2005)에서는강우량, 유입량의 상대적완만함을

고려하여 Daubechies 9번웨이블렛 함수(db)를 선택하였

다. 따라서 본 연구에서도 Daubechies 9번웨이블렛 함수

를 선택하기로 하였다.

또한 Jin et al.(2005)에 의하면 분해단계는 일반적인 경

우 5내지 7이면 충분하다고알려져 있다. 따라서 본 연구

에서는 분해단계를 5로 결정하였다. 문턱값은 비교적 큰

값을 갖는 계수를 줄이는 방법인 약문턱값 함수(soft

threshold function)를 채택하였으며 일반적으로 널리 사

용하는 universal방법을 결정하였다. Donoho and
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Decomposition

Johnstone (1994)에 의해 제시된 약문턱값 함수는 Eq.

(21), 문턱값은 Eq. (22)로 나타내었다.

 








  
  
 ←

(21)

 log (22)

여기서, 에대한값은 scale 함수로식 Eq. (23)과같이나

타난다.

 


   (23)

또한 Kim et al. (2003)에 따라 웨이블렛 변환 과정 속

에미래자료가 포함되는 것을막기 위해 입력자료와 타

겟자료를 나누어 웨이블렛 분해과정만을 이룬뒤인공신

경망에 학습을 시켰으며, 학습을 통해 예측한 자료를 복

원과정을 통해 다시 하나의 자료로 역변환을 이루었다.

여기서 분해과정을 거친자료의 결과를 Figs. 8 and 9에

나타내었다. 여기서 는 원자료, 는 각각 분해단계에

따른 분해계수, 는 5단계까지 분해되어 나온 분해 값

이다.

4.2 입력자료 선정

입력자료는 절대상관계수를 고려하여 선정하였다. 절

대상관계수()는 ≤ ≤ 의 범위를 갖는데 상관성

의 기준으로는 Ha and Lee(2010)에 의하면 0～0.2에서는

상관관계가 거의 없고, 0.3～0.6에서는 상관관계가 존재,

0.7 이상인 경우에는 매우 강한 상관관계로 해석한다. 따

라서 본 연구에서는 절대상관계수가 0.3 이상인 경우에

대하여 입력변수로 선택하였으며 절대상관관계식은 Eq.

(24)과 같다.

절대상관계수  
  






  



 



  



 
 



 (24)

여기서, 총 자료의 수 에 대한두 자료를 각각 와 

로 하고 는 에 대한 평균, 는 에 대한 평균이다.

웨이블렛을 변환한 자료를 이용하여 계산한 절대상관계

수와 원자료를 사용하여 계산한 절대상관계수 산정하였

다. 현재유입량과 시차를 적용한 유입량의 자료와절대상

관계수를 구한 결과는 Table 2, 현재 유입량과 시차를 적

용한 강수량의 자료와의 절대상관계수를 구한 결과는

Table 3에 나타내었다.

절대상관계수 산정결과에서 보면 유입량은 에서

까지의 결과가 0.3 이상의 값을갖고있었고, 그 이상

의 시차 자료에 대해서는 0.3 이하의 결과를갖고 있었다.

강수량의 경우도 시차가 3인 경우, 즉 에서 까지

의 결과가 0.3 이상의 결과를, 그 이상의시차자료에대해

서는0.3 이하의값을갖고있었다. 따라서입력자료는상관

계수가 0.3 이상인 결과, 즉, 유입량에 대해서 , ,
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Data    

Denoising data 0.6783 0.4180 0.3368 0.2746

Original data 0.6780 0.4176 0.3364 0.2742

Table 2. Coefficient of Absolute Correlation between Inflow and Inflow using Time Lag

Data    

Denoising data 0.7708 0.4878 0.3395 0.2678

Original data 0.7376 0.4655 0.3117 0.2452

Table 3. Coefficient of Absolute Correlation between Inflow and Precipitation using Time Lag

ANN

ANN TargetOriginal data

Wavelet

transform

Fig. 11. Structure of WANN

Structure    

ANN 0.873 276.722 28.196

WANN 0.905 239.334 28.097

Table 4. R2, RMSE, and RRMSE of ANN and WANN

ANN

ANN TargetOriginal data

Fig. 10. Structure of ANN

,강우량에대해서 , , 의자료를선택하

였다. ANN의 경우 원자료 그대로 입력하였으며, WANN

의 경우 선택된 자료를 웨이블렛 분해과정을 거친 뒤 입

력자료로 사용하였다. 각각 구성한 ANN과 WANN의 구

조는 Figs. 10 and 11과 같다.

4.3 인공신경망 적용 결과

원자료를 사용한 ANN과 웨이블렛 디노이징기법을 적

용한 WANN을 비교하기 위하여 결정계수( )와 평균제

곱근오차(root mean square error, RMSE), 평균제곱근

상대오차(relative root mean square error, RRMSE)를 구

하였다. 결정계수는 Eq. (25), 평균제곱근오차는 Eq. (26),

평균제곱근상대오차는Eq. (27)로나타내며각각산정결

과는 Table 4와 같다.

결정계수 









  



 


  



 



  



 
 









(25)

평균제곱근오차 






  



  
 (26)

평균제곱근상대오차 






  





 
 (27)

산정결과를살펴보면 결정계수는 WANN이 ANN보다

0.032 높게나타났고, RMSE와RRMSE는WANN이ANN

보다 각각 37.388, 0.099 작은 값을 나타났다. 또한 타겟값

과 예측값의 상관성을파악하기 위해 산포도(scatter plot)

를표시하였고선형회귀분석을통해기울기를계산하였다.

그 결과는 Figs. 12 and 13과 같다.

선형회귀분석을 통한 기울기를 보면 WANN이 0.8381,

ANN이 0.8163으로 WANN이 ANN보다 0.0115 높은 기

울기를 보였다.

따라서 상관성을 나타내는 결과인 결정계수와 선형회

귀를통한기울기를검토해보면WANN이ANN보다높은

상관성을 나타내었고, 두값의 오차를 나타내는 RMSE와

RRMSE의 결과를 보면 WANN이 더 낮은 오차 값을 산

정하였다.
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Fig. 12. Comparison Target Inflow and Predicted

Inflow using WANN

0 4000 8000 12000 16000 20000
Target Q(m3/s)

0

4000

8000

12000

16000

20000

Pr
ed

ic
te

d 
Q

 u
si

ng
 A

N
N

(m
3 /s

)

Chungju_ANN

R2=0.873
Streamflow
m= 0.8163

Fig. 13. Comparison Target Inflow and Predicted

Inflow using ANN

5. 결 론

본 연구는 웨이블렛-인공신경망을 이용하여 충주댐의

일유입량을 예측한 연구이다. 입력자료의 전처리 과정으

로 웨이블렛 변환을 사용하여 인공신경망에 적용하였다.

웨이블렛 변환은 Daubechies의 9번웨이블렛 기저함수를

사용하였으며, 5단계까지 자료분해를 하였다. 웨이블렛

변환을 적용한 자료를 입력자료로 사용한 웨이블렛-인공

신경망(WANN)과 원자료를 사용한 인공신경망(ANN)을

비교하여 다음과 같은 결론들을 도출하였다.

1) 절대상관계수를 적용하여 시차에 따른상관성을 분

석해본 결과 충주댐의 일자료 선정 시 시차가 3일까

지 영향을 미친다고 판단된다. 따라서 오늘의 자료

를 예측할 경우 과거의 3일까지 영향력이 크고, 그

이상의 자료는 작은 영향을미친다는 것을알수 있

었다. 따라서 시차 3일의 자료인유입량 , ,

과, 강우량 , , 의 자료를 선택하

였다.

2) 웨이블렛 변환 자료와 원자료를 시차를 주고절대상

관계수를 구한 결과를 보면 모두 웨이블렛 변환 자

료가 원자료보다 상관계수가 높게 나타났다. 따라서

입력자료에서도 웨이블렛 변환을 한 결과가 더 높은

상관성이 있음을 알 수 있다.

3) 입력층이 6개인 WANN과 ANN을 구성하고 예측모

델을 돌려본 결과, 타겟값과 예측값 사이의 상관성

을 나타내는 결정계수와 선형회귀를 통한 기울기는

WANN이 ANN보다 각각 0.032, 0.0115 더 큰 값을

나타냈고, 타겟값과 예측값 사의의 오차를 나타내

는 RMSE와 RRMSE는 WANN이 ANN보다 각각

37.388, 0.099 더작은값을나타냈다. 이결과를통해

분석해보면타겟값과예측값사이에WANN이ANN

보다더높은상관성을갖고있고, 더작은오차를포

함하고 있음을 의미한다. 따라서 WANN을 통해 예

측한 값이 ANN보다 더 좋은 결과를 나타냈다.

따라서 본 연구에서 적용한 WANN 모형이 ANN 모형

보다 정확한 결과를 산정하였으며 웨이블렛 변환을 통한

디노이징 기법의 적용이 잡음이 포함되어 있는 원자료의

사용보다 더 정확한 예측을 한다고 판단된다. 또한 이러

한 웨이블렛 변환을 통해 수문자료를 변환시킴으로써다

양한 연구에 사용될 수 있을 것으로 예상된다.
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