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요  약

복잡한 비선형 회귀문제들에서 최 의 신경망을 구축하기 해서는 구조의 선정  노이즈에 의한 과잉학습(overtraining)

등에 따른 많은 문제들이 있다. 본 논문에서는 flexible incremental 알고리즘을 이용하여 단계 으로 최 의 신경망을 구축

하는 방법을 제안한다. Flexible incremental 알고리즘은 측 잔류오차를 최소화하기 해 단계 으로 추가되어지는 은닉

노드 개수를 검증데이터를 이용하여 신축성 있게 조 하고, 빠른 학습을 하여 ELM (Extreme Learning Machine)을 이

용한다. 제안된 방법은 신경망의 구축과정에서 사용자의 어떠한 여 없이도 빠른 학습과 은 수의 은닉노드들에 의한 범

용 근사화 (universal approximation)가 가능한 신경망의 구축이 가능한 장 을 가지고 있다. 다양한 종류의 벤치마크 데이

터들을 이용한 실험 결과를 통하여 제안된 방법이 실제 회귀문제들에서 우수한 성능을 가짐을 확인하 다.

키워드  : Flexible incremental algorithm, 단계  구축 방법, ELM(Extreme Learning Machine), 과잉학습.

Abstract

There have been much difficulties to construct an optimized neural network in complex nonlinear regression problems 

such as selecting the networks structure and avoiding overtraining problem generated by noise. In this paper, we 

propose a stepwise constructive method for neural networks using a flexible incremental algorithm. When the hidden 

nodes are added, the flexible incremental algorithm adaptively controls the number of hidden nodes by a validation 

dataset for minimizing the prediction residual error. Here, the ELM (Extreme Learning Machine) was used for fast 

training. The proposed neural network can be an universal approximator without user intervene in the training 

process, but also it has faster training and smaller number of hidden nodes. From the experimental results with 

various benchmark datasets, the proposed method shows better performance for real-world regression problems than 

previous methods.

Key W ords : Flexible incremental algorithm, Stepwise constructive method, ELM, Overtraining.

1. 서  론

신경망은 복잡한 비선형 함수들을 근사화 하거나 모델

들을 측하는 문제들에서 우수한 성능을 가지고 있어 지

까지 많은 분야에 용되고 있다. 그러나 취득된 데이터

에 최 의 신경망을 구축하기 해서는 데이터의 특성에 

합한 신경망 구조의 선정과 노이즈에 의한 과잉학습 

(overtraining)등과 같이 아직도 명확히 해결되지 않은 문제

들 남아있다. 이와 련된 표 인 연구들로는 cross vali-

dation [1], node pruning [2] 등이 있다. cross validation

은 취득된 데이터를 학습과 검증  테스트 데이터로 구분

하는 방법으로 학습과 검증데이터를 하게 분류하는 문

제와 분류된 데이터들이 우수한 수렴 성능을 가질 수 있는

가에 해서는 명확히 설명하기가 어려운 문제 이 있다. 

node pruning은 학습을 통하여 구축되어진 신경망에서 

하지 않은 노드들을 제거하는 방법으로 이러한 방법은 사

에 미리 구축되어 있는 신경망을 고려한다는 에서 앞선 

방법과 차이가 있다.

Huang등은 단일 은닉층을 가지는 방향 신경망의 학습

방법으로 단 한번의  방향 단계에서 학습이 종료됨으로써 

오류 역  (BP: Back-Propagation) 알고리즘에 비하여 

학습시간이 월등히 우수한 ELM (Extreme Learning 

Machine)을 제안하 다 [3]. ELM 알고리즘은 방향 신경

망의 빠른 학습시간을 하여 입력층과 은닉층을 연결하는 

입력 가 치들과 은닉노드들의 바이어스 값들을 랜덤하게 

생성한 후 놈 최소자승해 (norm least-squares solution)와 

모어-페로스의 일반화된 역행렬 (Moore-Penrose general-
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ized inverse)을 이용하여 은닉층과 출력층을 연결하는 출

력 가 치들을 계산함으로써 빠른 시간에 우수한 성능을 얻

을 수 있는 장 을 가지고 있다. Han과 Huang은 ELM의 

함수 근사화에 사  정보를 고려하는 방안으로 Fourier 

series를 기반으로 은닉노드들의 활성화함수로 sine과 co-

sine 함수들을 이용하는 SCELM (Sine and Cosine ELM)

을 제안하 다 [4]. Liang과 Huang은 ELM을 연속 인 데

이터 입력에 따른 재귀  최 화 방법으로 OS-ELM 

(Online Sequential ELM)을 제안하 다 [5]. Huynh과 

Won은 기존 ELM이 입력 가 치들과 바이어스들을 랜덤하

게 선택하는 것에 반하여 선형모델을 기반으로 출력 가 치

들을 랜덤하게 선정한 후에 역으로 입력 가 치들과 바이어

스들을 계산하고  다시 출력 가 치들을 갱신하는 LS-ELM 

(Least-Squares ELM)을 제안하 다 [6]. 

와 같이 ELM에 기반을 둔 방법들은 신경망의 구축시

간이 빠르고, 일반 인 성능이 우수한 장 을 가지고 있지

만, 사 에 사용자에 의하여 신경망 구축에 필요한 은닉노

드 개수를 선정하는 문제와 복잡한 비선형 회귀문제들에서 

과잉학습의 향을 해결해야 하는 문제 들을 여 히 가지

고 있다 [7]. Huang 등은 단일 은닉층을 가지는 방향 신

경망의 은닉노드 개수를 단계 으로 1개씩 추가하는 

I-ELM (Incremental ELM)을 제안하 다 [8]. I-ELM은 

신경망을 구축하기 해 사 에 은닉노드 개수를 결정해야 

하는 어려움을 극복하고, 구축된 신경망이 범용 근사화 

(universal approximation)가 가능함을 이론과 실험을 통하

여 증명되었다 [8]. 그러나 I-ELM은 증 으로 하나의 은

닉노드를 추가함에 따라 원하는 수 의 성능을 얻기까지 많

은 수의 은닉노드들과 오랜 구축 시간이 필요하다는 단 을 

가지고 있다. 본 논문에서는 추가되어지는 은닉노드 개수를 

flexible incremental 알고리즘을 이용하여 신축성 있게 조

하는 방법 (FI-ELM: Flexible I-ELM)을 제안한다. 

본 논문의 구성은 2장에서 I-ELM을 이용한 단일 은닉층

을 가지는 방향 신경망의 증분 알고리즘에 하여 소개하

고, 3장에서 제안된 방법에 하여 설명한다. 4장에서는 실

제 벤치마크 데이터들을 이용하여 실험한 결과를 논하고, 

마지막으로 5장에서 마무리를 한다.

2. ELM을 이용한 단일 은닉층을 가지는 

방향 신경망의 증분 알고리즘

그림 1은 단일 은닉층을 가지는 I-ELM의 구조를 보여

다.

개의 은닉노드들에 의한 단일 은닉층을 가지는 신경망

의 출력 함수는 다음과 같이 표 되어질 수 있다.

x i 
n
igi x i 

n
iGxaibi 

ai∈C dx∈C d bi∈C  i∈C
(1)

여기서  는 xaibi 는 번째 은닉노드의 출력함수이

고, 는 번째 은닉노드와 출력 노드사이의 출력 가 치이다.

신경망의 출력 함수 과 목  함수 의 유사도는 다음

과 같이 구해 질 수 있다.

∥ ∥ 





x fx fn x fxdx




(2)

그림 1. I-ELM의 구조

Fig. 1. The structure of I-ELM

개의 은닉노드들에 의한 신경망의 잔류오차 (residual 

error)는   이 된다. 단계 으로 랜덤하게 추가되

어지는 번째 은닉노드에서의 출력 가 치 는 다음과 같

이 계산되어진다.

 ∥∥
  

(3)

따라서 잔류 오차 은      이 되

며, 과 의 내 은 다음과 같다.

       

   ∥∥ (4)

의 식 (3)과 (4)로부터

      ∥∥
  

∙∥∥
       

(5)

따라서            이 되며 

이것은 ⊥ 를 의미한다.

I-ELM은 단순히 은닉노드들을 랜덤하게 선택하고,  추

가되는 은닉노드들의 출력 가 치를 식 (3)과 같이 계산하

는 것에 의하여 측 잔류오차 을 0으로 수렴하게 된다. 

Huang등은 이러한 증분 알고리즘에 의하여 구축된 I-ELM

이 범용 근사화가 가능함을 이론과 실험을 통하여 증명하

다 [8]. 그러나 I-ELM은 원하는 성능을 얻기까지 많은 개

수의 은닉노드들과 오랜 구축 시간이 필요하다는 단 을 가

지고 있다. 특히 하지 못한 은닉노드의 추가는 신경망

의 출력에서 매우 은 향을 미치게 되고 결과 으로 신

경망의 복잡성을 증가시킬 수 있다. 
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3. Flexible incremental 알고리즘을 이용한 

신경망의 단계  구축방법

신경망에서 시스템에 합한 은닉층의 개수와 은닉노드 

개수를 결정하는 것은 신경망의 성능에 있어서 요한 이슈

로 자리 잡고 있다. 신경망에서 무 은 개수의 은닉노드

들은 측하고자 모델을 정확하게 표 하기가 어려운 반면, 

무 많은 은닉노드 개수의 확장은 테스트 데이터에 한 

과잉학습의 우려와 연산시간의 효율 면에서 좋지 않은 결과

를 얻을 수 있다. 그림 2는 ELM에서 은닉노드 개수에 따른 

과잉학습의 한 를 보여 다. 

그림 2. 은닉노드 개수의 증가에 따른 과잉학습의 

Fig. 2. An example of the overtraining by the number 

of hidden nodes

그림 2에서 훈련데이터는 21개로   sin에서 

추출하 다. 여기서 는 균일 분포 랜덤 변수(uniformly 

distributed random variable)로 -0.2에서 0.2사이의 값을 

가진다. 테스트 데이터는 를 제외하고 실험하 다. 그림 2

에서 은닉노드 개수가 1개인 경우 구축된 신경망은 훈련  

테스트 데이터에서를 근사화하기에 부족하며, 은닉노드 개

수가 7개인 경우 우수한 근사화 성능을 얻을 수 있음을 알 

수 있다. 그러나 은닉노드 개수가 12개인 경우 테스트 데이

터를 통하여 과잉학습으로 인한 향을 볼 수 있으며, 은닉

노드 개수가 20개인 경우 과잉학습으로 인한 향을 확연히 

확인할 수 있다. 따라서 무 은 개수의 은닉노드들은 근

사화 성능이 부족하지만 한 개수의 은닉노드들로 구축

된 신경망은 우수한 성능을 얻을 수 있다. 하지만, 무 과

도한 개수의 은닉노드들은 신경망의 성능에 좋지 못한 향

을  수 있다.

본 논문에서는 검증데이터를 이용하여 추가되는 은닉노

들의 과잉학습에 따른 향을 측하여 한 개수의 은닉

노드들을 추가하고, 빠른 학습을 하여 ELM을 이용하는 

방법 (FI-ELM: Flexible I-ELM)을 제안한다.

제안하는 FI-ELM을 각 단계별로 설명하면 다음과 같다.

훈련데이터 ℵxi ti xi∈Cd ti∈C   …일때, 

최  은닉노드 개수 max와 허용 오차 를 설정한다.

[ 단계 1 ]  훈련데이터 ℵ를 50%는 학습데이터 l로 나머지 

50%는 검증데이터 v로 분류한다. 

[ 단계 2 ]  기 은닉노드 개수   , 학습데이터의 잔류 오

차 
l  l, 검증데이터의 잔류 오차 

v  v로 설정한다. 

[ 단계 3 ]  은닉노드 개수를 1개 증가 시킨다 (L:L=L+SL, 

SL=1). 여기서 은 새로 추가되어질 은닉노드 개수로 [단

계 6]∼[단계 7]에 의해 최종 으로 결정되어 진다. 새로 추

가되는 은닉노드의 입력 가 치들과 바이어스를 랜덤하게 

설정하고, 은닉층의 출력과 학습데이터의 
l 을 이용하여 

아래 식 (8)과 같이 출력 가 치 을 계산한다.

  ∙



l ∙

(6)

[ 단계 4 ]  새로 추가된 은닉노드 에 따른 학습데이터의 

잔류 오차  l를 계산한다.

 ll ∙ (7)

학습데이터의 잔류 오차
l 와 새로운 학습데이터의 잔

류 오차 
l 를 갱신한다. 


l l  l (8)

[ 단계 5 ]  검증데이터의 잔류 오차  v를 계산한다.

 vv ∙ (9)

검증데이터의 잔류 오차 
v 와 새로운 검증데이터의 잔

류 오차 
v 를 갱신한다.


v v  v (10)

[ 단계 6 ]  새로 추가된 은닉노드 에 1개의 새로운 은닉노

드를 랜덤하게 추가한다( ). 다음 학습데이터 l
과 새로 추가된 은닉노드 을 이용하여 출력 가 치 
을 다시 계산한다.

 ∙



l ∙

(11)

[ 단계 7 ]  새로 추가된 은닉노드 에 따른 학습데이터의 

잔류 오차 
l 과 검증데이터의 잔류 오차 

v 를 다시 

계산한다.


l l ∙

v v ∙

(12)

만일 
l ≥l  는 

v ≥v 이면, 새로 추가된 

은닉노드 은 과잉학습의 향을 만족한다고 단하고 


l l  v v 로 갱신한 후 [단계 6]으로 가서 새

로운 1개의 은닉노드를 에 추가한다. 그 지 않으면 새

로 추가된 은닉노드 이 과잉학습으로 인하여 성능이 좋

지 않을 것으로 단하여 앞서 계산한 을 기존의 값으로 

하고,  이 된다. 따라서 총 은닉노드 개수는 

   이 된다.
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[ 단계 8 ]  만일 종료조건 ( ≥max 는  ≤ )을 만족

하면 정지하고, 그 지 않은 경우 [단계 3]∼[단계 8]을 반

복 수행한다.

4. 실험  결과 고찰

본 논문에서는 제안된 방법(FI-ELM)의 타당성을 검증

하기 하여 표 1과 같이 일반 인 회귀문제에서 많이 사용

되고 있는 UCI 벤치마크 데이터들을 이용하여 실험을 하

다[9]. FI-ELM에서 각각의 벤치마크 데이터들은 학습, 검

증과 테스트 데이터로 구분하 으며, 이때 학습과 검증데이

터는 기존의 훈련데이터를 50%로 나 어 학습과 검증데이

터로 구분하 다. 테스트 데이터는 기존의 방법과 제안된 

방법 모두 동일한 데이터를 이용하 다. 각각의 실험에서 

신경망의 모든 입력데이터는 -1과 1사이의 값으로 정규화 

하 으며, 출력 데이터는 0과 1사이의 값으로 정규화 하

다. 실험에 사용된 은닉노드들의 활성화 함수는 sigmoid 함

수     를 사용하 다. 모든 실험은 

MATLAB으로 로그램 하 고, 인텔 2.4GHz CPU, 2G 

RAM의 환경에서 실험되었다. 본 논문에서는 성능평가 기

으로 RMSE (Root Mean Squared Error)을 사용하 으

며, 각각의 벤치마크 데이터에 하여 20번의 실험을 통하

여 평균을 구하 다. 

표 1. 벤치마크 데이터의 사양

Table 1. Specification of benchmarking datasets

Name
No. of observations

Attributes
Training data Testing data

Abalone 2000 2177 8

Ailerons 7154 6596 39

Auto price 80 79 15

Bank 4500 3692 8

Census

(House8L)
10000 12784 8

Computer 

activity
4000 4192 10

Delta ailerons 3000 4129 5

Delta elevators 4000 5517 6

Kinematics 4000 4192 8

Puma 4500 3692 8

그림 3은 Delta ailerons을 이용한 실험에서 은닉노드 개

수의 증가에 따른 FI-ELM의 학습, 검증  테스트 RMSE

의 평균들을 나타냈다. 그림 3에서 훈련데이터의 RMSE는 

은닉노드 개수의 증가에 따라 단계 으로 감소하며 검증데

이터의 RMSE도 동일한 특성을 나타냄을 알 수 있다. 특히, 

검증데이터를 이용하여 사 에 추가되어지는 은닉노드들의 

학습 정도를 측함으로써 테스트 데이터의 과잉학습에 따

른 향이 작음을 확인 할 수 있다. 

 

그림 3. FI-ELM의 은닉노드 개수의 증가에 따른 

RMSE 변화 (Delta ailerons)

Fig. 3. RMSE curves of the FI-ELM with the

number of hidden nodes to be added

그림 4는 Abalone을 이용한 실험에서 I-ELM과 

FI-ELM의 은닉노드 개수의 증가에 따른 특성들을 보여

다. FI-ELM이 은닉노드 개수의 증가에 따라 RMSE가 

I-ELM에 비하여 격히 감소한다는 것을 알 수 있다. 그림 

4는 1000개의 은닉노드들을 가진 I-ELM보다 약 10개 정도

의 은 수의 은닉노드들을 가진 FI-ELM이 더욱 우수한 

성능을 가짐을 보여 다. 그림 5는 Abalone에 하여 

I-ELM과 FI-ELM의 은닉노드 개수의 증가에 따른 테스트 

RMSE를 나타내었다. FI-ELM은 약 10개의 은닉노드들에

서 빠른 수렴특성을 보여주며 테스트 RMSE가 0.0767인 반

면에 I-ELM의 경우 0.1211로 제안된 방법이 은 수의 은

닉노드들에도 불구하고 기존의 방법에 비하여 월등히 우수

한 성능을 가짐을 알 수 있다.

그림 4. 은닉노드 개수의 증가에 따른  I-ELM과 

FI-ELM의 성능 비교 (Abalone)

Fig. 4. Performance comparison between I-ELM and 

FI-ELM with the number of hidden nodes

  

그림 5. 은닉노드 개수의 증가에 따른 I-ELM과 FI-ELM의 

테스트 RMSE 비교 (Abalone)

Fig. 5. Testing RMSE performance comparison between 

I-ELM and FI-ELM with the number of hidden nodes
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Name
I-ELM FI-ELM

Training Testing Learning Validation Testing

Abalone 0.1007±0.0056 0.0952±0.0051 0.0824±0.0014 0.0793±0.0012 0 . 0 7 6 9 ± 0 . 0 0 1 4

Ailerons 0.1221±0.0525 0.1207±0.0508 0.0516±0.0029 0.0502±0.0028 0 . 0 5 1 1 ± 0 . 0 0 2 7

Auto price 0.1060±0.0108 0.1083±0.0270 0.0941±0.0125 0.1003±0.0141 0 . 0 9 8 7 ± 0 . 0 2 3 4

Bank 0.1677±0.0068 0.1694±0.0065 0.0691±0.0106 0.0669±0.0100 0 . 0 6 7 5 ± 0 . 0 1 0 5

Census (House8L) 0.1008±0.0024 0.0978±0.0024 0.0775±0.0021 0.0858±0.0020 0 . 0 8 0 0 ± 0 . 0 0 1 7

Computer activity 0.1802±0.0221 0.1740±0.0220 0.1366±0.0048 0.1333±0.0042 0 . 1 3 4 3 ± 0 . 0 0 5 8

Delta ailerons 0.0742±0.0207 0.0782±0.0207 0.0384±4.5e-4 0.0388±3.5e-4 0 . 0 4 1 2 ± 4 . 6 e-4

Delta elevators 0.0924±0.0136 0.0925±0.0139 0.0550±5.2e-4 0.0539±4.2e-4 0 . 0 5 3 3 ± 4 . 4 e-4

Kinematics 0.1765±0.0166 0.1748±0.0150 0.1391±0.0030 0.1398±0.0028 0 . 1 4 3 5 ± 0 . 0 0 3 1

Puma 0.2119±0.0139 0.2126±0.0141 0.1811±0.0024 0.1865±0.0025 0 . 1 8 4 9 ± 0 . 0 0 1 9

표 2. I-ELM과 FI-ELM 성능비교 (50개의 은닉노드인 경우)

Table 2. Performance comparison between I-ELM and FI-ELM (both with 50 hidden nodes)

Name

I-ELM FI-ELM

No. of training data Time (s) No. of learning data
No. of validation 

data
Time (s)

Abalone 2000 0.5529±0.0016 1000 1000 0.6698±0.0581

Ailerons 7154 1.4109±0.0201 3577 3577 1.0637±0.0843

Auto price 80 0.3946±0.0414 40 40 0.5724±0.0481

Bank 4500 0.7561±0.0020 2250 2250 0.5862±0.0391

Census (House8L) 10000 1.3355±0.0454 5000 5000 0.9559±0.0892

Computer activity 4000 0.7123±0.0127 2000 2000 0.6353±0.0424

Delta ailerons 3000 0.6510±0.0039 1500 1500 0.6940±0.0574

Delta elevators 4000 0.6905±0.0086 2000 2000 0.7779±0.0554

Kinematics 4000 0.6845±0.0050 2000 2000 0.6495±0.0676

Puma 4500 0.7025±0.0054 2250 2250 0.7688±0.0888

표 3. I-ELM과 FI-ELM의 모델구축에 소요된 시간 비교 (50개의 은닉노드인 경우)

Table 3. Training time comparison between I-ELM and FI-ELM (both with 50 hidden nodes)

그림 6. I-ELM과 FI-ELM의 신경망 구축에 소요된   시간 

비교 (Abalone)

Fig. 6. Training time comparison between  I-ELM and 

FI-ELM

그림 6은 2000개의 훈련데이터를 가진 Abalone과 10000

개의 훈련데이터를 가진 Census에서 은닉노드 개수에 따른 

신경망 구축에 소요된 시간을 보여 다.  FI-ELM은 

I-ELM에 비하여 검증데이터에 한 추가 인 계산이 필요

하지만, 훈련 데이터를 학습과 검증데이터로 각각 50%씩 

나눔으로써 데이터의 수가 I-ELM의 1/2이기 때문에 연산

시간을 단축하는 효과를 얻을 수 있다.  특히 많은 수의 데

이터에서는 I-ELM보다 유용함을 알 수 있다. 이것은 데이

터의 개수가 많은 경우 출력 가 치들을 계산하기 한 

ELM의 역행렬 연산에 효율 임을 알 수 있다. 표 2는 최  

은닉노드 개수가 50개인 경우에 각각의 벤치마크 데이터들

에 한 RMSE의 평균과 표 편차를 나타냈다. 실험에 사

용된 벤치마크 데이터들에 하여 학습과 테스트 결과들은 

제안된 FI-ELM이 동일한 개수의 은닉노드들에서 I-ELM

보다 우수한 성능을 얻을 수 있음을 보여주며, 특히 테스트 

데이터에서 FI-ELM은 I-ELM보다 더욱 작은 RMSE 표  

편차를 얻을 수 있어 안정 인 성능을 얻을 수 있다. 표 3

은 신경망의 최  은닉노드 개수를 50개로 한 경우에 각각

의 벤치마크 데이터들에 따른 신경망 구축에 소요된 시간을 

상호 비교하여 나타냈다.
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5. 결  론
 

 본 논문에서는 flexible incremental 알고리즘을 이용하

여 단계 으로 측 잔류오차를 최소화하기 하여 추가되

어지는 은닉노드 개수를 신축성 있게 조 하고, 빠른 학습

을 하여 ELM을 이용하는 방법 (FI-ELM)을 제안하 다. 

다양한 종류의 벤치마크 데이터들을 이용한 실험을 통하여 

FI-ELM이 복잡한 비선형 회귀문제들에서 우수한 신경망

을 구축할 수 있음을 확인하 다. FI-ELM은 신경망의 구

축과정에서 사용자의 여 없이도 자동 으로 최 의 신경

망을 구축한다. 구축된 신경망 모델은 은 개수의 은닉노

드들에서도 기존의 방법에 비하여 우수한 성능을 얻을 수 

있으며, 과잉학습의 향이 고 범용 근사화가 가능함을 

보여주었다.  본 논문에서 제안된 방법은 복잡한 실질 인 

문제들에서 신경망을 용하는 방법으로 매우 유용하게 사

용될 수 있으리라 상된다. 아울러, Huang과 Chen은 최근 

새로운 은닉노드를 추가할 때 기존의 존재하는 모든 출력 

가 치들을 다시 갱신하는 CI-ELM (Convex I-ELM)과 

다수의 후보 노드들을 생성한 후 최 의 노드를 선택하는 

EI-ELM (Enhanced I-ELM)을 제안하 다 [10][11]. 본 논

문에서 제안한 방법과 융합함으로써 더욱 우수한 성능을 얻

을 수 있으리라 상된다.
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