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본 논문에서는 대역폭 확장 (Bandwidth Extension, BWE)을 위한 대표적인 통계적 방법인 가우스 혼합 모델 (Gaussian 

Mixture Model, GMM) 방법과 은닉마코프 모델 (Hidden Markov Model, HMM) 방법의 관계를 분석하고 성능을 비교한다. 

HMM 방법은 GMM 방법과 달리 기 억능력을 가진 시스템으로서 인접한 음성 프레임간의 상관성을 모델링하고 이를 BWE 

시스템에 활용한다는 장점을 가진다. 따라서 원래 신호의 프레임간 스펙트럼 변화특성을 보다 잘 추정할 수 있으리라 예상할 

수 었다. 이 점을 확인하기 위해 정적 측도 외에 음성 스펙트럼의 일차 도 함수와 관련된 동적 측도를 적용하였다. 성능 

평가 결과, 정적 측도 관점에서는 두 방법은 대등한 성능을 보였지만 동적 측도 관점에서는 HMM 방법이 우수한 성능을 

보였다. 또한 이러한 차이는 HMM 모델의 상태 수에 비례하여 증가함을 확인할 수 있었다. 이와 같은 실험결과는 HMM 

방법이 적어도 'blind BWE' 문제에 있어서 적절한 해법임을 시사한다. 한편, 동적 측도의 관점에서는 비록 열세로 나타났지만 

GMM 방법은 상대적으로 단순하다는 장점을 가지고 있으며 특히, 정적 측도에 있어서 HMM 방법과 대등하다는 사실은 

응용분야에 따라서는 HMM 방법의 효과적인 대안이 될 수 있음을 시사한다.

헥심용어: 대역폭 확장법, 가우스 혼합모델, 은닉 마코프 모델, Baum-Welch 학습법 

투고분야: 음성처리분야 (2.3)

This paper analyzes the relationship between two representative statistical methods for bandwidth extension (BWE): 

Gaussian Mixture Model (GMM) and ffidden Markov Model (HMM) ones, and compares their performances. The HMM 

method is a memory-based system which was developed to take advantage of the inter-frame dependency of speech 

signals. Therefore, it could be expected to estimate better the transitional information of the original spectra from 

frame to frame. To verify it, a dynamic measure that is an approximation of the 1st-order derivative of spectral 

function over time was introduced in addition to a static measure. The comparison result shows that the two methods 

are similar in the static measure, while, in the dynamic measure, the HMM method outperforms explicitly the GMM 

one. Moreover, this difference increases in proportion to the number of states of HMM model. This indicates that 

the HMM method would be more appropriate at least for the 'blind BWE' problem. On the other hand, nevertheless, 

the GMM methodcould be treated as a preferable alternative of the HMM one in some applications where the static 

performance and algorithm complexity are critical.
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L 서론

대 역폭 확장 (Bandwidth Extension, BWE) 문제는 협 

대역 (narrow-band 즉, 0.3-3.4 kHz) 신호 (혹은 하위대 

역 (low-band 즉, 0-4 kHz) 신호)의 정보를 활용하여 

광대역 (wide-band 즉, 0-8 kHz) 신호 (혹은 상위대역 

(high-band 즉 4-8 kHz) 신호)를 추정하는 문제로 요약 

될 수 있다 이를 함수형태로 간단히 나타내면 다음 식과 

같다. 즉,

y+=^W (1)

여기서 X 는 관찰된 하위대역 특징 벡터를 나타내고, y+ 

는 추정된 상위대역 특징 벡터를 나타내고, 尸는 하위대 

역과 상위 대역을 관계를 나타내는 추정함수 (estimation 

function 혹은 사상함수 (mapping function) 이다. BWE 

시스템의 성능은 적절한 특징벡터의 선택과 더불어 적절 

한 추정함수의 선택에 의해 좌우된다. 특징 벡터로는 흔 

히 LPC 계수, 선 스펙트럴 주파수 (Line Spectral Fre

quency, LSF), 켑스트럴 계수 (Cepstral Coefficient, CC) 

등을 사용하며, 추정함수로는 그동안 선형, 비선형 형태 

의 다양한 방법이 개발되었다 [1148]. 특히 추정함수와 

관련하여 최근 수년간, 가우스 혼합 모델 (Gau函an Nfix- 

ture Model, GMM) [4] 및 은닉마코프 모델 (Hidden 

Markov IVfodel, HMM)에 기반한 통계적 방법이 개발되어 

기존의 방법에 비해 향상된 성능을 보여주었다 [5]-[8]. 

HMM 방법은 설계조건에 따라 GMM 방법을 포함한 기존 

의 모든 방법들을 포괄할 수 있는 가장 일반적인 알고리 

즘이다 [9]. 또한, 기 억능력을 가지 시스템으로서 인접한 

프레임간의 상관성 (inter-frame dependency) 즉 동적 특 

성 (dynamic characteristic)^- 모델링하고 이를 BWE 추정 

식 (estimation irde)에 활용한다는 점에서 장점을 가진 

다. 본 논문에서는 이러한 HMM의 장점이 BWE 시스템의 

성능향상에 얼마나 개선된 효과를 주는지를 GMM 방법과 

의 비교를 통하여 알아보고자 한다.

HMM 모델의 관찰 확률 (observation probability)로서 

GMM 모델을 사용한다고 가정하면, HMM 모델의 상태 

수 (state number)를 1로 설정할 경우 HMM 모델은 단순 

히 GMM 모델이 된다 [1 이[11]. 마찬가지로 HMM 기반 

BWE 추정법도 HMM 모델의 상태 수를 1로 설정하면 

GMM 모델 기반 BWE 추정법이 됨을 쉽게 알 수 있다 [9]. 

그러나 비록 두 방법이 알고리즘 형태상으로는 유사하더 

라도 여기에서 상태 수를 1로 하느냐 혹은 그 이상으로 

하느냐는 BWE 시스템이 기억능력을 가지느냐 안 가지느 

냐의 차이를 의미한다. 아울러, 싱태 수가 1에 가까울수 

록 HMM 기반 BWE 시스템의 기억능력은 약해지고 그 

반대의 경우 강해진다. 따라서 다양한 HMM 모델 구조에 

따른 BWE 시스템의 성능 변화를 관찰함으로써 BWE 시 

스템의 특성을 보다 깊이 이해할 수 있으며 또한, BWE 

시스템 설계에 있어서 최적의 HMM 모델 구조를 결정할 

수 있을 것이다.

성능 평가를 위한 측도로는 정적 측도 (static measure) 

와 동적 측도 (dynamic measure) 두 가지를 이용하였다 

(본문 5절 참고). 정적 측도는 각 프레임 단위로 추정법의 

성능을 평가하기 위한 목적으로 사용한다. 동적 측도는 

스펙트럼상에서 원래 신호와 추정된 신호의 시간적 변화 

특성이 얼마나 비슷한지를 비교하는 측도이다. 기본적으 

로 (1차 마코프) HMM 모델은 프레임간 상태 천이에 있어 

서 가능성이 낮은 상태로의 천이를 억제함으로써 결과적 

으로 원래 신호와 추정된 신호의 스펙트럼상의 궤적을 

비슷하게 맞춰주는 효과를 줄 수 있다 동적 측도는 이러 

한 효과를 평가하기 위한 목적으로 사용한다.

HMM 모델 학습법과 관련하여, Jax는 논문 [5H기에 

서 다소 ad hoc한 학습법을 제안하였다. 이 문제에 대해 

본 논문의 선행 논문인 [12] 어서는 Jax 학습법과 Baum- 

Welch 학습법의 차이점을 분석하였고 Baum-Welch 학 

습법의 우수성을 실험을 통하여 보였다 따라서 BWE를 

위한 HMM 모델의 학습법으로서 Jax 학습법 대신 일반적 

인 HMM 학습법 인 Baum-Welch 알고리즘을 이용하기로 

한다. 또한, HMM 모델을 이용한 MMSE (Minimum Mean 

Square Error) 추정법과 관련하여, Jax는 [이에서 크게 

soft classification' 추정 법과 'cascaded estimation' 추 

정법 두 가지를 분류하고 있다. 본 논문에서는 두 추정법 

의 차이점을 분석하였으며 결론적으로, soft classifi- 

cation은 cascaded estimation의 근사적 형태로 볼 수 있 

고 또한 성능에 있어서도 열세이므로 따라서 본 논문에 

서는 cascaded estimation 주정법만을 다루기로 한다.

본 논문은 다음과 같이 구성된다 2절에서는 BWE를 

위한 Baum-Welch HMM 모델 학습법을 요약한다. 3절에 

서는 HMM 모델을 이용하여 상위대역 벡터를 MMSE 추 

정하는 soft 시assification 및 cascaded estimation, 두 

추정법에 대해 살펴본다. 4절에서는 HMM 기분! BWE 방 

법과 GMM 기반 BWE 방법의 관계에 대해 살펴본다. 5절 

에서는두 방법의 성능을 평가하고, 6절에서는 결론을 내 

린다.
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IL HMM 모델 학습

광대역 학습데이터의 통계적 특성에 대한 정확한 모델 

링은 HMM 기반 BWE 시스템의 성능향상을 위해 중요하 

다. 본 절에서는 논문 [12] 에서 설명된 Baum-Welch 학습 

법에 대한 내용을 간략히 요약힌다. Baum-Welch 학습 

법은 가장 일반적인 HMM 모델 학습법으로서 그 밖에 보 

다 향상된 학습법 가령, H3]의 방법을 이용한다면 비슷하 

거나 혹은 향상된 HMM 모델 및 BWE 성능을 기대할 수 

있을 것이다.

광대역 16 kHz 음성 데이터에 대해, 프레임별로 추출 

된 임의의 광대역 학습벡터를 z라 하자. 그리고 b차의 임 

의의 하위대역 부분 벡터를 , 正,..uj d차의 임

의의 상위대역 부분 벡터를 y = 「로 나타내기

로 하면, (b+d) 차의 광대역 벡터 Z는 두 행벡터 X, y에 

의해 以 二 言矿了 와 같이 표현될 수 있다. HMM 모델은 

다음과 같이 초기 상태 확률 (initial state probability)과 

상태천이 확률 (state transition probability) 즉,

\<i<Ns (2)

气=0\幻)技七 ⑶

그리고 확률 밀도 함수 (probability density function) 로 

표현된 관찰 확률 즉,

，(끼 S) = p(x,y ISJ = $如七,”("지7,V功) ⑷ 

로 구성된다. 여기서 식 ⑶은 HMNf의 형태가 ergodic, 

즉, 모든 상태들간에 상호천이가 가능한 형태임을 함축하 

고 있다. 식 ⑷의 두 번째 등식은 관찰 확률이 2개의 가우 

스 혼합 성분 (Gaussian mixture component)으로 구성된 

GMM 모델로 모델링됨을 의미한다. 여기서 "社 및 卩財 , 

V"는 상태 国의 7번째 가우스 성분 /(•)의 가중치, 평균 

벡터, 공분산 (co-variance) 행렬을 각각 나타낸다.

16kHz 

광대 역 

음성 데이터

HMM 모델 
학습

그림 1. Baum-Welch 학습법을 이용한 HMM 모델 학습 방법 

Fig. 1. HMM model training with Baum-W이ch re-estimation 
algorithm.

HMM 모델의 초기화를 위해먼저, 벡터 양자화 (Vector 

Quantization, VQ) 알고리즘 (가령, LBG [14])을 이용하 

여 총 〃개의 광대역 관찰열 么奶= ｛如知…，如｝을 璃개 

의 코드벡터 (code-vector) &로 이루어진 코드북 C = 

区, 拦 捉 &｝ 로 분류한다. 즉, HM皿의 상태 易는 코드 

벡터 (code-vector) & 로 표현된 대표적인 특징벡터 혹은 

그 영역으로 정의된다. 코드북。를 광대역 관찰열 Z(M) 

에 적용하면 (초기) 상태열을 구할수 있다. 이로부터 상태 

확률 兀 및 짜의 초기치의 직접적인 계산이 가능하다. 다 

음으로 가우스 성분 수 Z만큼 각 상태 &의 벡터들을 VQ 

알고리즘을 이용하여 분류한다. 이와 같이 분류된 Z개의 

하위그룹들은 각 상태 &의 관찰 확률 파라미터 P待 , 

卩功 , 의 초기치를 계산하는데 이용된다. 가虱 평균 

벡터 Vm 는 각 하위 그룹의 중심벡터 (centroid)로 초기 

화된다.

HMM 모델의 초기치 가 결정되면 다음으로 Baum- 

Welch 알고리즘이 반복적으로 적용된다. 상태 확률에 대 

한Baum-Welch 계산식은 다음과 같다. 즉,

羽⑴ (5)

八笔也很끼
厂Mm ⑹

여기서 兀，, 의 프라임 기호는 과거값 兀, 尙, 으로부터 

갱신된 새로운 값을 의미한다. 관찰확률 즉, GMM 모델의 

파라미터의 계산식은 다음과 같다. 즉,

il =

, =富也4씨四끼
저L U"끼

= £二金型쓰*끄 — / "
『 £財,(，끼 电"幻

⑺

⑻

⑼

여기서도 마찬가지로 프라임 기호는 갱신된 파라미터를 

의미하며, 위첨자 丁는 전치 (transpose) 연산을 가리킨 

다. 기타, 九(河 및 儿®)(初, 九(初 등은다음과같이 

정의된 전향확률 (forward probability) (秫) 및 후향확 

률 (backward probability) 角，(%) 과 관련된 식으로서 

일반적으로 널리 알려진 내용 이므로 본 논문에서 자세한 

설명은 생략하기로 한다 (논문 [10], [11] 및 [12] 등 참조). 

즈
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%,,(时二 p(5, (w), z(l), z(2),..., z( w)) go)

A,i(w)=p(z(〃z + l),z(m + 2),.“,z(M)|S；(m)) (11)

여기서 SS)은 m 번째 프레임의 상태가 i 라는 것을 

의미한다.

in. m伍 추정식

본 절에서는 광대역 학습데이터에 대한 hmm 모델이 

주어진 조건하에서, 관찰된 하위대역 벡터 X로부터 상위 

대역 벡터 J를 MMSE 추정하는 방법에 대해 설명한다 [9],

3.1. Cascaded estimation 추정식
제刀 번째 프레임까지 관찰된 하위대역 관찰열을 X(m) = 

{x(l),x(2),...,x(时} 이라 할 때, 상위대역 벡터 y 에 대한 

MMSE 추정식은 다음과 같다.

矿(쩌归施=&{y (时 1X(〃)} (⑵

드 丄 y(梆)p(y(秫) I x( 祖))弗(时

여기서 硏.}는 평균 연산을 가리킨다. 이 식의 두 번째 

등식에서 조건 확률 p(y(初ix(时)을 직접 계산하는 것 

은 어렵다. 따라서 다음과 같이 HM皿의 상태 月를 매개로 

전개한다,

p(y(w)| x(w)) = £*，(y(，끼, s,.(秫) I X( 祖)) (13)

이 식의 오른편은 Bayes'ruU을 이용하여 다음과 같이 전 

개된다.

p(y(m)，S(m)|X(m))

=p(y(^)l S ㈣,X(时)F(SS) I X(珈)) (14)

=」p(y(m)IS伽),血))P")I x(时)

여기서 두 번째 등식은 m 번째 프레임의 출력 벡터 *0끼 

과 y(w) 은 m 번째 프레임의 상태 StM 에 의해서만 영 

향을 받는다는 HM皿의 기본 가정에 의해 성립한다. 식 

(13)과 (14)를 식 (12)에 대입하여 정리하면 다음 식이 만 

들어진다. 즉,

矿(初初碗=£*f(SS)|x(时)

X L y(m) p(y(7K)I S (w), x(时)内㈣

여기서 오른편의 적분식은 상태 &S) 과 하위대역 벡터 

x(m)에 조건 지워진 상위대역 벡터 y(河 의 평균을 의미 

한다. 즉,

L y(时 P(yM I 团(冷,x(m))dy(後)
用 (16)

= £{y(m)|SQ?),x(M)}

여기서 硏y(m)|§(7끼,히：끼}兰乌(河라 하면, 식 (15)의 

MMSE 추정식은 다음과 같이 정리된다. 즉,

1广= £辭尸(S(河 I X(tw))c.(w) . (17)

여기서 알 수 있는 바와 같이 MN佻 추정식은 각 싱태 易의 

대표 벡터인 c,(Q 와각상태 句의 발생확률 F(S,(/끼 I X(/끼) 

로 이루어진다. 여기서, 확률 尸(§3시 X(祖)) 은 대표 벡터 

乌(时 의 가중치의 역할을 하고 있다,

가중치 확률 尸(SQ시 X(河)은 Bay曲' rule을 활용하 

여 다음 식과 같이 전개될 수 있다. 즉,

P(S㈣} X(m)) =
p(SS),x(7끼) 

p(X(也)) (18)

p(SS),x(，〃))

끼,x(m)).

여기서 확률 F(S《끼 I X(河) 은 다음 식과 같이 하위대역 

벡터 관찰열 x(m) 에 대한 전향확률 吃S)을 의미한다 

(식 (10) 참조. 즉,

凤끼, X( 时) 드 a侦 (秫) . (19)

식 (18) 및 (19)를 식 (17)에 대입하면 MMSE 추정식은 

최종적으로 다음과 같이 정리된다. 즉,

七、 이秫)
지 (m)MMSE - prN厂 ~~ 《小

二％,00 . (20)

여기서 전향확률 %*끼 은 잘 알려진 바와 같이 다음의 

회귀적인 특성을 가진다. 즉,

a 디 (l)n时(x(DIS) (21)

%」(秫十 1) = £告 a心(秫)aki \ & ) (22)

여기서 하위대역 벡터 乂㈣의 관찰확률 a(xO끼1$)은
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식 ⑷의 광대역 벡터 z（时 의 관찰 확률 | S,） 의

주변 확률밀도 함수 （marginal pdf）로서 p（政m） | S） 의 

파라미터들로부터 직접 계산될 수 있다.

한편, 식 （16）에 정의된 대표벡터 乌（榆 은 다음과 같이 

계산된다 （편의상 프레임 번호 까） 생략） [15],

e 伽） 그玖祯까闵

= 미 眞，x）dy

籍祭朴
=/0心邮,）内 （渦）

그赤吨）L 캬/（끼*, v“）dy

= 云尚話 기/（X；卩이7，V"J/（y; 卩 内

—卩（XI $）£z=i Qz" （x;卩羊以,Vk>;7 ）丄 V （y； Py屛,Vy,〃） dy 

_ Q시/（】【（끼）;！y, v顽） 侦

Z：仍"（筋时丄,nJ

여기서 다섯 번째 등식은 광대역 벡터 Z의 관찰확률인 

식 ⑷를 대입한 것이고, 여섯 번째 등식은 공분산 행렬 

이 대각 행렬 （diagonal matrix） 즉 벡터 z의 성분들 

이 상호 비 상관관계라는 가정에 의해 성립한다. 마지막 

등식에 있는 기호 = U r（y；5，v“J 는'번째 상태 

의，번째 가우스 성분의 상위대역 평균벡터를 의미한다. 

결론적으로 'cascaded estimation'란 명칭은 이 MMSE 추 

정식이 먼제단계로 식 （23）의 대표 벡터 c,3） 를 계산하 

고 2단계로 식 （18）의 가중치 확률 尸団例 I X（时） 을 계산 

하여 적용하는 데서 비롯된다.

3,2. Soft classification 추정식
Jax에 의해 soft classification으로 명명된, 논문 [5], 

[6] 및 [8] 등에서 적용된 MMSE 추정식은 앞서 설명한 

cascaded estimation의 근사적 형태로 간주할 수 있다. 

즈

矿㈣团娅=£次梦仞）卩0끼）

X L y（w） p（y（m） I s., x（m））efy

=£辭尸（S（m）|X（时）q.

（时成（次））

시咨㈣处，（时 国）内
如 （24）

=、：；尸（專臨事（初）£.

二寸（^）MMSE_SC

여기서 마지막 등식의 아래첨자 즉 'MN建LSCT는 cascaded 

estimation 추정식과의 구분을 위해 사용하였다. 세 번째 

등식 （즉, 근사식）에서 알 수 있는 바와 같이 soft classi

fication 식은 첫 번째 등식의 피 적분 확률식 P（y I S，x） 

를 以y IS）로 근사시켰음을 뜻한다. 즉, 두 랜덤벡터 X 

와 y가 서로 독립이라고 가정하였음을 뜻한다. 결과적으 

로 변형된적분식 Lyp（ye）内은상태 &에속한상위 

대역 y의 평균 团에 해당한다 （식 （23）의 평균벡터 卩功 

와 비교）. 각 상태 命의 평균 y（. 는 논문 ⑸ 및 ⑹에서처 

럼 HMM 학습 초기에 VQ 알고리즘을 이용하여 계산할 

수도 있고 혹은, 논문 [8]에서처럼 소위 HMM 모델의 '그 

림자 코드북 （shadow codebook）'의 형태로 HMM 모델의 

학습과정과 병렬 형태로 계산할 수도 있다.

한편, 여기서 두 랜덤벡터 X와 y가 서로독립이라는 가 

정은 사실과 맞지 않으며 또한, 두 벡터가 독립이 아니라 

는 가정에서 출발한 BWE 시스템의 전제와도 모순된다. 

적절치 않은 가정을 도입한 만큼 성능실험 결과에서도 

cascaded estimation 추정식에 비해 열세로 나타났다. 이 

차이는 결구 대표 벡터를 이初 에서 y,. 로 단순화한 데서 

비롯된다. 따라서 본 논문에서는 보다 일반적인 cascaded 

estimation 추정법만을 다루기로 한다.

IV. HMM 방법과 GMM 방법의 관계

본 절에서는 ⑼에서 언급된 내용을 수식을 이용하여 

보다 자세히 다룬다.

식 （17）에서 보는 바와 같이, HMM 기반 MMSE 추정 

식은 각 상태 说의 대표 벡터 乌（时와 가중치 확률 

尸（§S）|X（初）로 구성된다. 특히 가중치 확률끼I 

X0끼）은 m 번째 프레임까지의 관찰열 X（m）={x（l）, 

x（2）, …,x（z끼} 을관찰조건으로 하는통계량으로서 식 （18）- 

（22）에서 보는 바와 같이, 과거 프레임의 영향을 누적하 

여 반영한다. 즉, HMM 기반 BWE 시스템이 기억능력을 

가지도록 하는 통계량이다. 여기서 만약 HMM 모델의 상 

태 수를 M =1로 설정하면, 가중치 확률은 P牌 IX30） 

二1이 된다, 즉,
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寸（E）mmse k=i= 尸（§ （끼） I X（〃7））Ci （껴）

=c. （m）
1 （25）

二£：=i久1/ （双时;出〜,V&u川引， 

2% Ri/（顶时；5，、卩）

= £，尸이*（时）冉顽

여기서 세 번째 등식은 식 （23）을 참조하여 전개하였다. 

네 번째 등식의 확률 P（l\ x（时） 은 x（初 을 관찰조건으로 

，번째 가우스 성분의 발생확률을 의미한다. 또한 虬기는 

앞서 살펴본 바와 같이, 7번째 가우스 성분의 상위대역 

평균벡터를 의미한다. 따라서 식 （25）는 虬,衫를 7번째 가 

우스 성분의 대표 벡터로 하고 户0 以沥） 를 그 가우스 

성분의 가중치 확률로 하는 GMM 기반 MMSE 추정식임 

을 알 수 있다 [4][15]. 식 （17）과 （25）＞ 비교해 보면, 대표 

벡터로는 이冷와 上〃가 대응되고 가중치 확률로는 

尸（吊（时 IX。끼） 와 p（l\ x（m）） 가 각각 대응됨을 알 수 있 

다. 두 식은 다만 地1x（沉）） 는 m 번째 프레임의 벡터 

N끼 만을 관찰조건으로 하는 반면 RSQOIX（初） 山 번 

째 프레임까지의 전체관찰열 x0끼을 관찰조건으로 한다 

는 점에서 다르다.

V. 성능 비교 평가

본 절에서는 특징 벡터 및 성능평가 측도에 대한 설명 

그리고, 실험결과 분석 등을 다룬다. 학습 및 평가를 위한 

데이터로는 16 kHz 샘플링 된 TIMIT 데이터베이스를 이 

용하였다 [16]. 학습에는 전체 TIMIT 학습 데이터 （화자 

총 462명, 음성파일 총 4620개）가 사용되었으며 테스트 

를 위해서는 핵심 테스트 셋 （CJore Test Set； 화자 총 24 

명, 음성파일 총 192개）만을 사용하였다. 광대 역 신호는 

저역 및 고역필터 처리되어 하위대역과 상위대역 신호로 

나뉜 뒤, 각각 20ms 프레임 단위로 처리되었다 이때 하 

위대역 신호에 대해 특별히 협대역 부호화 처리를 하지는 

않았다. （논문 [⑵에서는 상업 환경과 비슷하게 EVBC 

부호화된 하위대역 신호를 이용하였다. 따라서 동일한 

실험조건에 대해 '절대적 수치에 있어서는 본 논문의 결 

과와 다르다.）

5.1. 특징 벡터 및 팽가 측도

각 프레임별 특징벡터로는, 하위대역 신호에 대해서는

10차의 MTCC 계수를 상위대역 신호에 대해서는 10차의 

LPC-CC계수 및 로그 이득 비 in g 를 더하여 총 H차의 

계수를 추출하여 사용하였다. 여기서 이득 비 g 는 다음 

과 같이 정의된다.

g —翫仲

(26)

여기서 g加와 g瑚는각각하위대역 및 상위대역의 LTC 

잔차 신호 （residual signal） 의 R曜 （Root-NBan -Square） 

값이다. 따라서 광대역 프레임 벡터는 총 21차의 계수들 

로 이루어진 벡터가 된다. 상위대역 벡터 广로서 MFCC 

계수 대신 LPC^C 계수를 사용하는 이유는 멜 스케일에 

의해 변형되지 않은 선형 주파수 영역에서 추정함수의 

성능을 평가하기 위함이다. 이와 같은 CC 계수는 LTC 

관련 다른 계수들 가령, LSF나 자기 상관 계수 （auto

correlation coefficient） 등에 비해벡터 성분들이 근사적 

으로 비 상관관계를 가지고 따라서, 관찰 확률의 공분산 

행렬 V까7 은 대각행렬로 근사할 수 있다는 장점을 가진 

다. 또한 성능에 있어서도 완전 공분산 （full covariance） 

행렬을 이용한 다른 계수들에 비해 적어도 본 논문의 실 

험조건에서는 대등함을 확인할 수 있었다.

성능 평가를 위한 측도로는 정적 측도와 동적 측도 두 

가지를 이용하였다. 정적 측도로 흔히 쓰이는 로그 스펙 

트럴 왜곡 （Log Spectral Distortion, LSD） 는 음성 코덱분 

야에서 먼저 널리 이용되었으며 주관적 음질과 잘 부합하 

는 측도로 알려져 있다. 이는 프레임 단위로 BWE 시스템 

의 성능을 평가한다. 임의의 m 번째 프레임에 대한 LSD 

정의 식은 다음과 같다. 즉,

Q為=4一口20 log "

2勿 IA削（e ） I （27）

-201og10 —技
旳IA泌•应）|」

여기서 적분의 범위는 상위대역 （4 k-8 蛙z）만을 대상으 

로 한다. 이득 비 g 와 尸 는 각각 실제 값 및 추정된 

값을 나타낸다. 또한 와 [A；提니 는 각각 （상위대역） 원 

래의 LPC 모델과 추정된 LPC 모델을 나타낸다. 추정된 

IPC 모델 [A 握t 의 Lpn 계수는 b税 함수를 통해 예측된 

11차의 상위대역 벡터 矿중 이득 비 史 를 제외한 나머지 

10차의 상위대역 LTC-CC 계수로부터 계산된다. 이때 안 

정된 LPC 모델을 얻기 위해서는 LPC-C。로부터 직접 

LPC 계수로 변환을 시도하기 보다는 먼저, 푸리에 변환 
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을 이용하여 LTC-CC로부터 전력 스펙트럴 밀도 (power 

spectral density)를 구하고, 이를 다시 푸리에 역 변환하 

여 자기 상관계수를 구한 뒤, 최종적으로 Levinson- 

Durbin 알고리즘을 이용하여 IPC 계수를 구하는 우회적 

방법을 사용한다 (자세한 설명은 논문 [6] 참조.)

동적 측도 역시 그동안 음성 코덱 분야에서 많은 연구 

가 있었다 [17]-[19]. 앞선 여러 연구 결과들에 의하면 프 

레임 단위의 음의 왜곡 특성 즉 정적 왜곡 특성뿐만 아니 

라 왜곡의 시간적 변화 특성역시 음질에 중요함을 알 수 

있다 가虱 논문 [18]에서는 동일한 평균 LSD 값을 가지 

는 음에 대해LSD의 프레임간 변화율이 작은음 즉, LSD 

값이 시간적으로 부드럽게 변화하는 음을 청취자들이 선 

호함을 보여주고 있다 여기서 LSD의 변화율을 측정하기 

위한 다양한 동적 측도가 고려될 수 있지만 본 논문에서 

는 논문 [19]에서 제시된 차분 로그 스펙트럴 왜곡 (Di

fferenced Log Spectral Distortion, DLSD)을 이용하기 

로 한다. 임의의 m 번째 프레임에 대한 DLSD의 정의식 

은 다음과 같다. 즉,

dD" =~[ [A(Q,m)-A+ (Q,w)]2dQ (28)

여기서 및 A+(Q") 은 각각 다음과 같이 정의 

된다. 즉,

A(Q, m) = 201og10 一g씌-厂 
质 I A灿 (e网삐 ) |

(29)

_201or 気妇)

知|A*e))|

A+(Q") = 201og10 —甘 縉?，
(30)

-201og g"T)
如昭"如5)|.

즉, 妈距 는 원래 신호의 LPC 모델 (1차) 차분 스펙트럼 

과 추정된 신호의 IPC 모델 (1차) 차분 스펙트럼의 유클 

리드 즉도 (Euclidean. measure)에 해당한다. 만약 두 

LTC 모델의 시간적 변화율이 동일하다면 dDLSD =0이 됨 

을알 수 있다. 다른 관점에서 보면, 이 측도는 원래 신호 

의 차분 LPC-CC 벡터 Ay = y(m)-y(秫-1)와 추정된 신 

호의 차분 LPC-CC 벡터 Ay+ = 矿(秫) —y+(甜 一 1) 에 대한 

유클리드 측도와 동등하다 [2이. 즉, 원래 신호의 차분 

벡터 3 를 추정하는 BWE 시스템의 능력을 평가하는 측 

도로도 볼 수도 있다.

5.2. GMM 방법과 HMM 방법의 성능비교

앞서 4절에서 살펴 본 바와 같이, HMM 기반 BWE 방법 

은 HMM 모델 상태수를 줄여나감에 따라 점점GMM 방법 

으로 수렴해간다. 그리고 최종적으로 싱태수를 M =1 로 

하면 두 방법은 동일하게 된다.

본 논문에서는 GMM 방법과 HMM 방법의 성능을 비교 

하기 위한 첫 번째 실험으로 HMM 모델의 복잡도를 

& x£ = 128 로 일정하게 유지하면서 상태 수 灿를 변화 

시켰을 때의 성능변화 추이를 관찰하였다. 이 경우 1x128 

조합이 가우스 성분 128개의 GMM 방법에 해당한다. 그 

림 2의 (a) 및 (b)는 각각다양한 NsxL 조합에 대한 평균 

&d 및 평균 dDLSD 의 그래프를 보여준다. 또한 그림 3의 

(a) 및 (b)는 각각 Dlsd 및 dDLSD 의 분산 “, 약 이상치 

(mild outliers, MO), 강 이상치 (extreme outliers, EO) 

의 변화 추이를 보여준다. 瞄의 MO와 EO의 경계 값 

즉 이상치 안쪽 경계와 바깥쪽 경계는 GMM 방법에서 

산출한 Dlsd 값의 분포를 기준으로 계산하였다. 계산 결 

과 MO의 경계값은 대략 15 dB, EO의 경계 값은 대략 

21dB로 설정되었다. 따라서 그림 3 (时의 그래프상의 MO 

[%]는 英%迹인 프레임의 비율을 나타내고, 

BO [%]는 2\dB < Dlsd 인 프레임의 비율을 나타낸다. dDLSD 

의 MO와 EO의 경계 값 역시 상M血의 dDLSD 값 분포를 기 

준으로 산출하였다 dDLSD 의 MO와 曲의 경계 값은 각각 

0.000231 dB, 0.000358 dB이다

그림 2 (a)에서 보는 바와 같이, 평균 &D 값은 M값 

이 클 경우 약간 개선됨을 알 수 있다, 양 극단의 HMM 

모델 즉, (GMM) 1x128 조합과 128x1 조합의 차이는 

약 O.ldB로 나타났다. 그 밖에 久边와 관련된 다른 값 

즉 분산 및 이상치 비율은 그림 3 (a)에서 보는바와 같이 

HMM 모델 구조에 따라 거의 차이가 없다. 즉 평균 瞄 

에서만 약간 차이를 보일뿐 기타 수치에서는 의미있는 

차이를 보이지 않고 있다. 한편, dDLSD 측도관점에서는 

평균 dD询 뿐만 아니라 dDLSD 의 분산 및 이상치 등 모든 

수치에 있어서 HMM 빙법이 우수한 성능을 보임을 알 수 

있다. 또한 이는 M가 클수록 증가하고 있다 평균 dD说 

의 값은 그림 2 (b)에서 보는 바와 같이, 1x128 조합과 

128x1 조합에 대해 약 0.2 dB의 차이를 보였다. 이는 

d、가 차분 값에 대한측도라는 점을 고려할 때 평균 

D® 에 비해 상대적으로 큰 차이임을 알 수 있다. 아울러, 

dDLSD 의 분산 및 이상치 역시 뚜렷한 차이를 보이고 있 

다. 따라서, 두 BWE 방법은 Dlsd 관점에서는 큰 차이가 

없지만 dDLSD 관점에서는 뚜렷한 차이를 보임을 알 수 

있다.
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Fig.2. Test results of HMM-based BWE system for various Ns^L combinations (a) averaged Dlsd (b) averaged dDLSD.
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그림 3. 다양한 Afex£ 조합에 대한 HM어 기반 BWE 시스템의 성능실험결과
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Fig. 3. Test results of HMM-based BWE system for various Ns乂 L combinations
(a) o, MO, and EO of Dlsd (b) o, MO, and EO of dDLSD.

동적 측도 dDLSD 에 있어서의 차이를 만드는 주요 원인 

이 Z보다는 Ns와 관련이 있다는 점을 보다 확실히 하기 

위해, 叭 二顷皿 = 1일 때 S64,128,256에 대한 瞄 

및 成)炒 의 변화 추이 그리고 반대로, 丄 *어以 = 1일때 

M= 16,32,64 에 대한 Dm 및 如强 의 변화 추이를 살펴 

보았다. 그림 4 (a) 및 (b)의 비교를 통해, 평균 0阳 의 

변화율은 Nqg. 및 L = const. 두 경우 모두 비슷함 

을 알 수 있다. 반면 평균 跆 의 변화율은 그림 4(C) 

및 (d)에서 보는 바와 같이, 她 = const. 인 경우에는 미미 

한 수준이지만 L = const. 인 경우에는 크다는 사실을, 알 

수 있다. 즉 평균 如典은 M의 변화에 더 민감하게 반 

응한다. 이와 같은 현상은 표 1 및 2에 기록된 Dlsd 및 

dy 의 분산과 이상치의 비교에서도 마찬가지이다. (여 

기서 사용된 MO와 EQ의 경계 값은 그림 3에서와 동일하 

다.) 결론적으로 GMM 및 HMM 방법은 정적 측도 Dlsd 
의 관점에서는 비슷한 성능을 보이지만 동적 측도(吼 

관점에서는 뚜렷한 차이를 보이며 이 차이는 HMM 모델 

의 幽 크기와 주로 관련이 있음을 알 수 있다.

동적 측도 관점에서 HMM 방법이 우수하다는 실험결 

과는 앞서 설명한 바와 마찬가지로 직접적인 의미로는 

HMM 방법이 상위대역 신호의 차분 스펙트럼을 추정하 

는데 우수하다는 것을 의미하며 따라서, 시간축을 따라 

원래 신호의 변화 특성과 유사한 추정된 스펙트럼을 재생 

함을 의미한다. 이는 또한 I£D 값이 시간축을 따라 상대 

적으로 일정하다는 것을 의미하며 따라서, 주관적 음질 

에도 긍정적 효과로 작용할 수 있다. 즉, 이상과 같은 실 

험결과는 HMM 모델링의 효과를 명시적으로 보여주는 

것으로 적어도 'blind BWE' 문제에 있어서는 HMM 방법 

이 적절한 해법임을 의미한다.

한편, 정적 측도 관점에서 두 방법이 대등하다는 사실 

은 여전히 GMM 방법이 응용분야에 따라서는 HMM 방법 

의 효과적인 대안이 될 수 있음을 의미한다. 가령 입력신 

호를 하위대역과 상위대역으로 나누어 부호화하는 대역 

분할 부호화 (split-band coding) 방식에 있어서, BWE 

추정법은 두 대역간의 예측 부호화 (predictive coding)를 

위한 예측기로 이용될 수 있다 ［20. 즉, 상위대역 정보 

중에서 하위대역으로부터 예측 가능한 부분을 제거하고 

나머지 정보만을 부호화하기 위한 예측기가 그것이다.



음성신호의 대역폭 확장을 위한 GMM 방법 및 HMM 방법의 성능평가 127

7.5
7.4
7.3

7.2
7.1
7.0

1x64 1x128 1x256

hfexL

! T- D[由]

(a)

6.0
5.9
5.8
5.7
5.6
5.5

1x64 1x2561x128

6.0
5.9
5.8
5.7
5.6
5.5

(b)

*-dD [cB] |

(0 (d)

그림 4. (a) 몇몇 1 x£ 조합에 대한 평균 dlsd (b) 몇몇 /Vsxi 조합에 대한 평균 dlsd
(0 몇몇 1 ＞以 조합에 대한 평균 dDLSD (d) 몇몇 NsQ 조합에 대한 평균 dDLSD

Fig. 4. (a) Averaged Dlsd for some 1 시_ combinations (b) Averaged dlsd for some /*〉〈1 combinations
(c) Averaged dDLSD for some 1 xL combinations (d) Averaged dDLSD for some Ns乂、combinations.

이 경우 부호화 효율은 예측잔차의 분산 즉 dlsd 의 분산 

。과 관련이 되므로 알고리즘의 복잡도 및 크기 등을 고려 

할 때 GM皿 추정법이 더 바람직한 해법이라 할 수 있다. 

더욱이 전송 선로상에서는 프레임 손실 (frame error) 이 

빈번히 발생하므로 기억능력이 없는 GMNI 방법이 기억능 

력을 가진 HMM 방법에 비해 강건한 특성을 보일 것으로 

예상된다. 프레임 손실에 따른 HMM 방법의 성능저하 문 

제는 향후 연구과제 중 하나이다.

6.결론

본 논문에서는 대표적 인 두 가지 통계적 BWE 방법 인 

GMM 방법과 HMM 방법의 관계 및 성능을 분석하였다. 

HMM 모델의 상태 수를 1로 할 경우 HMM 방법은 GMM 

방법이 된다. 따라서 GMM 방법은 HMM 방법의 특수한 

형태로 볼 수 있다. 성능평가와 관련하여, 정적 특성의 

파악을 위해서는 '로그 스펙트럴 왜곡' 측도를 이용하였고 

동적 특성을 파악하기 위해서는 '차분 로그 스펙트럴 왜 

곡' 측도를 이용하였다. 성능평가 결과 정적 측도 관점에 

서 두 방법은 거의 대등한 성능을 보였지만 동적 측도 관 

점에서는 HMM 방법이 우수한 성능을 보였다 그리고 이 

러한 차이는 HMM 모델의 상태 수에 비례함을 확인할 수 

있었다. 이와 같은 실험결과는 적어도 blind BWE 문제에

표 1. 다양한 1XZ. 혹은 시沁 조합에 대한 평균 Dlsd, 분산, 

약 이상치, 강 이상치

Table 1. Averaged DLSDi o, MO and EO for some 1 or 
Ns乂' combinations.

CASE 1x64 1x128 1x256 64x1 128x1 256x1

O 3.359 3.337 3.297 3.384 3.338 3.310

M0 [%] 2.421 2.286 2.127 2.376 2.179 2.138

E0 [%] 0.352 0.348 0.307 0.353 0.295 0.267

표 2. 다양한 1 XL 혹은 MW조합에 대한 평균 dDLSD, 분산 

약 이상치, 강 이상치

Table 2. Averaged dDLSDt。，MO, and EO for some 1 XL 

or Ns乂 1 combinations.

CASE 1x64 1x128 1x256 64x1 128x1 256x1

0 3.364 3.332 3.296 3.124 3.056 3.026

MO [%] 4.369 4.335 4.145 3.808 3.663 3.465

EO [%] 1.367 1.313 1.255 0.953 0.849 0.857

있어서는 HMM 방법이 적절한 해법임을 의미한다. 한편, 

동적 측도의 관점에서는 비록열세로 나타났지만 GMM 방 

법은 그 나름의 장점을 가지고 있으며 특히, 정적 측도에 

있어서 HMM 방법과 대등하다는 사실은 응용분야에 따라 

서는 HMM 방법의 효과적인 대안이 될 수 았음을 시사한다.

전체적으로는 이상의 분석 및 실험을 통하여, 현재까 

지 알려진 BWE 문제의 가장 일반적인 해법인 HMM 방법 

의 동작특성 파악 및 응용분야에 따른 적절한 설계지침을 

위한 기초지식을 마련할 수 있었다.
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