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최소 볼록 집합을 이용한 데이터베이스 기반 콘크리트 최적 배합
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ABSTRACT This paper presents an optimum mixture design method for proportioning a concrete. In the proposed method, the
search space is constrained as the domain defined by the minimal convex region of a database, instead of the available range of
each component and the ratio composed of several components. The model for defining the search space which is expressed by
the effective region is proposed. The effective region model evaluates whether a mix-proportion is effective on processing for opti-
mization, yielding highly reliable results. Three concepts are adopted to realize the proposed methodology: A genetic algorithm
for the optimization; an artificial neural network for predicting material properties; and a convex hull for evaluating the effective
region. And then, it was applied to an optimization problem wherein the minimum cost should be obtained under a given strength
requirement. Experimental test results show that the mix-proportion obtained from the proposed methodology using convex hulls
is found to be more accurate and feasible than that obtained from a general optimum technique that does not consider this aspect.
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1. 서 론

콘크리트의 배합은 콘크리트의 강도나 작업성을 만족

하도록 설계되어 왔으며, 일반적으로 경험식과 시험 배

합을 통해 최종 배합이 결정되었다. 그러나 근래에 고성

능 콘크리트에 대한 요구가 높아짐에 따라 콘크리트의

성능을 향상시키기 위하여 사용되는 배합 재료의 종류나

특성이 증가하고 있기 때문에 일반적으로 사용되어 왔던

경험식과 시험 배합만을 통해 성능과 경제성을 모두 극

대화할 수 있는 콘크리트를 제조하기 어렵다. 이러한 콘

크리트를 만들려면 배합과 요구 성능 사이의 다차원 상

의 비선형 관계를 파악하고, 이 관계로부터 최적 배합을

찾을 수 있는 최적화 기법이 필요하다. 

Yeh
1,2)
는 인공신경회로망과 구속조건을 고려할 수 있는

비선형 프로그래밍을 이용하여 고성능 콘크리트의 최적

배합 설계 기법을 제시하였으며, Lim 등
3)
은 다중선형회

귀모델 (multiple linear regression model)과 유전자 알고

리즘 (genetic algorithm)을 이용하여 고성능 콘크리트의

배합 설계 기법을 제시하였다. 최적화 기법을 이용하여

최적 배합을 찾으려면 콘크리트의 재료적 특성을 예측할

수 있는 모델과 구속 조건을 고려할 수 있는 최적화 기

법이 필요하다. 특히 최적화 과정을 통해 구한 결과의

신뢰성은 콘크리트의 재료적 특성을 예측할 수 있는 모

델의 정확성에 따라 결정되기 때문에 정확한 예측 모델

을 사용하여야 한다. 예를 들어, 인공신경회로망 (artificial

neural network)과 같이 한정된 데이터베이스를 학습하여

만들어진 예측 모델의 경우, 데이터베이스 밖의 영역에

대한 예측 성능은 데이터베이스 안의 영역에 대한 예측

성능에 비하여 떨어진다.
4)
 즉, 실험을 통하여 구축한 데

이터베이스가 배합으로 고려할 수 있는 모든 영역에 대

하여 반영을 하지 못할 경우, 데이터베이스가 구축되어

있지 않는 영역에는 예측 모델의 예측 성능을 보장할 수

없다. 특히 콘크리트의 배합은 물, 시멘트, 굵은골재, 잔

골재, 혼화재료 등 고려하여야 하는 변수가 많기 때문에

모든 영역을 반영할 수 있는 데이터베이스를 구축하기

어렵다. 이에 이를 개선하고자 하는 선행 연구를 수행한

바 있으며,
5,6)

 이 연구를 통하여 각 구성 재료의 가능한

모든 영역을 포함하는 데이터베이스를 구축하지 않고 최

적화 과정에서 탐색 범위를 한정된 데이터베이스로 제안

함으로써 보다 신뢰성 있는 콘크리트 배합을 제시할 수

있는 기법을 제안하고, 제안된 기법의 타당성에 대하여

고찰하고자 한다.
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2. 방법론
 

2.1 최적화 기법 

직접 탐색법은 목적함수의 미분계수를 필요로 하지 않

는 최적화 방법으로서 목적함수의 미분계수를 구하기 어

려운 경우에 주로 사용된다. Fig. 1은 최적 배합 선정을

위한 일반적인 직접 탐색 과정을 나타낸다. 초기 배합

이 생성되면 이 배합은 콘크리트 물성, 구성 재료의 총

부피 등에 대한 조건을 포함하는 목적함수를 통하여 평

가된다. 만약 평가 결과가 종료 조건을 만족하면 초기

배합은 최적 배합으로 결정되고, 만족되지 못하면 새로

운 배합이 생성되어 다시 평가 받게 된다. 이러한 과정

은 종료 조건이 만족될 때까지 반복된다. 제안된 기법

에서 최적화 기법은 직접 탐색법을 적용하였다. Fig. 2

는 최적화 과정에 필요한 콘크리트 물성 예측 모델, 가

격 예측 모델, 그리고 새로운 배합의 유효성 평가 모델

을 각각 나타낸다. 이러한 모델들은 최적화 과정에 사

용되기 전에 정확성을 보장할 수 있는가가 먼저 평가되

어야 한다. 

2.2 유효 영역 

Fig. 3(a)와 (b)는 각 구성 재료의 가능한 범위로 정의

된 탐색 범위와 구성 재료의 비율 즉, 물-시멘트비, 잔골

재율 등에 의해 정의된 영역의 일례를 나타낸다. 이렇게

정의된 영역은 최적화 과정에서 탐색 범위가 되며, 탐색

범위가 작을수록 최적화 속도는 빨라진다. 그러나 Fig.

3(a)와 같이 데이터베이스가 분포되어 있지 않은 영역일

때는 콘크리트의 물성 예측 모델의 정확도를 보장할 수

없으며, Fig. 3(b)와 같이 구성 재료의 비율로 정의된 영

역은 기준 값을 사용자가 정의해 주어야 하는 문제점이

있다. 따라서 Fig. 3(c)와 같이 정의된 영역이 콘크리트

의 물성 예측 모델의 정확도를 보장할 수 있는 이상적

Fig. 1 The process of optimum mix-proportioning

Fig. 2 Models used in optimum mix-proportioning
Fig. 3 Schematic diagrams for search space expressed as

region
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인 탐색 범위이다. 

이 연구의 경우 전술한 바와 같이 콘크리트의 물성 예

측 모델의 정확도를 보장할 수 있는 영역을 유효 영역

(D)으로 정의하였다. 따라서 최적 배합의 결과는 유효 영

역을 정의하는 방법과 식 (1)과 같이 표현되는 배합이 유

효한지 아닌지를 평가하는 평가 방법에 따라 달라진다.

  (1)

여기서 x는 변수이고, D는 r번째 기준에 대한 유효 영역

을 나타낸다.

2.3 최소 볼록 집합 

최소 볼록 집합 (또는 다각형)은 수학적인 의미로는 임

의의 차원 (V)에 있는 점들 (X)을 포함하는 최소의 볼록

집합을 뜻하며,
7)
 기하학적 의미는 최소 볼록 다각형으로

정의된다. Fig. 4는 고무 밴드를 통해 기하학적 의미의

최소 볼록 집합을 나타내고 있다. 따라서 데이터베이스

의 최소 볼록 집합 내부는 유효하고 외부는 유효하지 않

다고 가정하면, 최소 볼록 집합을 이용하여 임의의 데이

터가 유효한지 아닌지를 판별할 수 있다. Fig. 5는 데이

터베이스의 각 데이터로부터 일정 영역은 유효하다고 보

고 각 데이터에 윈도우를 씌워 정의한 유효 영역과 최

소 볼록 집합에 의해 정의된 유효 영역을 나타낸다. 이

경우 원도우의 크기를 사용자가 결정해야 한다는 문제점

과 그에 따라 결과가 달라지는 문제점이 있는 반면, 최

소 볼록 집합의 경우 유효 영역이 자동으로 결정된다. 

3. 구 현
 

3.1 문제 정의 

제안한 기법의 실효성을 검증하기 위하여 제안한 기법

을 주어진 강도를 만족하면서 최소의 가격으로 제조할

수 있는 배합을 찾는 문제에 적용하였다. 배합에 대한

데이터베이스는 일본의 New RC 프로젝트를 통해 구축

한 3,000개 이상의 배합 중에 다음의 조건을 만족하는

179개의 배합을 사용하였다.
8,9)

 1) 배합은 시멘트, 물, 잔

골재, 그리고 굵은골재만으로 구성되어 있다. 2) 1종 포

틀랜드시멘트가 사용되었다. 3) 타설 후 28일 후에 압축

강도가 측정되었다. 4) 혼화재료는 첨가하지 않았다. Table

1은 데이터베이스의 분포를 나타내며, 양생 방법은 대부

분 (80% 이상)은 20°C에서 수중양생 방법이 사용되었고,

나머지는 현장에서 수중양생이나 기건양생 또는 밀봉양

생 방법이 사용되었다. 

3.2 인공신경회로망을 이용한 강도 예측 모델 

최근 콘크리트의 재료적 특성을 예측하기 위한 모델로

서 인공신경회로망을 이용한 연구가 많이 수행되었다.
10-17)

 

인공신경회로망의 정보처리는 인공 신경들과 이를 상

호 연결하는 가중치의 수학 모델에 의해 이루어지기 때

문에 정보나 지식은 주어진 데이터베이스의 학습을 통해

결정되는 가중치에 저장된다. 

3.2.1 인공신경회로망의 구조

인공신경회로망을 주어진 데이터베이스로 학습할 경우,

인공신경회로망의 구조는 데이터베이스에 포함된 지식을

가장 잘 표현할 수 있도록 최적화될 수 있다. 또한 인공

신경회로망의 문제 해결 능력은 네트워크의 복잡도

(complexity)에 의해 결정되는데, 네트워크의 복잡도는 은

닉층 (hidden layer)의 수, 뉴런의 복잡도 (전달 함수;

transfer function), 각 노드를 연결하는 가중치 (weight)의

동적범위 (range of interconnections), 그리고 은닉 노드의

수에 의하여 결정된다. 일반적으로 인공신경회로망의 최

fr x( )
1; if x D∈

0; otherwise⎩
⎨
⎧

=

Fig. 4 Diagram of a convex hull

Fig. 5 Effective regions defined by windowing and convex hull

Tabel 1 Ranges of mixture data

Components
Specific 
weight

Mini-
mum

Maxi-
mum

Ave-
rage

Water-to-cement ratio 
(%)

- 20.0 70.0 40.0

Water (kg/m3) - 108 225 171

Cement (kg/m3) 3.15~3.17 252 900 456

Fine aggregate (kg/m3) 1.70~3.22 349 1074 712

Coarse aggregate (kg/m3) 1.32~3.16 452 1416 924

Compressive strength 
(MPa)

- 11.0 145 54.5



630│한국콘크리트학회 논문집 제20권 제5호 (2008)

적 구조란 문제의 복잡도와 인공신경회로망 구조의 복잡

도가 일치하는 것을 의미하며 주어진 문제를 풀 수 있

으면서도 가장 간단한 구조로 이루어져야 함을 뜻한다

(Ockam’s Razor 원리). 

Moody and Yarvin
18)
은 여러 전달 함수의 성능을 비교

하였는데, 그 결과 시그모이드 전달함수를 사용한 경우

가 가장 좋은 성능을 나타내는 것을 확인하였다. 특히

노이즈가 포함되거나 비선형성을 갖는 문제에 대하여 우

수한 성능을 나타내었다. 따라서 은닉층의 각 뉴런은 식

(2)와 같은 하이퍼볼릭 탄젠트 시그모이드 함수 (hyperbolic

tangent sigmoid function)를 전달함수로 사용하였으며, 결

과층 (output layer)은 식 (3)과 같은 선형 함수를 전달함

수로 사용하였다.

 (2)

 (3)

또한 은닉층의 수는 시그모이드 전달 함수 (sigmoidal

transfer function)를 사용할 경우 하나의 은닉층만 있으면

모든 문제를 풀 수 있다고 알려져 있기 때문에 이 연구

의 경우 하나의 은닉층을 사용하였다.
19,20)

가중치와 바이어스는 학습 과정에서 자동으로 결정되는

데 학습 방법은 과적합 문제를 최소화하기 위하여 가중치

감소(weight decay)
21)
항이 추가된 레벤버그 마 알고리즘

(levenberg-marquardt algorithm)을 사용하였다. 이 학습 알고

리즘에서 오차 함수 (error function)는 식 (4)와 같다. 

 (4)

여기서 λ는 감쇠 변수 (damping parameter)이고, α는 조

정 변수 (regularization parameter)이다. 식 (4)에서 두 번

째 항은 선형 근사가 유효하도록 하기 위해 각 단계 (step)

의 크기를 작게 유지하기 위한 것이다. 세 번째 항은 가

중치 감소항이며, 첫 번째 항은 오차의 1차 근사값을 나

타내고 식 (5)와 같다.

  (5)

여기서 t와 y는 각각 목표값 (target value)과 결과값

(output value)을 나타내고, Z는 오차를 가중치와 바이어

스로 1차 편미분한 Jacobian matrix를 나타낸다. 역전파

(back-propagation) 네트워크에서 결과 노드의 오차는 노드

사이의 가중치를 수정하면서 은닉층의 노드를 통해 입력

층 (input layer)의 노드로 전달된다. 수정된 가중치와 바

이어스는 식 (6)과 같다. 

(6)

여기서 I는 identity matrix이다.

3.2.2 학습 결과

은닉 노드의 수를 결정하기 위하여 은닉 노드의 수를

1개부터 7개까지 증가시켜가면서 10회 교차 검증을 수

행하여 검증 데이터에 대해 최고의 성능을 보이는 은닉

노드의 수를 최적의 구조로 결정하였다. 이 과정에서 가

중치와 바이어스의 초기값에 대한 영향을 피하고자 20

회씩 반복 수행하였다. Dias 등
22)
은 콘크리트 강도 예측

을 위한 인공신경회로망을 구축할 때 콘크리트 구성 재

료의 중량값을 변환하지 않고 그대로 입력할 때 더 정

확한 인공신경회로망을 구축할 수 있다고 하였다. 따라

서 이 연구의 경우 입력 노드에 콘크리트를 이루는 4가

지 구성 재료의 중량 값을 그대로 입력하였다. Fig. 6은

은닉 노드의 수에 따른 학습 데이터와 검증 데이터의 성

능 (오차)을 나타낸 것이다. Fig. 6에서 확인할 수 있듯

이 최적 구조는 4-4-1로 결정되었다. 강도 예측 모델로

사용될 인공신경회로망은 전체 데이터베이스를 사용하여

학습을 통해 구축하였으며, Jack-knife 검증 방법에 따라

구한 실험을 통해 얻은 강도와 인공신경회로망을 통해

예측된 강도의 상관계수 (R)는 0.954로 나타났다.  

3.3 최소 볼록 집합을 이용한 유효 영역 평가 모델 

이 연구의 경우 데이터베이스가 나타내는 유효 영역을

정의하고 새로운 배합이 유효한가 아닌가를 평가하기 위

하여 새로운 배합이 포함된 데이터베이스의 최소 볼록

집합과 포함되지 않은 데이터베이스의 최소 볼록 집합을

비교하였다. 만약 두 최소 볼록 집합이 동일하면 새로운

배합은 데이터베이스가 이루는 최소 볼록 집합 내에 존

재하기 때문에 유효하며, 그렇지 않을 경우 유효하지 않

게 된다. 이 연구의 경우 최소 볼록 집합을 구현하기 위

하여 quick hull 알고리즘
23)
을 사용하였다. Fig. 7은 이 연

구에서 사용한 데이터베이스의 2차원 최소 볼록 집합을

나타내고 있다. 

3.4 유전자 알고리즘을 이용한 최적화 

유전자 알고리즘은 고차원, 비선형, 그리고 노이즈가
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포함된 문제에 적용할 수 있는 자연 선택과 자연 유전

메커니즘에 바탕을 둔 전역적인 (global) 통계적 탐색 기

법이다. 대부분의 유전자 알고리즘은 후보로 정해진 해

를 일정 길이와 순서를 가진 이진 문자열로 변환

(encoding)하는 방법을 사용한다. 최근 다문자 (multiple-

character), 실수 (real-valued), 연속 변수 (continuous

parameter) 유전자 알고리즘 등 보다 실용적인 형태의 유

전자 알고리즘에 대한 연구가 수행되고 있다.
24)

 이 연구

의 경우 실수 유전자 알고리즘을 적용하였다. 새로운 해

(solution) 집합은 이전 집합을 바탕으로 형성되는데 이는

새로운 해 집합은 이전 집합보다 더 우수할 것이라는 가

정에 따른 것이다. 새로운 해들은 그들의 적합도에 따라

선택되는데, 적합도가 높을수록 뽑힐 확률이 높아진다.

이러한 과정은 세가지 과정 즉, 선택, 교차 (crossover),

그리고 돌연변이 (mutation)를 통해 이루어진다.

선택은 적합도가 우수한 해들을 뽑는 과정이고, 교차

는 현재 집합에서 이전 집합에서 뽑힌 해들의 조합을 통

해 새로운 해를 생성하는 과정이다. 이 과정을 통하여

적합도가 우수한 해를 뽑아 이러한 해들의 조합을 통하

여 적합도가 우수할 것으로 예상되는 새로운 해가 생성

되게 된다. 마지막으로 돌연변이는 이전 해들을 무작위로

변형하여 새로운 해를 생성하는 과정이다. 이 과정을 통

하여 해가 국부 최적점에 빠지는 것을 방지할 수 있다.

이 연구에서 택한 해 집합의 크기는 100개이며, 새로운

해를 생성하고 종료되는 조건은 Table 2에 나타내었다. 

적합도 함수는 총 부피, 유효 영역, 강도 요구 조건 등

을 벌칙함수 형태로 포함하고, 제조 가격을 최소로 하도

록 식 (7)과 같이 구성하였다.

 (7)

여기서 x는 각 구성 재료의 중량비를 나타내는 벡터이며,

그리고 는 각각 제조 가격,

총 부피, 유효영역, 그리고 강도에 대한 스칼라 (scalar) 함

수를 나타낸다. 이에 대한 식은 각각 식 (8), 식 (9), 식

(10), 그리고 식 (11)과 같다.

  (8)

여기서 ci는 각 구성 재료의 단위 가격을 나타낸다.

(9)

여기서 벌칙지수 (PN)는 이고, 총 부피는 i-번째

구성 재료의 비중을 gi라고 하였을 때 로

계산하였다. 또한 0.1% 오차는 허용하였다.

 
  (10)

여기서 는 x가 유효한 배합이면 1을 출력하고, 그

렇지 않으면 0을 출력하는 함수이다. 

  (11)

여기서 frc는 요구되는 강도이며, 는 인공신경회로

망에 의해 예측된 강도이다.

4. 검증 실험
 

강도 요구조건을 만족하면서 최소의 가격으로 제조할

수 있는 최적 배합을 제안된 기법으로 찾은 후 이를 검

증하기 위하여 결과로 나온 배합으로 콘크리트를 타설하

여 압축강도 실험을 하였다. 이 실험의 목적은 데이터베

ffi tness x( ) f tcos
= x( ) fvol x( ) freg x( ) fstr x( )+ + +

f tcos
x( ) fvol x( ) freg x( ), , fstr x( )

f tcos
x( ) ci xi∑=

fvol x( ) PN max 0 fv x( ), 1.001 0.999,– fv x( )–{ }⋅=

1 10
20×

fv x( ) xi gi⁄∑=

freg x( ) PN 1 fcv x( )–( )⋅=

fcv x( )

fstr x( ) PN max 0 frc fprd x( )–,{ }⋅=

fprd x( )

Fig. 7 Two-dimensional convex hulls

Table 2 Information to implement genetic algorithm

Process Method or condition
Portion 

(%)*

Selection Roulette wheel selection 10

Crossover
Combination of the genes with ran-
domly selected genes from parents’ 
genes

70

Mutation
Addition of a random number taken 
from a Gaussian distribution with 
mean 0

20

Stopping 
condition

No improvement in the objective 
function for a sequence of consec-
utive generations of length 50

-

aNext generation is composed of 10% elite individuals chosen
using roulette wheel selection, 70% crossover individuals, and
20% mutation individuals 



632│한국콘크리트학회 논문집 제20권 제5호 (2008)

이스의 영역 특성을 고려함으로써 신뢰성 있는 결과를

얻을 수 있다는 사실과 유효 영역을 정의하고 배합의 유

효성을 평가하는 방법으로서 최소 볼록 집합의 적합성을

보이는 것이다. 

4.1 제안된 기법을 이용한 최적 배합 

Table 3은 입력값으로 사용되는 각 구성 재료의 단위

가격과 비중을 나타낸다. Table 4는 3가지 다른 강도 조

건과 두 가지 유효 영역 평가 모델에 따른 최적 배합 결

과를 나타낸다. Table 4에서 CX 시리즈의 배합은 데이

터베이스의 최소 볼록 집합에 의해 정의되는 영역 밖의

배합으로 나타났다. 물-시멘트비는 Lim 등
3)
의 실험 결과

와 비교해 볼 때 두 영역 모델 모두 가능성이 있는 것

으로 판단되지만, 물과 시멘트 단위량의 경우 CO 시리

즈는 가능성이 있지만 CX 시리즈의 경우 약 20% 정도

작은 것으로 나타났다. 가격의 경우 CO 시리즈보다 CX

시리즈로 나온 배합을 통하여 약 16% 정도 싸게 제조할

수 있는 것으로 나타났다. 

4.2 실험 결과 

Table 5는 Table 4에 제시된 예측된 강도와 실험을 통

해 구한 강도 비교 결과를 나타낸다. 콘크리트 압축강도

결과는 구성 재료의 특성과 비율, 양생 방법, 시험 조건

에 따라 영향을 받는데, 이 실험의 경우 직경 100 mm,

높이 200 mm의 원주공시체를 이용하여 측정하였고, 실

험은 KS F 2405에 따라 수행하였다. CO 시리즈의 경우

측정된 강도가 예측된 강도보다 낮게 나왔지만 요구 조

건을 만족하였으며 오차도 8.13%로 나타났다. 이에 반하

여, CX40의 경우 측정된 강도를 기준으로 할 때, 978%

오차가 발생하였다. 이는 물과 시멘트의 단위량이 적어

결과적으로 시멘트풀의 양이 적었기 때문인 것으로 판단

된다. CX50과 CX60 실험체의 경우, CX40과 동일한 이

유로 좋지 않은 결과가 나올 것으로 판단되어 실험을 수

행하지 않았다.

Fig. 8은 CX40 배합을 이용하여 제조한 굳지 않은 콘

크리트의 상태와 슬럼프 시험을 나타낸다. 슬럼프 시험

은 KS F 2402에 따라 수행하였다. Fig. 8에서 알 수 있

듯이 CX40 배합으로 제조된 콘크리트는 유동성이 거의

없으며 골재분리도 발생하였다. 이 실험으로부터 제시된

최적 배합이 데이터베이스의 유효 영역 내부에 존재하게

되면 이 배합은 강도 조건을 만족할 뿐만 아니라 제조

과정에 문제가 발생하지 않는다는 것이 보장되지만, 그

렇지 않은 경우 제조 과정에서 골재 분리 등의 문제가

발생함을 확인할 수 있다. 

5. 결 론
 

이 연구에서 제안한 것은 한정된 데이터베이스를 바탕

으로 콘크리트 물성 예측 모델을 만들어 최적 배합을 구

할 때, 탐색 범위를 한정된 데이터베이스로 제한함으로

Table 4 Optimum mix-proportions according to region models and required strengths

Region model
Required strength 

(more than)
w/c (%)

Optimum mix proportion (kg/m3)
Cost

(KRW/m3)
fprd

(MPa)bWater Cement
Fine 

aggregate
Coarse 

aggregate

Min-maxa

CX40 40 MPa 45.5 138 303 1,027 1,003 31,635 41.1

CX50 50 MPa 37.7 117 310 863 1,227 32,428 53.2

CX60 60 MPa 37.6 140 372 764 1,210 36,838 61.2

Convex hull

CO40 40 MPa 49.4 193 391 935 875 37,763 43.9

CO50 50 MPa 39.6 155 391 825 1090 38,203 54.5

CO60 60 MPa 34.5 166 481 840 969 44,865 64.5
aThe min-max model (CX series) restricts the amount of the concrete components from a minimum to a maximum value of the database.
bThe predicted compressive strengths by the artificial neural network are for cylindrical specimens with size φ100 × 200 mm.

Table 3 Specification of components

Component Unit cost (KRW/kg) Specific gravity

Water 0 1.00

Cement 79.2 3.15

Fine aggregate 3.70 2.61

Coarse aggregate 2.83 2.70

Table 5 Comparison of the predicted strength and the strength

by the compression test

Region 
model

Required strength 
(more than)

fprd
(MPa)

fexp
(MPa)

Relative 
error (%)b

Min-max

CX40 40 MPa 41.1 3.81 978

CX50 50 MPa 53.2 - -

CX60 60 MPa 61.2 - -

Convex 
hull

CO40 40 MPa 43.9
40.6 

(0.91)a
8.13

CO50 50 MPa 54.5
51.3 

(1.93)a
6.24

CO60 60 MPa 64.5
61.2 

(1.07)a
5.39

a The numerical values in parentheses present the standard devi-
ations of 8 specimens of each CO series.
b The relative error is calculated as | fprd − fexp| / fexp × 100.
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써 보다 신뢰성 있는 콘크리트 배합을 제시할 수 있는

기법이다. 제안한 기법의 타당성을 검증하기 위하여 주

어진 강도 조건을 만족하면서 최저의 가격으로 제조할

수 있는 배합을 찾는 최적화 문제에 적용하여 검증 실

험을 수행하였다. 이를 통하여 얻은 결론은 다음과 같다.

1) 제안된 방법은 최적화 과정에서 탐색범위를 각 구성

재료의 최소-최대값이나 구성 재료의 비율로 정의하

는 기존의 방법과 달리 콘크리트 물성 예측 모델의

정확성을 보장할 수 있는 데이터베이스의 최소 볼록

영역으로 탐색범위 (유효영역)를 정의하여 보다 신뢰

성 있는 콘크리트 배합을 제시할 수 있도록 하였다. 

2) 유전자 알고리즘, 인공신경회로망, 그리고 최소 볼

록 집합을 최적화 기법, 콘크리트 강도 예측 모델,

그리고 유효영역 평가 모델로 적용하여 구현하여

최적 배합을 찾은 결과 각 구성 재료의 최소-최대

값을 탐색범위로 한 경우 최소 볼록 집합을 탐색범

위로 한 경우에 비하여 약 16% 싸게 제조할 수 있

는 것으로 나타났으나 검증수행을 수행한 결과 최

소-최대값을 탐색범위로 한 경우 예측된 강도의 약

9% 정도밖에 발현되지 않은 반면 최소 볼록 집합

을 탐색범위로 한 경우 예측된 강도와 측정된 강도

는 최대 약 8% 정도의 오차만 발생하였다. 이를 통

하여 탐색 범위가 커짐에 따라 더 싼 가격의 콘크

리트를 제조할 수 있지만, 제조 가능성과 주어진 강

도 조건을 만족할 수 있는가는 보장할 수 없다는

것을 알 수 있다. 

3) 최소 볼록 집합을 이용하여 유효 영역을 자동으로

정의할 수 있으며, 새로운 배합이 유효한가 아닌가

를 효과적으로 평가할 수 있음을 확인하였다.
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요 약 이 연구에서는 한정된 데이터베이스를 바탕으로 콘크리트 물성 예측 모델을 만들어 최적 배합을 구할 때, 탐
색 범위를 한정된 데이터베이스로 제안함으로써 보다 신뢰성 있는 콘크리트 배합을 제시할 수 있는 기법을 제안하였다.
제안한 기법은 각 구성 재료의 가능한 모든 영역을 포함하는 데이터베이스를 구축하지 않고 최적화 과정에서 탐색 범
위를 한정된 데이터베이스로 제안함으로써 콘크리트 물성 예측 모델이 신뢰성을 확보할 수 있게 된다. 이 연구에서 이
러한 영역을 유효영역으로 정의 하였다. 제안한 기법은 유전자 알고리즘, 인공신경회로망, 그리고 최소 볼록 집합을 이
용하여 구현하였으며, 이 방법의 타당성을 검증하기 위하여 주어진 강도 조건을 만족하면서 최저의 가격으로 제조할 수
있는 배합을 찾는 최적화 문제에 적용하였으며 검증 실험을 수행하였다. 실험 결과 데이터베이스의 영역 특성을 반영
하는 제안한 기법을 통하여 보다 정확하고 신뢰성 있는 최적 배합을 찾을 수 있음을 확인하였다. 
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