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요 약

본 논문에서는 다층구조 순방향 신경회로망에 적용될 수 있는 것으로 입력의 특징 추출기능(Feature Extractor)o] 우수 

한 Hebb 학습 규칙과 패턴 분류 기능(Classifier)이 우수한 BP 알고리듬을 결합한 Hybrid학습 규칙을 제안하고자 한다.

오차역전파 학습법 칙을 적용한 다층구조퍼 셉트론(MLP)과는 달리, 다충구조에 오차역전파 학습법 칙과 Hebb학습법 칙이 

동시에 적용될 수 있는 Hybrid(Hebbian + BP)학습법칙은 학습시에 출력충의 연결강도를 제외한 모든 연결강도 계산에 적 

용되며 출력충에는 기존의 오차역전파법 칙만이 적용된다. 출력층에 Hebb 학습법 칙을 제외시킨것은 다충구조학습시에 학습 

의 수렴성에 대한 보장이 주어져 있지 않기 때문이다.

제안된 Hybrid 학습법칙의 성능평가를 위해 몇가지의 영역구분 문제에 적용한 결과 제안된 학습법이 기존의 BP보다 우 

수함을 보였다. 학습속도면에서는 기존의 BP법칙에 비해 훨씬 빠른 수렴속도를 보여 주었는데, 그중 한가지 예를 보면 제안 

된 Hybrid법칙에 의한 학습은 기존의 BP의 학습회수의 2/10만으로도 가능함을 보여주었다. 인식률에서도 제안된 법칙에 

의한 결과가 BP에 의한 결과보다 최고 으¥0.77% 우수하다.

ABSTRACT

In this paper we propose a new Hybrid learning rule applied to multilayer feedforward neural networks, which is 
constructed by combining Hebbian learning rule that is a good feature extractor and Back-Propagation(BP) learning 

rule that is an excellent classifier.
Unlike the BP rule used in multi-layer perceptron(MLP), the proposed Hybrid learning rule is used for uptate of 

all connection weights except for output connection weigths becase the Hebbian learning in output layer does not 

guarantee learning convergence.
To evaluate the performance, the proposed hybrid rule is applied to classifier problems in two dimensional space 

and shows better performance than the one applied only by the BP rule.
In terms of learning speed the proposed rule converges faster than the conventional BP.
For example, the learning of the proposed Hybrid can be done in 2/10 of the iterations that are required for BP, 

while the recognition rate of the proposed Hybrid is improved by about 0.778% at the peak.
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I.서 론

컴퓨터가 인간의 음성이나 문자를 인식하는 연구 

는 오래 전부터 연구되 어져 왔으며, 그 중에 서 인간의 

뇌의 신경 구조와 유사한 신경망을 이용한 음성인식 

이나 문자인식이 미래에 우수한 인식 방법의 한 종류 

가 될 것이라 예견되어 이 분야에 대한 많은 연구가 

되어져 왔다[1, 2],
신경망을 이용한 음성 및 문자인식은 대부분 지도 

학습인 오차역전파(BP : Back-Propagation)기법을 

이용한 것으로 BP알고리듬은 입력패턴을 분류하는 

기능(Classifier)은 매우 우수하나 학습 시간이 느린 

단점 이 있다[3, 4],
자율 학습인 Hebb학습법은 이 알고리듬을 신경망 

에 적 용한 Hopfield 메모리 와 Kosko가 제 안한 BAM 
(Bidiretional Associative Memory)등이 있다[5, 6, 7],

그러나 위의 두 신경망모델은 단층 구조(Single La- 
yer)로 구성되므로 학습속도나 특징 추출 기능(Fea- 

ture Extractor)은 우수하지만 학습패턴의 저장능력 

이 매우 제한되고 선형적 분리가 되지 않는 문제에는 

적응할 수 없는 단점이 있다[8, 9, 10, 11],
최근에는 BP 와 Hebb 학습법 을 결합한 hybrid 학 

습법으로 BP학습시 의 우수한 패턴 분류능력 과 Hebb 
학습시 의 특징 추출 기 능의 장점을 동시 에 살리 기 위 

하여 연구가 되어지고 있으며 R.J.Wood가 제한한 

hybrid학습법칙은 실험결과가 만족할 만한 정도가 

아니며 특히 출력층까지 hybrid법칙이 적용되어 있 

다 [12].
다층구조의 출력층에 기존의 Hebb법칙이 적용될 

경우 학습의 수렴성이 항상 보장된다고는 할 수 없다.

이러한 단점을 보완하기 위해 Competitive Hebbian 
Rule이 제안되었으나 이것은 출력측의 각 비트 사이 

에 패턴에 대한 직교성(orthogonality)이 되게 학습 

을 시켜야 하며 이러한 직교성이 만족되도록 학습을 

시키려면 학습패턴의 수(저장능력)가 상당히 제한될 

수 있다.

A/D 변환된 음성 데이타는 데이타의 양이 너무 크 

기 때문에 신경망의 입력 데이타는 변환된 데이타로 

부터 LPC및 PARCOR등의 특징 벡터를 추출하여 

신경망의 데이타로 사용한다. 특히 이러한 특징 벡터 

는 연속된 신호원들이기 때문에 그 특징 벡터들 내부 

에도 이것들로 이루어지는 특징이 있을 것이다. Hy- 
brid학습법을 연구한 이유는 음성의 특징 벡터 즉 

PARCOR를 신경망의 입력 데이터로 사용하여 BP 
학습에 의해 인식하지만 잡음이 있거나 연속음성에 

서는 만족할만한 수렴속도나 인식율을 얻지 못했다. 

그러나 신경망 입력층과 은닉층에 BP의 분류기능과 

Hebbian의 특징 추출기능을 동시에 만족되게 하면 

PARCOR에 의해 주어지는 특징 벡터들에서 또다시 

신경망의 입력층과 은닉층에서 특징 추출 및 분류 기 

능이 가능하게 하여 은닉층과 출력층에서 BP로 분류 

하게 하는 기능을 수행하게 하여 성능을 향상시켜보 

자는 것이다.

따라서 본 연구는 잡음이 있는 음성인식과 연속음 

성 인식을 하기위한 기초 연구로서 학습시간도 짧고 

인식률도 BP보다 우수한 Hybrid학습의 알고리듬을 

제안하는 것으로서 2장에서는 오차 역전파 학습법 칙 

을 적용한 다층구조퍼셉트론(MLP) 과는 달리 오차 

역전파 학습법칙과 Hebb학습법칙을 동시에 적용할 

수 있는 Hybrid학습법 칙을 제안 하였다.

실험 및 결과에서는 수학적으로 증명하기 어려운 

문제 즉 랜덤데이타를 임의의 알고리즘으로 처리하 

고 그 처리 결과를 확률적으로 고려하는 방법인 몬테 

칼로(Monte Carlo) 방법으로 랜덤함수에서 발생되 

는 좌표점을 이용하여 곡선의 변화가 느린 두개의 원 

이 조금 겹치게한 후 겹치는 영역과 나머지 영역을 

구분하는 문제와 곡선의 변화가 큰 삼각형 4개의 영 

역을 구분하는 문제 및 두개의 사각형이 겹치게 한 

후 영역을 구분하는 기하학적 문제를 선정하여 BP와 

Hybrid의 성능을 각각 분석 비교하였다.

제안된 학습법 구현은 학습시 입 력측과 은닉층 사 

이의 연결강도 계산에만 Hybrid(Hebbian + BP)학 

습 규칙을 적용하고 은닉층에서 츨력층까지는 BP학 

습 규칙을 구현하였으며 이 것은 Hebb법 칙이 출력측 

에 적용될 경우 학습시의 수렴성에 어려움을 줄 가능 

성이 있기 때문이다.

결론에서는 본 연구에 대한 일반적인 결과를 서술 

하였다.

II. 하이브리드 학습법(Hybrid Learning Rule)

제안하고자 하는 hybrid 학습법칙은 임 의의 다층 

구조신경망에 적용이 가능하나 설명이 편의를 구해 2 
층구조(은닉층 1개 포함)에 대해 적용하여 보기로 한 

다. 기존의 오차역전파 알고리듬은 출력층에서 정의 

되는 전체 오차 E 즉,
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£ = 4~L E (Z?-O/(xs))z
2 s j 1

을 최소화하는 방향으로 네트워크를 최적화시키는 

것으로, (0〜1)형태의 시그모이드 함수를 갖는 경우 

에 연결강도의 Update는 식 (1)~(3)으로 표현된다.

사吟•=n &j Oi ⑴

= ⑵

Ej=（、t；-O» （출력층） （3.1）

Ej = Y.5kWkj （은닉층） （3.2）
k

여기서, Q와 Q는 시냅스 \唱에 연결되어 있는 뉴 

런의 실제값(activation value)으로, 각각 입력에 학 

습패턴 벡터 X，를 인가하였을 때 Wn 의 앞단에 연결 

되어 있는 뉴런의 값0；(另)와 V&의 뒷단에 연결되어 

있는 뉴런의 값 0,(育)를 나타내는 것으로 Oj=/ 
(E w；i。：+引의 관계가 있다. /(Q)는 비선형 시 

I
그모이드함수이며 그 미분치 广(Oj)는 Oj(l-Oj)의 

값을 갖는다. 식 (3.2)에서 Wkj는 은닉층의 j번째 뉴 

런과 출력층의 k번째 뉴런사이의 연결강도를 나타낸 

다. 좀더 자세히 살펴보면, 출력층의 경우에는 식 (1) 
〜(3.1)이 적용되는 것으로 [번째 출력뉴런과 1번째 

은닉층 뉴런사이의 weight update는 식 ⑵와 (3.1) 

로 결합되는 출력 층 오차 们와 은닉층의 뉴런 값(acti
vation) Q에 의해 이루어지며, 은닉층의 경우에는 

식 (1), (2), 그리고 (3.2)가 적용되는 것으로 j번째 

은닉층 뉴런과 1번째 입력뉴런사이의 weight update 
는 식(2)와 (3.2)로 구성되는 오차 布(출력층의 경우 

와 다른데 여기서는 출력층 오차가 은닉층에 역전파 

되어온 오차의 양임)와 입력의 1번째 뉴런에 적용되 

는 학습패턴의 값 甘에 의해 이루어진다. 단, Xs = 
[xj, x?,...,x',]T로 [.]T는 [.]의 transpose*,  그리 

고 N은 입력뉴런의 갯수를 나타낸다. 한편, (一1~+1) 
의 시그모이드 함수를 사용하는 경우에는 식 (2)에서 

Qd-Q) 대신에 (a/2)(l-Q)2를 사용하여야 하며, 

a는 시그모이드함수의 exponential slope 즉 Q = 2/ 
(1+e-"#* 1서■引)一1에서 exponential 부분의 상수 

이다. 그리고, 식 (1)에서 〃는 학습률을 나타낸다.

한편, 일반적인 Hebb학습법은 식 (4)로 표현되는데

AW” = Ka + Kb(Q-伉)(Oj-0)) (4)

여기서, 皿, Kb, Q는 상수다[8, 9, 12], Hopfield 모 

델과 Kosko의 BAM모델에 적용되는 법칙은 Hebb 
법칙의 특수한 경우이나 식(4)가 더욱 일반적인 Hebb 

학습법칙으로 잘 알려져 있다. 구체적으로 weight 

update*  살펴보면 BP법칙의 경우에 식⑴과 식⑵ 

를 결합하면 다음식 (5)가 되며, Hebb법칙의 경우에 

서 Ka = 0, Kb = iS = Q = 0으로 두면 식 (6) 이 된다.

AWji = »； Oj Oj(l—Oj)Ej (5)

AWji = 〃OiOj (6)

식(5)와 식(6)을 결합하면 식(7)이 되는데

AWn = 〃0i 아:(1-们 +们 +庭(1一。)] (7)

여기서' §는 hybrid학습시 사용되어지는 BP와 Hebb 
update양의 상대적 크기를 결정해 준다[12]. 식(7) 
에서는 출력층에 적용될 때에는 Hebb Update항에 

의해 Weight가 발산할 수도 있으며 또한 정확한 목 

표치 값에 수렴한다는 보장이 없다. 따라서, 본 논문 

에서는 이러한 문제점을 해결하기 위해 출력층에는 

BP법칙만 적용하고 은닉층의 모든 weight에는 Hebb 
법칙과 BP 법칙이 동시에 적용되는 hybrid학습법칙 

을 제안하고자 한다. (0〜1)의 시그모이드함수를 갖 

는 경우에도 같은 원리가 적용되나 여기에서는 ( 一1~1) 
의 시그모드이드함수의 경우에 대해 적용했으며, 그 

Update식 AWh는 다음과 같다.

AWh = AWji = AWBp + AWhebb

=>? 0；广(0)号+aOiOj $ (8)

여기서, 시그모이드 함수의 exponentional slope a 
= 1을 사용하였으며, 广(。) = (1一0《)/2이고,. 1-1 

는 절대값을 나타내며, 그리 고 a는 Hebb법 칙 의 

HebbXHebb 학습률)이라 하자. 식⑻의 오른쪽 부 

분의 두번째항 즉, Hebb법칙에 대응되는 항의 隋I는 

오차역 전 파에 서 적 용되 는 오차항의 절 대 값으로 Hebb 
법칙의 적용에 의해 weight가 무한대로 발산되는 것 

을 제어하는 동시에 학습이 점점 이루어짐에 따라 일 

정 값으로 weight 가 수렴 하도록 하는 역 할을 한다. 그 
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러나, 여기서 주의해서 살펴보아야 할 것은 Hebb항 

의 |击|가 오차역전파로부터 인용되어 왔으나 절대 값 

을 취하였기 때문에 BP의 학습법칙을 따르지는 않는 

다는 점이며, 단지 위에 말한바와 같이 Hebb항에 기 

인한 weight의 무한대 증가를 배제시켜 주며 점점 학 

습이 이루어짐에 따라 weight의 수렴을 보장해 주는 

역할을 한다. 아울러 중요한 사실은 Hebb법칙은 패 

턴의 특징 추출기능이 있다는 것이 널리 잘 알려져 

있는 사실이기 때문에, 식(8)의 hyrid 학습법칙에 의 

해 신경망을 학습시키면 학습속도의 향상과 인식성 

능의 향상을 가져오리라 기대된다.

제안된 hybrid법 칙에서 Hebb항에 관계되는 Hebb 
률 a가 너무 작으면 BP특성만이 나타나고 (a = 0이 

면 BP만의 학습임), 너무 크면 Hebb 특성만이 나타 

나게 됨을 식 (8)에서 알 수 있다.

ID. 실험 및 결과 분석

(1) 신경망구성
식(1)의 오차역전파 학습과 식(8)에서 제안된 하 

이브리드 학습을 구현하기 위한 신경망의 구조는 MLP 
이며 입력층 은닉층 출력층으로 하였다.

Structure는 입 력층 뉴런은 2개, 은닉층 뉴런은 10 
개, 출력층 뉴런은 원과 사각형은 3개이고 삼각형은 

4개이며 시그모이드 함수는 一1과 1의 출력이 나타나 

는 함수를 사용했다.

제안된 알고리듬 학습시 입력층과 은닉층은 Hybrid 
학습을 그리고 출력층은 BP만 적용하였다. BP학습 

과 제안된 알고리즘 학습법시 전체오차 E가 허용오 

차 범위에 있으면 학습된 것으로 하였다.

(2) 실험 데이타 구성

신경망에 적용된 실험 데이타는 두개의 랜덤 함수 

에서 생성되는 2차원 평면상의 점들로서 구성되었다. 

즉, X = RAND(seedl), Y = RAND(seed2)이다. 두 

개의 랜덤 함수에서 발생 되는 X, Y의 두수를 직교좌 

표의 좌표점(X, Y) 이라 하자. 랜덤한수를 연속적으 

로 사용하여 좌표점{(X。, Yo), (Xb Yi)……(Xn> Yo)} 

를 산출한다. 랜덤함수에서 산출되는 좌표점들을 A, 
B, C,。그룹으로 분류하여 신경망의 학습데이타로 

산출하여 이점들을 A, B, C 그리고 D 그룹으로 분류 

하는 문제에 적용하여 보았다.

A, B, C,。그룹으로 분류하는 경계 조건은 그림 1의

(a),  (b),。와 같다.

그림 1의 (a)는 두개의 원을 각각 Cl, C2라 하고 

겹치게 하였다.

(a) 원의 경계 조건

(a) Boundary Condition of the Circle

(b) 삼각형 의 경 계 조건

(b) Boundary Condition of the Triangle

(c) 사각형 의 경 계 조건

(c) Boundary Condition of the Rectangle

그림 1. A, B, C, D영역 구분을 위한 경계 조건

Fig 1. Boundary Conditions for the A, B, C, D Groups
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원의 중심점의 좌표가 C1 는 (0.3, 0.3)이고 C2는 

(0.7, 0.3)이며 반지름은 0.3이다.

원 C1 과 원 C2가 겹치는 부분을 B영역이라 하고 

나머지는 각각 A, B영 역으로 하였다.

그림 (b)는 가로와 세로가 1인 정사각형으로서 영 

역 구분은 좌표(0, 0)에서 좌표(1, 1)로 그린 대각선 

과 좌표(1, 0)에서 좌표(0, 1)로 그린 대각선으로 구 

분된 4개의 삼각형 A, B, C,。의 영역이다.

그림 (c)는 가로 세로의 길이가 다른 두개의 사각 

형으로 구성되며 사각형 R1 은 4개의 좌표가 각각 

(0.2, 0.3), (0.2, 0.9), (0.6, 0.3), (0.6, 0.9)이고 사 

각형 R2는 (0.4, 0.1), (0.4, 0.6), (0.9, 0.1)(0.9, 0.6) 
으로 이루어지며 두개의 사각형이 겹치는 부분을 B 
나머지를 A와 B로 구분하였다.

그림1의(a), (b), (c)의 영역구분시 선 및 곡선위 

에 나타나는 좌표점은 제외 했다.

(3)구현 및 결과 분석

본 연구에서 제안된 식 (8)의 성능을 평가 하기 위 

해 그림 1의 A, B, C, D영역 구분을 위한 몬테칼로 

방법은 다음과 같다.

첫째, A.,B, C및。영역으로 분류되는 데이타 400 
개씩을 산출한다.

둘째, A, B, C및。영역에서 각각 100개의 데이타 

를 A, B, C,。영역구분을 위한 신경망의 학습 데이 

타로 한다.

셋째, 학습된 데이타를 이용하여 학습에 참여하지 

않은 각 영역의 300개 데이타로 인식한다.

위의 방법을 실현하기 위한 학습법은 BP와 Hybrid 
이며 사용된 컴퓨터는 INTEL 486 PC로서 단 하나 

의 컴퓨터만 실험하였다.

첫번째로 모우멘텀(Momentum)을 사용하지 않는 

BP 와 Hybrid*  평 가하였다.

실험조건은 학습 계수 1가 변화할때 BP와 hybrid 
의 성능변화를 고찰하기 위하여 "를 0.1 과 0.05로, 출 

력허용오차(tolerance)는 0.1, a는 자기 인식시 그림 

1의 세가지 패턴중 자기오인식이 나타나지 않는 a의 

최소 범위중에서 0.001, 0.01, 0.02의 세가지로 제한 

했으며 최대 학습 횟수(Learning Iteration)는 30000 

으로 하였다. >} = 0.1 일때 실험 결과는 표 1과 같다.

각 표에서 학습 횟수는 학습을 완료한 횟수이며 자 

기오인식은 학습데이타의 자기인식 결과이고 오인식 

표 1.”가 0.1 일때 모우멘텀을 사용하지 않은 실험결과

Table 1. The Result of Experiment without Momentum。; = 0⑴

〃 =0.1

M = 0.0 BP
Hybrid

a = 0.001 a = 0.01 a = 0.02

원

학습 시간 18m : 03s 18m : 48s 13m: 43s 13m : 32s

학습 횟수 5184 5469 3990 3970

자기 오인식 300(0) 300(0) 300(0) 300(0)

오인식 896(4) 897(3) 897(3) 896(4)

인식율 99.555 99.666 99.666 99.555

삼

각

형

학습 시 간 2h : 36m : 23s 2h : 33m : 57s 38m : 36s lh : 13m : 50s

학습 횟수 30001 29698 7391 14156

자기 오인식 397(3) 400(0) 400(0) 400(0)

오인식 1185(15) 1187(13) 1187(13) 1181(19)

인식율 98.75 98.916 98.916 98.416

사

각

형

학습 시간 lh : 43m : 34s lh : 34m : 45s 36m : 33s 48m : 43s

학습 횟수 30001 27354 10579 14099
자기 오인식 299(1) 300(0) 300(0) 300(0)

오인식 877(23) 876(24) 884(16) 867(33)

인식율 97.444 97.333 98.222 96.333
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은 학습에 참여하지 않은 데이타를 오인식 한 결과이다.

오인식시 괄호안은 인식못한 데이타 갯수, 괄호 밖 

에 인식한 데이타 갯수를 의미한다. 인식율은 학습에 

참여하지 않은 데이타를 인식 한 결과이며 소수점 4째 

자리 이하는 생략하였다.

두학습 법칙의 비교를 위해 학습속도에서는 학습 

시간의 관점과 학습횟수의 관점인 두가지 측면에서 

고려되었다. 신경망의 고유특징을 충분히 살리기 위 

해서는 신경망 전용하드웨어의 구현이 동반되어 신 

경망의 초대규모 병렬처리특징이 살려져야 하는데 이 

러한 관점에서 보면 학습횟수 비교가 더 바람직하므 

로 학습횟수에 대하여 서술한다.

원은 BP와 Hybrid가 전부 학습이 완료되었으며 

학습횟수는 a가 크면 BP보다 Hybrid가 현저히 적어 

진다. a의 크기에 따라 학습 속도가 비례하며 0.02보 

다 더 큰 값에서도 수렴할 수 있음을 나타낸다. 즉 

Hebbian의 특성이 더 강화되어질수록 수렴속도가 

빨라질 수 있음을 나타낸다.

삼각형 과 사각형 학습시 BP는 학습이 완료되 지 않 

았지만 Hybrid는 학습이 되었으며 학습속도는 a가 

0.0이일때 제일느리고 a가 0.01 일때 제일 빠르며 0.02 
일때는 중간이다.

즉 a가 0.001 에서부터 0.()1 까지는 수렴속도가 빨라 

지고 0.()1 보다 더 크면 수렴 속도가 느려질 것이며 매 

우 크면 BP와 마찬가지로 학습이 완료되지 않을 것 

이다. 즉 삼각형과 사각형은 BP에서도 수렴이 잘 안 

되지만 Hybrid에서는 a가 0.01 에서 최고의 수렴 속 

도가 되어 a에 의한 수렴 영 역(0.001 W a W 0.02) 즉 a 
의 최대 크기가 제한된다.

BP와 제한된 학습법의 인식률을 고찰하면 원에서 

BP가 99.555%(896/900)*100) 이고 Hybrid에서는 

99.666%(0.001 WaWO.Ol)이므로 제안된 학습법에 의 

한 인식율이 0.111% 더 우수하다. 삼각형에서는 BP 
는 98.75%이나 Hybrid 는 98.916%(0.(»1 gag 0.01) 

로서 0.166% 더 우수하다.

제안된 학습법에서 a의 변화에 의한 전체적인 인식 

률은 a = 0.0이일때 BP보다 우수하고 a = 0.()l일때는 

제일 우수하다.

그러나 사각형 학습시 a가 0.02일때 학습은 되 었지 

만 인식못한 데이타가 BP보다 많은 것은 a에 대한 

일반화(Generalization)가 연구되어져야 함을 의미 

한다.

BP학습시의 성능이 ;/ = 0.1일때보다 우수하지 못 

표 2.〃가 0.0.5 일때 모우멘텀을 사용하지 않은 실험 결과

Table 2. The Result of Experiment without Momentum( (tj = 0.0.5)

= 0.05

M = 0.0 BP
Hybrid

a-0.001 a = 0.01 a = 0.02

원

학습 시간 45m : 13s 42m : 48s 28m: 37s 12m : 38s

학습 횟수 13039 12609 8473 3759
자기 오인식 300(0) 300(0) 300(0) 300(0)
오인식 895(5) 897(3) 895(5) 896(4)
인식율 99.444 99.666 99.444 99.5555

삼

각 

형

학습 시 간 2h : 36m : 12s lh : 34m : 42s lh : 12m : 30s 54m : 45s

학습 횟수 30001 18428 13976 10504
자기 오인식 397(3) 400(0) 400(0) 400(0)
오인식 1186(14) 1190(1이 1182(18) 1189(11)
인식율 98.833 99.166 98.5 99.083

사

각 

형

학습 시 간 lh : 44m : Is lh : 31m : 49s lh : 34m : 27s lh : 40m : 2s

학습 횟수 30001 26813 27320 29067
자기 오인식 289(11) 300(0) 300(0) 300(0)
오인식 874(26) 870(30) 871(29) 876(24)
인식율 97.111 96.666 96.777 97.333
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하지만 〃 = 0.05일때의 성능을 비교하여 표2에 나타 

내었다.

표2의 수렴속도는 원에서 Hybrid(a = 0.001)가 BP 
보다 빠르지만 a가 클수록 매우 빠름을 알 수 있다. 

즉 Hybrid의 수렴은 BP 수렴속도의 약 29%(3759/ 

13039)*100)  정도에서 수렴된다.

삼각형과 사각형에서 BP는 학습이 완료되지 않았 

지만 Hybrid는 완료되었고 삼각형에서는 a가 클수록 

학습속도가 빨라지지만 사각형에서는 a가 클수록 학 

습속도가 느려진다.

즉 원과 삼각형은 a의 크기에 비례하지만 사각형은 

반비례한다. 사각형이 반비례하는 것은 수렴되지 않 

은 BP의 크기에 Hebbian의 미소 벡터 량만 강화되면 

더 우수한 수렴 속도를 가질 수 있음을 나타내고 0.02 
보다 더 커지면 수렴이 BP만큼 느려질 수 있음을 나 

타낸다.

BP보다 hybrid의 인식율은 원에서 최고 0.222%(a 

= 0.01) 더 높고 삼각형은 0.333%(a = 0.001) 사각형 

은 0.222%(a = 0.02) 더 높다.

사각형에서 표에 제시하지 않았지만 a = 0.03에서 

학습은 되지않았지만(자기오인식 1개) 8개의 오인식 

밖에 없지만 BP에서는(자기오인식 11)26개 오인식 

이다.

표1과 표2에서 Hybrid의 특성은 “가 적어지면 일 

반적으로 수렴 속도는 동일 a의 범위에서 저하되지만 

수렴 영역인 a의 크기가 더 커질 수 있다.

즉, "가 적어지면 a를 크게 하여 수렴 속도를 보상 

할 수 있음을 나타낸다. 그러나 최고 인식율은 대체 

적으로 비슷하다.

원의 BP와 Hybrid^/= 0.1, a = 0.01) 학습 결과에 

서 매 Learning Epoch에 대한 출력층의 전체오차 E 
를 그림 2에 보였다.

BP와 Hybrid가 수렴되는 과정의 오차를 보기 위 

하여 오차의 크기를 LQG(E) 로 나타내었다.

그림 2에서 학습횟수가 500일때부터 Hybrid가 BP 
보다 오차가 적어지며 전체적으로 오차가 적어지는 

률이 BP보다 크다.

〃 = 0.1일때 모우멘텀을 사용한 실험 결과는 표 3 
과 같다. 모우멘텀은 0.6이며 최대 학습횟수는 20000 
이며 다른 조건은 첫번째 실험과 같다.

표 3에서는 BP에서 원은 학습시 최소점(local mini
mum)^] 빠져 B영 역은 전체 학습이 되지 않았다.

표 3. 〃가 0.1 일때 모우멘텀을 사용한 실험 결과

Table 3. The Result of Experiment with Momentum^/ = 0.])

〃 =0.1

M = 0.6
BP

Hybrid

a = 0.001 a = 0.01 a = 0.02

원

학습 시 간 lh : 10m : 47 10m : Ils 6m : 14s 3m : 48s

학습 횟수 20001 2893 1771 1068

자기 오인식 200(100) 300(0) 300(0) 300(0)

오인식 598(302) 896(4) 898(2) 897(3)
인식율 66.444 99.555 99.777 99.666

삼

각 

형

학습 시간 lh : 47m : 57s lh : 46m : 33s 22m : 19s 40m : 39s

학습 횟수 20001 20001 4161 7445
자기 오인식 399(1) 399(1) 400(0) 400(0)

오인식 1188(12) 1196(4) 11888(12) 1188(12)

인식율 99 99.666 99 99

사

각

형

학습 시간 lh : 11m : 7s lh : 10m : 45 lh : 12s 22m : 19s

학습 횟수 20001 20()01 16914 6288

자기 오인식 299(1) 299(1) 300(0) 300(0)

오인식 877(23) 877(23) 879(21) 876(24)

인식율 97.444 97.444 97.666 97.333
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그림 2. Learning Epoch에 대 한 BP, Hybrid의 학습 오차

Fig 2. The BP and the Hybrid Learning Error on 
Learning Epoch.

Hybrid학습시 a가 크면 학습속도가 크게 개선되고 

본연구에 제시되지 않았지만 a가 0.1 일때는 학습횟수 

가 560이 고 수렴속도가 1분 60초나되 고 인식률은 a가 

0.02와 같았다.

또, 삼각형 과 사각형 은 BP뿐만 아니 라 Hybrid (a 
= 0.001)가 학습이 완료되지 않았고 수렴속도도 BP 
와 비슷하다. 삼각형은 a가 0.01 일때의 학습속도가 0.02 
보다 빠르지만 사각형은 a가 0.01 일때보다 0.02일때 

가 매 우 빠르다.

원과 사각형은 학습 속도가 a의 크기에 반비례해서 

빨라지며 삼각형에서는 a가 0.0이부터 0.01 까지 수렴 

속도가 개선되지만 0.01 부터는 수렴 속도가 느려진 

다. BP보다 Hybrid의 인식률은 삼각형에서 최고。. 

666%(a = 0.001) 사각형에서는 0.222%(a = 0.01) 더 

높다.

Hybrid 학습법도 BP와 마찬가지로 모우멘텀항을 

사용하면 성능이 향상됨을 알 수 있다.

각 표들에서 원과 삼각형 및 사각형 문제를 Hybrid 
와 BP의 성 능을 비 교하면 다음과 같다.

첫째, 원에서 BP의 최고 학습의 수는 5184이고 Hy
brid 는 모우멘터항 결과에서 1068(a = 0.02)이다. 즉 

BP 수렴속도의 20% 정도에서 수렴된다. 인식률은 

BP는 "가 0.1 에서 99.555%이고 Hybrid는 모우멘텀 

항 결과에서 99.777%(a = 0.01)이므로 제한된 학습 

법 이 0.222% 더 우수하다.

둘째, 삼각형에서 BP는 수렴되지 않았지만 Hybrid 
는 모우멘텀항 결과에서 4161(a = 0.01)이다. 인식률 

은 BP는 모우멘텀항 결과에서 99%이고 Hybrid는 

모우멘텀항 결과에서 99.666%(a = 0.001)이므로 0.

666% 더 우수하다.

셋째, 사각형에서 BF는 수렴되지 않았지만 Hybrid 
는 모우멘텀항 결과에서 6288(a = 0.02)이다. 인식률 

은 BP는 모우멘텀항 결과에서 97.444%이고 Hybrid 
는 -가 0.1 일때 98.222%(a = 0.01)이므로 0.778% 더 

우수하다.

Hybrid의 단점은 첫째, 수렴속도의 빠르기와 인식 

률이 비례하지 않는다. 즉, 1가 0.1 일때 원에서 수렴 

속도가 0.02일때 더 우수하지만 인식률은 0.001 이나 

0.01 이 더 우수하다.

둘째, 모든 패턴의 수렴에 적용될 수 있는 a의 크기 

가 제한된다. 즉, 원, 삼각형, 사각형 문제에서 공통 

으로 수렴될 수 있는 최소 영 역이 0〈aW 0.02이다. 그 

러나 BP로 수렴이 잘 되거나 〃가 적어질때는 a의 크 

기(a의 영역)가 커진다.

IV. 결 론

본 연구에서는 Hebb학습법칙과 오차역전파 기법 

을 동시에 적용하는 새로운 Hybrid학습법을 제안하 

였다.

몬테 칼로방법으로 제안된_학습법을 다층구조신경 

망에 적용하여 컴퓨터 시뮬레이션 한 결과를 BP 학 

습법으로 시뮬레이션 한 결과와 비교하는 실험을 하 

여 보았다.

BP알고리듬이 적용된 기존의 MLP에 대해 동일 

네트워크구조에 Hybrid학습법칙을 적용하였을 때는 

학습속도는 매우 큰 개선이 이루어졌고 인식율이 소 

폭이지만 개선되 었다.

이것은 Hebb법칙에 의한 입력의 특징 추출기능이 

강화되어 매우 빠른 학습속도와 소폭이지만 인식률 

의 향상을 보였다고 생각된다.

특히, Hebb학습법 칙에 도입되는 학습률 a가 적은 

값일때는 BP와 성능의 차이가 별로 없었는데 이것은 

a가 아주 적은 경우에는 BP의 특성이 지배적이기 때 

문이다.

앞으로 Hybrid알고리듬의 일반적 특성에 관한 연 

구와 여러 분야에서 응용이 기대된다.
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