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요       약 

본 연구에서는 CIFAR-10 데이터셋을 활용해 세 개의 합성곱 레이어와 완전 연결 레이어로 구

성된 CNN 모델을 학습하고 평가하였다. Adam 옵티마이저와 교차 엔트로피 손실 함수로 학습된 결

과, 약 75%의 테스트 정확도를 달성하였다. 간단한 CNN 아키텍처도 소규모 데이터셋에서 효과적인 

이미지 분류가 가능함을 확인하였으며, 향후 더 복잡한 모델과 기법을 통해 성능을 개선할 수 있음

을 제안한다. 

 

1. 서론 

이미지 분류는 컴퓨터 비전 분야에서 중요한 과제

이며, 자율주행, 의료 진단 등 다양한 응용 분야에서 

활용된다. 특히, 합성곱 신경망(CNN)은 이미지의 특

징을 자동으로 추출하고 이를 바탕으로 분류하는 데 

우수한 성능을 보인다. 

본 연구에서는 CIFAR-10 데이터셋을 사용하여 

CNN 모델을 구성하고, 이를 학습 및 평가하여 이미

지 분류 성능을 확인하고자 한다. CIFAR-10은 10개의 

클래스에 속하는 32x32 픽셀 크기의 이미지로 구성된 

데이터셋으로, 다양한 이미지 분류 실험에서 널리 사

용된다. 

 

2. 관련 연구 

CNN 은 이미지 분류에서 뛰어난 성능을 보여 다양

한 연구에서 활용되고 있다.  

- CNN 을 의료 이미지 분류에 적용해 정확한 진

단을 위한 이미지 분류가 가능함을 보여주었다. 

또한, 다양한 최적화 기법들이 CNN 성능 개선에 기

여하고 있다.  

- 다운샘플링 방법이 CNN 성능에 미치는 영향을 

분석했으며, 더블 프루닝 기법을 통해 네트워

크 구조를 단순화하면서 성능을 유지하는 방법

을 제안하였다. 

이 연구들을 통해 CNN 이 이미지 분류에서 효율적

임을 입증하며, 성능 향상을 위한 기법들이 지속적으

로 개발되고 있음을 보여준다. 

 

3. 본론 

1). Data Loading and Preprocessing 

CIFAR-10 데이터셋을 활용하여 실험을 진행하였다. 

각 이미지의 픽셀 값은 [0, 1] 범위로 정규화하였으며, 

데이터셋은 80%의 학습 데이터와 20%의 테스트 데이

터로 분할하였다. 

2). CNN Model Construction 

CNN 모델은 3 개의 합성곱(Conv2D) 레이어와 

MaxPooling 레이어로 구성하였다. 마지막으로 2 개의 

Fully Connected 레이어를 추가하여 10 개의 클래스 중 

하나를 분류하도록 설계하였다. 최종 출력에서는 

Softmax 함수를 사용하여 각 클래스에 대한 확률을 

계산하였다. 

 
(그림 1. CNN 기본 구조) 
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3). Model Training 

모델 학습에는 Adam optimizer 와 교차 엔트로피 손실 

함수를 사용하였으며, 총 10 epoch 동안 학습을 진행

했다. 학습 중에는 epoch 마다 정확도와 손실 값을 기

록해 모델의 성능을 추적하였다. 

 

4. 실험 

모델은 50,000개의 학습 이미지를 사용하여 훈련되

었으며, 10,000개의 테스트 이미지로 평가되었다. epoch

마다 모델의 정확도와 손실 값이 추적되었으며, 테스

트 결과 모델의 예측 정확도가 점진적으로 향상됨을 

확인하였다. 

실험 환경은 다음과 같다. 

CPU: Intel® Core™ i7-10700F CPU @ 2.90GHz 

RAM: 64G 

OS: Windows 10 Home 

Graphics card: rtx 3080Ti 

언어: Pytorch 

툴: Python, Vs code  

5. 실험결과  

모델은 테스트 데이터셋에서 75%의 정확도를 기록

하였다. 일부 샘플 이미지를 추출하여 예측 결과와 

실제 레이블을 비교한 결과, 전반적으로 높은 정확도

를 보였으나, 유사한 클래스 간에 오분류가 발생했다. 

 

 

<표 1. 에폭 수에 따른 오분류율> 

 
 

- Accuracy and Loss 

최종 학습 정확도는 80%, 테스트 정확도는 75%로 

나타났다. 학습 및 테스트 손실 값은 지속적으로 감

소하여 모델이 효과적으로 학습되었음을 시사한다. 

- 에폭 수에 따른 오분류율 

모델의 성능은 에폭 수에 따라 점진적으로 향상되

었다. 초기 에폭에서는 모델이 충분히 학습되지 않아 

오분류율이 높았지만, 학습이 진행됨에 따라 오분류

율이 현저히 감소하였다. 이는 학습 과정에서 모델이 

점점 더 많은 패턴을 학습하게 되었음을 의미하며, 

에폭 수가 증가함에 따라 모델이 효과적으로 학습되

고 있음을 보여준다. 

 

6. 결론 

본 연구에서는 간단한 합성곱 신경망(CNN) 아키텍

처를 사용하여 CIFAR-10 데이터셋에 대한 이미지 분

류 실험을 수행하였다. 실험 결과, 테스트 데이터셋에

서 약 75%의 정확도를 달성하였다. 이는 비교적 단순

한 CNN 구조도 소규모 이미지 데이터셋에 효과적으

로 적용될 수 있음을 보여준다. 

하지만, 더 높은 성능을 얻기 위해서는 다양한 개

선 방법을 도입할 수 있다. 향후 연구에서는 다음과 

같은 방법들이 제안될 수 있다: 

 

결론적으로, 본 연구는 CNN 이 소규모 데이터셋에

서도 효과적으로 활용될 수 있음을 보여주었으며, 향

후 더 복잡한 모델 구조, 데이터 증강 기법, 하이퍼파

라미터 튜닝, 그리고 규제 기법을 활용하여 성능을 

한층 더 개선할 수 있음을 제안한다. 또한, 에폭 수를 

늘리는 것 역시 오분류율을 줄이는 데 도움이 될 수 

있지만, 적절한 하이퍼파라미터 조정이 필요하다. 

 

"본 연구는 과학기술정보통신부 및 정보통신기획평

가원의 SW중심대학사업의 지원을 받아 수행되었음 
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