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1. 서론

최근 문서의 디지털화에 대한 요구가 급증하면서

문서에서 정보를 추출하고 이를 구조화하는 연구가

중요해지고 있다. 특히 표 데이터(table data)는 중

요한 정보를 효율적으로 전달할 수 있는 요소로, 이

를 정확하게 인식하고 디지털화하는 과정은 핵심 연

구 과제이다.

Vision-LLM(Vision Language Model)은 이미지

와 텍스트를 동시에 이해하는 능력을 바탕으로, 표

이미지를 디지털화하는데 유용하다. 특히 병합 셀과

같은 복잡한 표 구조를 인식하려면 단순 OCR 기술

보다 Vision-LLM을 활용하는 접근이 필요하다.

문서 내 표를 LLM이 이해할 수 있도록 하려면

구조화된 마크업 언어로 변환하는 과정이 필수적이

다. 이에 따라, Vision-LLM을 사용하여 병합된 셀

을 포함하는 표 이미지를 HTML 형식으로 변환하

는 방법을 제안하고자 한다.

병합 셀(Merged Cells)이란, 표의 여러 행(row)

또는 열(column)에 걸쳐 두 개 이상의 셀이 합쳐져

하나의 셀을 이루는 구조를 의미한다. 병합 셀은 복

잡한 데이터를 사람에게 직관적으로 전달하는데 유

용하지만, 이를 구조적 형태를 유지하며 디지털 형

태로 변환하는 것은 한계가 있다.

(그림 1) 병합 셀을 포함하는 표의 예시

본 논문은 정확한 표 구조 인식과 데이터 추출을

목표로 하며, 특히 병합 셀 구조를 HTML로 온전히

변환하는 데 중점을 둔다.

논문의 구성은 다음과 같다. 2장에서 관련 연구

를, 3장에서 모델과 학습 데이터셋을 설명한다. 4장

에서 파인튜닝 방법을 소개하고, 5장은 실험 결과를

제시한다. 마지막으로 6장에서 결론을 정리한다.
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요 약
문서의 디지털화 수요가 급증함에 따라, 정보 추출 및 구조화 연구의 중요성이 커지고 있다. 본

연구는 병합 셀이 포함된 테이블 이미지를 HTML 코드로 변환하기 위해 Vision Language Model의

파인튜닝 학습과 실험을 지휘통제 지능정보 플랫폼 기반에서 진행하였다. 베이스 모델은

MiniCPM-V 2.6을 사용하였으며, 학습 데이터는 TNCR과 PubTables-1M 데이터셋 일부를 수정하여

표 이미지-HTML 코드 쌍으로 구성하였다. 성능 평가는 TEDS 지표를 사용하였으며, 파인튜닝 모델

은 100개의 테스트 데이터에 대해 93.15%의 TEDS 점수를 기록하여 베이스 모델(78.63%)보다 향상

된 성능을 보였다. 본 연구는 병합 셀이 포함된 테이블 구조 인식 분야 연구에서 파인튜닝을 통해

Vision-LLM의 성능을 향상시킬 수 있음을 보여주는 사례로, 다양한 문서 디지털화 작업에 실제적인

기여를 할 수 있을 것으로 기대된다.
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2. 연구 동향

2.1. 테이블 구조 인식

테이블 구조 인식(Table Structure Recognition,

TSR)은 테이블의 구조적 요소인 행, 열, 셀, 헤더,

병합 셀 등을 디지털 형식으로 변환하고, 구조를 복

원하는 연구 분야이다. 초기 TSR 연구는 주로 경험

적인 규칙 기반 접근법(rule-based approaches)을

사용하였다. 문서의 레이아웃을 분석하고, 특정한 규

칙을 발견하면 이를 테이블로 판단하고 구조를 인식

하는 방식이었다. 하지만 이 방법은 문서 레이아웃

이 비정형적인 경우 정확도가 크게 떨어졌다.[1]

이후 머신러닝 기반 접근법(machine learning

approaches)이 도입되어 테이블의 행과 열을 예측하

려는 시도가 있었다. 통계적 기계학습 방법은 규칙

에 대한 의존도를 줄였으나, 여전히 표의 레이아웃

에 대한 가정이 존재하여 성능에 한계가 있었다.[2]

이러한 규칙 기반 또는 통계적 머신러닝 방법은

간단한 표 구조 인식에는 유용했으나, 복잡한 표를

처리하는 것에 어려움이 있었다. 최근에는 딥러닝

기법(Deep Learning approaches)과 대규모 테이블

데이터셋을 활용한 학습 방법이 TSR 연구에 도입

되어, 정확도와 처리 능력이 크게 향상되고 있다.[3]

그러나 딥러닝 기반 방법이 성능을 크게 개선했

음에도, 병합 셀이 포함된 테이블 구조 인식은 여전

히 해결해야 할 과제로 남아있다.[4]

3. 사용한 모델과 데이터셋

3.1. MiniCPM-V 2.6

MiniCPM-V 2.6[5]은 MiniCPM-V 시리즈의 가

장 최신 모델로, 멀티 모달 대형 언어 모델이다. 이

모델은 시각 처리 모듈(Visual Processing Module)

과 언어 모델(LLM) 부분으로 구성된다. 시각 처리

모듈은 SigLIP-400M을 사용하여 시각 정보를 인코

딩하고, 이를 통해 시각 토큰(visual token)을 생성

한다. 시각 처리 모듈을 통해 얻은 시각 토큰은 텍

스트와 함께 Qwen2-7B를 기반으로 한 언어 모델에

전달되어 함께 처리된다.

3.2. 데이터셋

TNCR(Table Net Detection and Classification

Dataset)[6]와 PubTables-1M[7]는 병합 셀을 포함

한 표 이미지가 있는 자료로, 이를 기반으로 모델

학습 및 평가를 진행하였다.

3.2.1. TNCR

TNCR[6]은 오픈 액세스 웹에서 수집된 테이블

이 포함된 문서 이미지와 바운딩 박스 정보를 제공

하는 데이터셋이다. 해당 데이터셋은 테이블 구조에

따라 5가지 유형으로 구분되는데, 이 중 병합 셀이

포함되고 선이 있는 데이터인 Merged cells 유형만

을 선택하였다. 이후 바운딩 박스를 기준으로 테이

블 이미지만 추출하고, 불필요한 그림이나 유사한

스타일의 표 이미지를 최소화하였다.

3.2.2. PubTables-1M

PubTables-1M[7]은 Microsoft에서 구축한 대규

모 데이터셋으로, 표 감지 및 표 구조 인식을 지원

한다. 이 중 표 구조 인식을 위한 표 이미지만 선택

하였으며, 이후 50여 개의 병합 셀을 포함하는 선이

있는 표 이미지를 선별하였다.

3.2.3. 데이터 변형

수집된 표 이미지 데이터에 대해 GPT-4o mini

API를 활용해 HTML 코드를 생성했으나, 이미지의

세부 값을 정확히 반영하지 못하는 한계가 있었다.

이에 따라, 원본 이미지를 사용하지 않고 HTML로

변환한 표를 다시 이미지로 렌더링하여 사용하였다.

이 과정에서 자동 생성된 코드의 표 비율이 맞지 않

거나 구조가 어긋난 부분은 검수를 통해 수정하여,

구조와 형식이 균형을 이루도록 조정하였다.

HTML 코드는 <table border="1"

cellspacing="0"> 태그로 시작하며, <thead>,

<tbody> 태그는 사용하지 않았다. 스타일 코드는

모두 제외했으나, 이미지 생성 과정에서는 표의 비

율, 글꼴, 글자 크기 등의 변화를 주었다. 표 내부

값들은 영어 문자 및 일반 유니코드 문자만을 사용

하였다. 병합 셀의 표현은 rowspan, colspan을 통해

구현되었다.

3.2.4. 데이터셋 구성

최종적으로 생성된 데이터셋은 표 이미지

-HTML 코드 쌍 1,029개로 이루어졌으며, 학습 및

평가 데이터셋은 약 8:1:1의 비율로 분할하였다.

테이블의 병합 셀 비율을 계산한 결과, 병합 셀

이 전체에서 차지하는 평균 비율은 약 29%, 표준편

차는 0.18로 나타났다. 이는 각 테이블을 격자 형태

로 나누었을 때, 병합 셀이 얼마의 공간을 차지하는

지를 보여준다.
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4. 파인튜닝 방법

본 연구는 병합 셀이 포함된 테이블 이미지를

HTML 코드로 변환하는 Vision-LLM의 성능을 향

상시키기 위해 파인튜닝을 수행하였다. 베이스 모델

의 비전(Vision) 모듈은 학습되도록 설정하고, 언어

모델(LLM) 부분은 고정하였다. 이는 표 이미지의

구조 인식 능력을 강화하는데 집중한 실험이다. 학

습 데이터는 병합 셀이 포함된 표 이미지-HTML

코드 쌍이다. 또한, LoRA(Low-Rank Adaptation)

기법[8]을 적용해 효율적인 파인튜닝을 진행하였다.

(그림 2) Training Loss와 Evaluation Loss

다음은 실험 환경과 주요 하이퍼파라미터 설정이다.

§ NVIDIA H100(80G) GPU 2장

§ 학습률(Learning Rate) : 1e-6

§ 초기 15 steps : Warmup 적용

§ 배치 크기(Batch Size) : 2

약 2.5 에포크(epoch)까지 학습하여, 가장 손실

값이 낮았던    ,   을 기준으로

성능을 평가하였다.

5. 실험 결과

베이스 모델과 파인튜닝 모델에 대해 동일한 100

개의 테스트 데이터셋에서 추론을 진행하였다. 테스

트 데이터는 표 이미지와 함께 영문 텍스트로 입력

되었으며, HTML 테이블 형식을 명시하고

‘rowspan’과 ‘colspan’ 요소를 언급하였다.

테스트 이미지 Base TEDS : 0.673469 Fine-tuned TEDS : 0.952381
(그림 3) 모델 출력 예시

5.1. 평가 지표

본 연구에서는 Tree Edit Distance based

Similarity(TEDS)[9]를 사용하여 성능 평가를 실시

하였다. TEDS란 트리 편집 거리(Tree Edit

Distance)[10]를 기반으로 두 테이블 간의 유사성을

평가하는 지표이다. 이 지표는 0에서 1 사이의 범위

로 표현되며, 값이 1에 가까울수록 두 테이블의 유

사성이 높다는 것을 의미한다.

편집 거리란 하나의 트리를 다른 트리로 변환하

기 위해 필요한 최소 편집 작업(삽입, 삭제, 대체

등)의 비용을 의미한다. 테이블은 HTML에서 트리

구조로 표현되고, 테이블 인식 결과를 전역 트리 구

조 수준에서 검사한다. TEDS는 빈 셀, 병합 셀 같

은 구조적 오류를 식별할 수 있다. 또한 셀 내 텍스

트의 유사성도 포착하여 점수에 반영한다.

두 테이블 에 대한 TEDS는 다음과 같다:
 max

(1)

은 두 테이블의 트리 구조 간의 편집

거리이고, max은 두 테이블 중 노드 수가

더 많은 테이블의 노드 수이다. 노드는 HTML 테이

블의 구조적 요소 중 <td> 태그에 해당한다.

5.2. 후처리 방법

TEDS[9]의 코드를 바탕으로, 정확한 평가를 위

해 추론 결과에 다음의 후처리가 필요하다.

1) <th> 태그를 <td> 태그로 변환한다. <td> 태그

만이 트리의 리프노드로 계산되고, <th>는 코드

에서 누락되기 때문이다.

2) 셀 안의 내용(content) 앞뒤에 있는 공백을 모두

제거한다. 편집 거리 계산에는 태그 구조뿐만이

아니라, 태그 안의 내용(content)도 함께 계산된

다. 이때 공백도 하나의 토큰처럼 처리된다. 의도

치 않은 공백으로 인한 오차를 줄이기 위함이다.
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5.3. 결과

실험 결과, 파인튜닝 모델이 베이스 모델보다 향

상된 TEDS 점수를 기록했다. 그림 4는 두 모델의

점수 분포를 나타낸 히스토그램이다. 베이스 모델은

넓은 범위에 걸쳐 분포하는 반면, 파인튜닝 모델은

0.8~1.0 구간에서 높은 빈도를 보인다. 즉, 파인튜닝

모델이 더 많은 데이터에서 높은 점수를 기록하며

전반적으로 더 우수한 성능을 발휘했음을 보여준다.

Model Average TEDS (%)

Base 78.63

Fine-tuned 93.15

<표 1> 평균 TEDS 점수 비교

(그림 4) TEDS 점수 분포 히스토그램

6. 결론

본 연구는 병합 셀이 포함된 표 이미지를

HTML 코드로 변환하는 과정에서 Vision-LLM의

성능을 향상시키기 위한 파인튜닝 기법을 제안하고

효과를 검증하였다. TEDS 지표로 평가한 결과, 파

인튜닝 모델이 베이스 모델보다 전반적으로 더 우수

한 점수를 보이며 개선된 성능을 확인할 수 있었다.

본 논문은 Vision-LLM을 통한 병합 셀이 포함

된 복잡한 테이블의 HTML 변환에서 파인튜닝의

효과를 검증한 사례로, 향후 더 다양한 테이블 구조

의 데이터셋을 확보할 경우 실제적인 성능 확장의

가능성을 제시한다.
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