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요       약 

최근 많은 분야에서 인공지능을 사용한 산업이 각광을 받고 있고 그중 챗-GPT 로 인하여 챗봇에 관한 

관심도가 높아져 관련 연구가 많이 진행되고 있다. 특히 질문에 대한 답변을 생성해주는 분야에 대한 연구

가 많이 이루어지고 있는데, 질문-답변의 데이터 셋에 대한 학습 방식보다는 질문-답변-배경지식으로 이루

어진 데이터 셋에 대한 학습 방식이 많이 연구가 되고 있다. 그러다 보니 배경지식을 어떤 방식으로 모델에

게 이해를 해줄 지가 모델 성능에 큰 부분 차지한다. 그리고 최근 연구에 따르면 이러한 배경지식 정보를 

이해시키기 위해 잠재 변수 모델링 기법을 활용하는 것이 높은 성능을 갖는다고 하고 트랜스포머 기반 모

델 중 생성 문제에서 강점을 보이는 BART(Bidirectional Auto-Regressive Transformer)[1]도 주로 활용된다고 

한다. 본 논문에서는 BART 모델에 잠재 변수 모델링 기법 중 잠재 변수를 어텐션에 곱하는 방식을 이용한 

모델을 통해 답변 생성 문제에 관한 해결법을 제시하고 그에 대한 결과로 배경지식 정보를 담은 답변을 보

인다. 생성된 답변에 대한 평가는 기존에 사용되는 BLEU 방식과 배경지식을 고려한 방식의 BLEU 로 평가

한다. 

 

1. 서론 

챗-GPT 의 등장으로 챗봇에 관한 관심도가 올라가면

서 딥러닝을 이용한 답변 생성 모델들에 대한 연구가 활

발하게 이루어지고 있다. 이러한 연구에서 데이터 셋은 

크게 질문-답변, 질문-답변-배경지식 이렇게 두 가지 종

류가 있다. 질문-답변 데이터 셋의 경우에는 질문에 대한 

답변 정보만을 학습하기 때문에 새로운 답변을 생성하기

에는 어려움이 있지만, 질문-답변-배경지식 데이터 셋의 

경우에는 답변 생성에 있어서 배경지식에 어느 정도의 

해답이 담겨 있기 때문에 최근 답변 생성 문제에서는 질

문-답변-배경지식으로 이루어진 데이터 셋을 주로 활용

한다. 그리고 배경지식이 있다는 강점을 갖는 데이터 셋

을 활용하기 위해 배경지식 정보를 어떤 방식으로 모델

에 적용시킬 지에 대한 연구가 이루어졌는데 그 중 잠재 

변수를 활용한 모델링을 통해 모델을 구성하는 것이 좋

은 성능을 갖는다고 하고, 최근 자연어 처리 분야에서 강

세를 이어가는 트랜스포머 기반의 BART 모델은 이러한 

답변 생성 문제에서 주로 활용되고 있다. 잠재 변수 모델

링을 하는 방법은 여러가지가 있지만 본 논문에서는 인

풋 데이터를 잠재 변수로 이용하여 BART 모델의 디코더 

어텐션 계산에서 관여하여 생성 부분의 가중치를 부여할 

수 있는 기법을 도입하여 답변 생성에서의 이점을 갖을 

수 있는 모델링 방법을 소개한다. 

 

2. 관련 연구 

(1) 잠재 변수 모델링 

답변 생성 문제에서, 답변 생성에 가장 큰 어려움은 대

화 맥락과 답변을 연관시키는 것이다. 그리고 이전의 연

구들에서 대화의 잠재 공간을 모델링하는 것이 이를 해

결하는 데에 도움이 될 수 있고, 한가지 답변이 아닌 여러 

답변을 생성하는 데에도 큰 도움이 된다고 설명한다. 

DialogVED[2]에서 인코더-디코더 사전 훈련 프레임 워
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크에 잠재 공간을 이용한 잠재 변수를 활용하여 답변의 

관련성을 높이고 다양한 답변 결과를 얻었고, CKL[3]에

서는 배경지식과 문맥에 대해 독립적인 잠재 변수를 두

어 배경지식에 문맥 정보를 추가하는 방식을 활용하여 

답변의 질을 높였다. 마지막으로 본 논문에서 기본 모델

이 된 LMEDR[4]은 두 번의 학습 과정을 통해 두 잠재 변

수를 얻어 답변 생성에 활용하여 배경지식의 활용을 극

대화하였다. 

 

(2) LWE Attention (Latent Weight Enhanced Attention) 

LWE Attention 은 기존 Attention 계산의 결과물에 잠재 

변수를 곱하는 Attention 방식으로, CKL 은 기존의 

Attention 계산은 두 문장 표현에 대한 단어 단위의 계산

이라면 LWE Attention 은 문장 단위의 계산이라고 하였다. 

그리고 이러한 계산 방식은 잠재 변수에 의한 정보를 더 

의식하여 답변을 생성할 수 있는 계산 방식이기 때문에 

답변 생성 시 사용되면 잠재 변수에 속한 배경지식과 질

문에 대한 표현을 더 관여한 답변 생성이 가능하다. 

𝐿𝑊𝐸 𝐴𝑡𝑡𝑒𝑛𝑡𝑖𝑜𝑛(𝑄, 𝐾, 𝑉) = 𝐿𝑊 × 𝑠𝑜𝑓𝑡𝑚𝑎𝑥 (
𝑄𝐾𝑇

√𝑑
) 𝑉 

 

3. 모델 

본 논문의 모델은 학습과 생성에서 end-to-end 방식으

로 활용되는 BART 모델이 기본 모델로 활용되었고, 학습 

방식은 LMEDR 의 방식을 차용하여 전제-가정으로 이루

어져 있는 자연어 추론 데이터 셋을 통하여 먼저 학습하

여 모델 전체의 파라미터를 조정하고 추론 잠재 변수를 

얻고, 이후 질문-답변-배경지식의 데이터 셋으로 모델 전

체를 학습하고 이때 발생하는 잠재 변수를 학습된 추론 

잠재 변수와 더하여 디코더의 LWE Attention 에 활용하여 

문맥을 이해한 답변 생성을 사전 훈련한다. 

 

(그림 1) 추론 모델 구조 

 

(1) 추론 학습 

추론 학습은 주어진 정보의 일관성에 대한 수반 관계

를 학습하고 저장하는 학습 단계로 주어진 전제에 대한 

가정을 생성하도록 진행이 된다. 여기서 전제와 가정이 

한 쌍의 수반 관계를 이룬다. 

모델의 인코더 입력 값은 학습을 위해 스페셜 토큰인 

잠재 토큰과 전제를 앞뒤로 감싸주는 토큰을 추가하는 

과정을 거쳐 구성하고 디코더 입력 값은 가설을 앞뒤로 

감싸주는 토큰만을 추가하여 구성한다. 이렇게 구성된 

인코더 입력 값은 BART 인코더에 넣어 전제에 대한 잠재 

표현을 얻고, 이 잠재 표현 값은 디코더의 학습 과정에서 

각 트랜스포머 레이어에 적용되어 전제(P)-가설(H)에 관

한 정보의 일관성을 형성하는데 도움을 주도록 하였다. 

정보의 일관성을 표현하기 위한 학습된 추론 잠재 변

수(z)을 얻고 추론 잠재 표현(𝜃)와 모델의 파라미터(𝜑)을 

학습하기 위해 손실 함수는 언어 모델링 손실 함수(𝐿추론)

을 활용하였다. 

𝐿추론 = −𝔼𝑧~𝑝𝜃,𝜑(𝑧|𝑃) log 𝑝𝜃,𝜑(𝐻|𝑧, 𝑃) 

= −𝔼𝒛~𝒑𝜽,𝝋(𝒛|𝑷) ∑ 𝐥𝐨𝐠 𝒑𝜽,𝝋(𝑯𝒕|𝒛, 𝑷, 𝑯<𝒕)

|𝑯|

𝒕=𝟏

 

 

 

(그림 2) 전체 모델 구조 

 

(2) 답변 생성 학습 

답변 생성 학습에서는 추론 학습을 통해 얻은 일관성

을 유지할 수 있는 학습된 BART 와 추론 잠재 표현 값을 

가지고 추가적인 학습을 통해 일관성을 유지하면서 배경

지식을 통한 더 자세한 질문의 답변을 생성하도록 학습

한다. 

인코더에는 가장 앞에 잠재 토큰을 두고 뒤로는 배경

지식(C), 질문(Q), 답변(R)을 각각 스페셜 토큰으로 감싸

서 만들어 낸 입력 값을 넣어 추론 학습 때와 비슷하게 입

력 값에 대한 잠재 표현을 얻어내고 이 잠재 변수는 지식 

잠재 변수라 한다. 그리고 추론 잠재 변수와 지식 잠재 변

수는 각각 의미하는 바가 다르기 때문에 독립적이라고 

볼 수 있어, 두 잠재 변수의 코사인 유사도를 낮게 만들어 

줄 수록 더 높은 효과를 볼 수 있다고 판단하여 L2 정규화

를 활용한 코사인 유사도로 손실 함수를 구성한다. 

 

𝐿잠재 변수 = ∑ (
𝑀𝑖𝑁𝑗

𝑇

‖𝑀𝑖‖2‖𝑁𝑗‖
2

)

2

𝑖≤𝑘,𝑗≤𝑙

 

 

디코더에는 입력 값으로 답변을 감싸주는 토큰을 추가

하여 구성하고 추론 잠재 변수와 지식 잠재 변수을 합한 
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값을 각 트랜스포머 레이어의 LWE Cross Attention 에 적

용하여 질 높은 답변을 생성하도록 한다. 

 마지막으로 답변 생성에 사용되는 손실 함수는 추론 

학습에서 얻은 추론 잠재 변수를 활용하여 지식 잠재 변

수(𝑧𝑑)를 얻고 지식 잠재 표현(𝜙)과 모델의 파라미터(𝜑)

을 학습하기 위해 언어 모델링 손실 함수(𝐿답변 생성)식을 

활용한다. 

 

𝐿답변 생성

= −𝔼
𝑧~𝑝𝜑(𝑧|𝐶),𝑧𝑑~𝑃𝜙,𝜑(𝑧𝑑

|𝐶, 𝑄)
log𝑝𝜙,𝜑

(𝑅|𝐶, 𝑄, 𝑧, 𝑧𝑑) 

= −𝔼
𝑧~𝑝𝜑(𝑧|𝐶),𝑧𝑑~𝑃𝜙,𝜑(𝑧𝑑

|𝐶, 𝑄)
∑ log𝑝𝜙,𝜑

(𝑅𝑡|𝑅<𝑡 , 𝐶, 𝑄, 𝑧, 𝑧𝑑)

|𝑅|

𝑡=1

 

 

추가적으로, 잠재 변수를 촉진하기 위해 bag-of-words 

loss[5]를 𝐿장재 변수로 활용하였다. 

 

𝐿잠재 변수

= −𝔼
𝑧~𝑝𝜑(𝑧|𝐶),𝑧𝑑~𝑃𝜙,𝜑(𝑧𝑑

|𝐶, 𝑄)
∑ log𝑝𝜙,𝜑

(𝑅𝑡|𝐶, 𝑄, 𝑧, 𝑧𝑑)

|𝑅|

𝑡=1

 

= −𝔼
𝑧~𝑝𝜑(𝑧|𝐶),𝑧𝑑~𝑃𝜙,𝜑(𝑧𝑑

|𝐶, 𝑄)
∑ log

𝑒𝑓(𝑅𝑡)

∑ 𝑒𝑓(𝑣)
𝑣∈𝑉

|𝑅|

𝑡=1

 

 

마지막으로, t 개의 답변이 생성되었을 때 모델이 올바른 

답변을 선택하도록 훈련하는 방식인 (Wolf et al. 2019)[6]

을 차용하여, 답변 생성 학습 시에 입력 값의 마지막 토큰

을 통해 모델에서 생성한 답변 후보와 실제 값과의 cross-

entropy loss 를 활용하였다. 

 

�̂� = 𝑠𝑜𝑓𝑡𝑚𝑎𝑥(𝑊ℎℎ𝑒𝑜𝑠 + 𝑏ℎ) 

𝐿𝐶𝐸𝐿 = − ∑ 𝑦�̂� log(𝑦𝑖)

𝑡+1

𝑖=1

 

 

그렇게 모델은 다음의 식을 최소화하도록 최적화를 진행

하였다. 

𝐿(𝜙, 𝜑) = 𝐿추론 + 𝐿답변 생성 + 𝐿잠재 변수 + 𝐿𝐶𝐸𝐿 

 

4. 실험 

모델 학습 데이터로는 두번의 학습을 위한 두 가지 데

이터 셋을 활용하였다. 첫번째 학습에는 MNLI[7] 데이터 

셋을 활용하였는데, 이는 다국어 자연어 추론 말뭉치로 

추론 표현을 학습할 수 있는 가장 큰 데이터 셋 중 하나이

며 이번 학습에서는 영어 부분을 활용하여 모델을 학습

하였다. 두번째 학습에는 DSTC7-AVSD[8] 데이터 셋을 

활용하였다. 기존의 DSTC7-AVSD 데이터 셋은 이미지에 

대한 주석과 요약이 주어지고 그에 대한 질문-답 형태의 

대화가 존재하는 데이터 셋이다. 본 논문에서는 답변 생

성 문제에 대한 모델을 다루기 때문에 이미지는 제외한 

부분을 활용하였다. 그리고 비교 모델은 본 논문의 모델 

아이디어가 된 LMEDR과의 비교를 통해 실험 결과를 비

교하였다. 

 

 

<표 1> DSTC7-AVSD의 배경지식과 bleu_score 

 

먼저 모델이 생성한 답변은 배경지식인 주석과 요약을 

기반하여 생성된 결과 값이기 때문에, 배경지식과 생성

된 답변 간의 BLEU 점수를 확인해 보았다. 이 때는 기존

의 모델인 LMEDR 보다 근소하지만 높은 점수를 얻어내

는 것을 보였다. 

하지만 다음 기존의 평가 방식인 DSTC7-AVSD 에서 

제공하는 권장 답변 데이터 셋 두 가지 버전에 대하여 

BLEU 점수를 확인해 보았을 때는 점수가 낮은 걸 확인하

였다. 

 

 
<표 2> DSTC7-AVSD에서 제공한 데이터와 bleu_score 

 

 
 

 
<표 3,4> 모델 결과 비교 

 

표 3, 4 에서 Baseline 은 DSTC7-AVSD 에서 제공하는 

권장 답변 데이터 셋을 의미한다. 모델의 결과를 비교해

보면 Baseline과 LMEDR 의 경우에는 질문에 대한 정확

하지만 단편적이라고 보일 수 있는 답변을 놓지만 본 논

문의 모델의 경우에는 주석과 요약의 내용을 포함하는 

답변을 내놓는 걸 볼 수 있다. 

 

5. 결론 

답변 생성 문제에서 문맥적인 정보를 갖고 올바른 답
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변을 생성하는 것이 중요하다. 이를 위해 주변 정보를 잘 

활용하여 답변을 생성하는 여러 연구가 이루어지고 있고, 

그 과정에서 다양한 모델링 기법과 수학적인 계산식들이 

파생되었다. 이 중 어떠한 기법과 수식을 사용할 지에 대

하여 논리적인 판단이 필요하다. 

본 논문에서는 여러가지 적절한 답변을 생성하고 대화

의 맥락을 이용하여 답변을 생성하는 데 도움이 되는 잠

재 변수 모델링과 잠재 변수에 들어있는 배경지식 정보

를 답변 생성 과정에서 활용할 수 있도록 하는 LWE 

Attention 기법을 활용하여 기존의 연구보다 배경지식을 

더 활용한 답변을 얻을 수 있음을 보인다. 

하지만 문맥 정보를 활용한 답변 생성을 하였다는 것

을 사람이 직접 평가하는 것 이외에 지표로서 판단하기 

어렵다고 판단되며, 답변 생성 문제에 대한 적절한 평가

지표가 필요하다고 판단된다. 
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