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요약
최근 CNN(Convolutional Neural Network)은 초해상화(super-resolution)를 포함한 다양한 컴퓨터 비전 분야에서 우수한 

성능을 보이며 널리 사용되고 있다. 그러나 CNN은 계산 집약적이고 많은 메모리가 요구되어 한정적인 하드웨어 자원인 모바일이
나 IoT(Internet of Things) 기기에 적용하기 어렵다는 문제가 있다. 이런 한계를 해결하기 위해, 기 학습된 깊은 CNN 모델의 
성능을 최대한 유지하며 네트워크의 깊이나 크기를 줄이는 경량화 연구가 활발히 진행되고 있다. 본 논문은 네트워크 경량화 기술
인 지식증류(knowledge distillation) 중 자가증류(self-distillation)를 초해상화 CNN 모델에 적용하여 성능을 평가, 분석한다. 
실험 결과, 정량적 평가지표를 통하여 자가증류를 통해서도 성능이 우수한 경량화된 초해상화 모델을 얻을 수 있음을 확인하였다.

1. 서론

인공신경망의 일종인 CNN(Convolutional Neural Network)은 컴
퓨터 비전 분야, 자연어처리 등 다양한 분야에서 우수한 성능을 보이고 
있으며, 영상 처리 및 컴퓨터 비전 기술 중의 하나인 초해상화
(super-resolution) 분야에서도 CNN을 이용한 연구가 활발히 진행되
고 있다. 하지만 많은 메모리와 연산량을 필요로 하는 CNN을 한정적인 
하드웨어 자원인 모바일 및 IoT 기기에 적용하기는 어렵다. 이런 한계
를 해결하기 위해, 기존의 학습된 모델의 성능을 최대한 유지하며 모델
의 크기를 줄이는 인공신경망 경량화 연구가 활발히 진행되고 있다. 

본 논문에서는 신경망 경량화를 위해 지식증류(knowledge 
distillation)[1]의 최신 기법 중 하나인 자가증류(self-distillation)[2]를 
CNN 기반 초해상화 모델인 SRResNet[3]에 적용한다. 실험을 통해, 자
가증류 기법의 초해상화 모델 경량화에 대한 성능을 평가한다.

2. 관련 연구

2.1 지식증류
지식증류는 기 학습된 깊은 CNN 모델의 지식을 전달하여 가벼운 

CNN 모델의 학습 능력을 향상시키는 기술을 말한다. 전달되는 지식의 
종류나 전달 방법 등에 따라 다양한 지식증류 기법들이 제안되고 있다. 
처음 소개된 지식증류 기법은 크고 깊은 교사 네트워크의 소프트맥스
(softmax) 층에서 출력된 확률분포 정보를 완화하여 작고 얕은 학생 네
트워크로 전달하는 방식이다[1]. 그러나, 교사 네트워크의 마지막 층의 
지식만 전달하기 때문에 전달되는 지식에 한계가 있다. 이런 한계를 개
선하기 위해 FitNets[4]는 교사 네트워크의 중간 층의 지식을 함께 전달
하여 학생 네트워크가 학습할 수 있도록 하였다. 실험을 통해 이전의 방

식[1]보다 학생 네트워크의 성능이 향상됨을 보였고, 지식증류를 통한 
네트워크의 파라미터의 수, 연산 횟수, 속도 증가율, 압축율 등에 대한 
정량적인 평가 결과를 제시하였다. 이후, 교사 네트워크 간에의 주의집
중 지도(attention map)를 모방하거나[5], 교사 네트워크 없이 학생 네
트워크들의 코호트(cohort) 학습하거나[6], 다른 네트워크를 필요로 하
지 않고 자가증류를 통해 학습하는[2] 등 다양한 지식증류 기법들이 제
안되었다. 그러나, 이러한 대부분의 지식증류 기법들은 영상 분류 분야
에서 실험이 진행되고 성능 또한 영상 분류에서만 입증되었다. 초해상
화 분야에서 지식증류를 사용한 경량화 연구는 거의 없으며, 최근 특징 
지도(feature map)의 유사도를 모방하도록 학습하는 기법[7]이 제안되
었다.

2.2 자가증류
자가증류는 지식증류를 위한 최신 기법으로, 별도의 교사 네트워크 

없이 스스로 증류를 진행하는 학습 기법이다[2]. 자가증류를 위해 네트
워크는 여러 얕은(shallow) 구간으로 나뉘어 각각 학생 네트워크로써 
증류 받게 되고, 이때 전체 네트워크의 결과를 교사 네트워크로 취급한
다. 학생 네트워크 학습을 위해 자가증류에서 사용된 손실(loss)에는 세 
종류가 있다.
Ÿ Label 손실: 각 학생 네트워크, 즉 얕은 구간의 결과들과 레이블

(label)을 비교한다. 교차 엔트로피(cross-entropy)를 통해 계산
되며, 이 손실을 최소화함으로써 학생 네트워크는 영상 분류를 위
한 지식을 데이터 셋(dataset)에서 직접 추출하여 학습한다. 

Ÿ Teacher 손실: 가장 깊은 네트워크, 즉 교사 네트워크의 결과(즉, 
레이블의 확률값)를 각 학생 네트워크의 결과들과 비교한다. KL 
발산(Kullback–Leibler divergence)를 통해 계산되며, 이 손실을 
최소화함으로써 학생 네트워크들이 깊은 교사 네트워크의 지식(레
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이블 분류 능력)을 받는다. 
Ÿ Feature 손실: 교사 네트워크와 학생 네트워크의 특징 지도를 비

교한다. L2 norm을 통해 계산되며, 이 손실을 최소화함으로써 학
생 네트워크의 특징 지도가 교사 네트워크의 특징 지도와 유사해
지도록 유도한다.

3. 실험 방법

본 연구에서는 하나의 신경망 모델을 중심모델과 여러 하위모델로 
나누어 중심모델의 지식을 하위모델로 증류하는 자가증류 기법을 초해
상화에 적용하는 실험을 진행하고 분석하는 것을 목표로 한다.

초해상화에 자가증류를 적용하기 위해서는, 영상 분류 모델에 자가
증류 기법을 적용한 기존 연구와는 다르게 네트워크 구조 및 손실 계산
을 위한 함수를 바꿔야 할 필요가 있다.

우선, 기존 초해상화 모델에 자가증류를 적용하기 위해 그림 1에서와 
같이 중간 층에서 분기된 각 하위모델에 업스케일링 블록을 추가한다. 
다음으로, 자가증류를 통해 하위 모델, 즉 학생 네트워크 학습을 위한 
손실 함수는 픽셀 손실과 증류 손실로 구성된다. 픽셀 손실은 
Ground-truth 영상과 학생 네트워크의 초해상화 영상 사이의 평균 절
대 오차(mean absolute error)로 계산되며, 증류 손실은 중심모델의 
초해상화 영상과 각 하위모델의 초해상화 영상 사이의 평균 절대 오차 
로 계산된다. 증류 손실을 최소화함으로써 중심모델과 각 하위모델은 
서로 가까운 초해상화 영상을 생성하도록 학습된다. 여기서, 손실을 구
하기 위해 평균 절대 오차를 사용한 것은 실험을 통해 평균 제곱 오차
(mean square error)를 사용하는 것보다 정량적, 지각적으로 더 우수
한 결과를 얻는 것을 확인하였기 때문이다. 두 가지 손실은 하이퍼 파라
미터를 통해 가중치를 조절할 수 있으며 본 논문의 실험에서는 픽셀 손
실과 증류 손실의 비율을 9:1로 설정하였다.

4. 실험 결과

실험을 위한 학습 데이터 셋으로 DIV2K[8]을 사용하고 검증 데이터 
셋으로 Set5[9], Set14[10], BSD100[11], Urban100[12]을 사용한다. 
저해상도 영상은 바이큐빅 보간법을 통해 생성하였다. 학습을 위한 하
이퍼 파라미터들은 다음과 같다. 학습률은 10-4으로 설정하고 최적화 알
고리즘은 Adam을 사용하며 배치(batch)의 크기는 4로 설정하였다. 각 
실험은 200번의 학습을 진행한다. 

실험에 사용한 모델은 SRResNet으로, 총 32개의 resblock으로 구
성된 모델을 중심모델(SRResNet-32)로 하고, 처음 8개의 resblock을 
하나의 하위모델(SRResNet-8)로 설정하였다(그림 1 참조). 

표 1은 SRResNet-32에 자가증류를 적용하여 하위모델로 얻어진 
SRResNet-8과 자가증류 없이 독립적으로 학습된 SRResNet-8 사이의 
성능을 비교한 결과를 보여준다. BSD100 데이터 셋의 PSNR을 제외하
고 자가증류를 적용한 모델이 그렇지 않은 모델에 비하여 높은 PSNR과 
SSIM이 나온 것을 확인할 수 있다.    

SRResNet-8 SRResNet-8 with self-distillation
Set5 27.343/0.779 28.758/0.879
Set14 25.410/0.679 26.093/0.747

BSD100 25.393/0.648 24.361/0.684
Urban100 22.667/0.636 24.313/0.656

Table 1. PSNR/SSIM results of SRResNet-8 trained with or 
without self-distillation 

표 2는 하위모델을 얻기 위한 중심모델의 크기를 달리 하였을 때의 
결과를 보여준다. 중심모델의 크기가 클수록 좋은 성능을 보이는 것을 
알 수 있으며, 중심모델의 크기가 클수록 양질의 지식을 하위모델로 전

Fig 1. The architecture of SRResNet-32 to which self-distillation is applied.
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달하기 때문인 것으로 판단된다.

SRResNet-32 SRResNet-50 SRResNet-100
Set5 28.758/0.879 28.803/0.881 29.225/0.892
Set14 26.093/0.747 26.097/0.748 26.340/0.754

BSD100 24.361/0.684 24.336/0.685 24.478/0.697
Urban100 24.313/0.656 23.652/0.656 24.091/0.656

Table 2. PSNR/SSIM results of SRResnet-8 trained with 
different sized teacher models

5. 결론

본 논문에서는 네트워크 경량화 기술인 지식증류 중 자가증류를 초
해상화에 적용하여 성능을 평가, 분석함으로써 자가증류를 통해서도 효
과적으로 초해상화 모델을 경량화할 수 있음을 보였다. 자가증류를 적
용하여 학습하여 경량화된 모델의 성능은 지식증류없이 학습된 같은 크
기의 모델보다 성능이 우수한 것을 확인하였고, 경량화된 모델의 성능 
은 중심모델의 크기가 클수록 우수한 것을 알 수 있었다.
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