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요약
기존의 video domain adaptation은 closed set 환경에서 주로 연구되었다. 하지만 이는 source와 target의 label이 같다는 

비현실적인 전제를 요구한다. 따라서 본 논문에서는 target의 label space가 source보다 넓은 open set video domain 
adaptation 문제를 다룬다. 우린 open set image domain adaptation에서 사용되는 방법들을 video로 확장 시켜 모델을 설계
하고 UCF to HMDB, HMDB to UCF 와 같은 video dataset에서 실험하였다. 그 결과 source only 대비 UCF to HMDB에서 
12%, HMDB to UCF 7.1% 향상된 결과를 얻었다.

1. 서론

Domain adaptation(DA)[13]은 source labeled dataset 에서 학
습된 model 이 target domain 에서 잘 일반화 되지 않는 문제를 다루
기 위해 최근 방대하게 연구되어- 왔다[14]. 특히 target domain 에 대
해 label 이 존재하지 않는 unsupervised domain adaptation (UDA)
인 경우 막대한 target domain dataset 에 대한 labeling cost 가 필
요하지 않아 효율적이다. video-based UDA 인 경우는 image 와 다르
게 spatial 영역과 temporal 영역 동시에 domain discrepancy 가 발
생할 수 있다[15]. 

따라서 frame, video, temporal relation 별로 다르게 align 시키
는 방법으로 제안되었다[12,15]. 하지만 존재하는 video-based UDA 
는 대부분 close-set 에서의 방법으로 open-set 상황에는 적용되지 않
는다. 

따라서 본 연구에서는 open-set image-based UDA 의 가장 대표
적인 방법인 unknown backpropagation [16] 을 open-set 
video-based UDA 환경에 적용해보고 기존의 close-set UDA 
method 인 DANN[17] 과 비교하여 효과가 있는지 검증해본다.

 

2. 관련 연구

따라서 본 연구에서는 open-set image-based UDA 의 가장 대표
적인 방법인 unknown backpropagation [16] 을 open-set  
video-based UDA 환경에 적용해보고 기존의 close-set UDA  
“이 성과는 정부(과학기술정보통신부)의 재원으로 한국연구재단의 지원
을 받아 수행된 연구임 (No. 2022R1F1A1070997).”

method 인 DANN[17] 과 비교하여 효과가 있는지 검증해본다. 
Domain shift는 data sample이 다른 distribution에서 가져올 때 발
생한다. 따라서 특정 domain에서 학습한 모 델은 다른 domain에서 잘 
작동하지 않는 문제가 생긴다. 이러한 문제를 해결하는 domain 
adaption 기술은 보통 label이 풍부한 source domain에서 label이 거
의 없거나 없는 target domain에 전달 가능한 지식을 배움으로써 그 
차이를 극복한다. domain adaptation은 image classification[1,2]이
나 semantic segmentation[3]에서 다양하게 활용되어왔다.

 Domain adaptation에는 크게 두 가지 방향으로 발전 되어왔다. 
사전에 정의된 두 domain의 차이나 loss를 mi- nizing하거나 
adversarial 학습을 이용하는 방법이다. Hu et al [4] 는 domain간의 
distribution divergence와 marginal Fisher analysis criterion을 
모두 minimizing하는 방 식을 사용했다. Long et al. [5]는 maximum 
mean discrepancy (MMD) metric 을 minimizing 하는 방법으로 
domain invariant feature을 학습했다. GAN[6]을 활용한 방식으로는 
Tzeng et al. [7]은 GAN loss를 활용한 adversarial discriminative 
domain adaptation (ADDA) framework를 제안했다. 

현재 존재하는 Domain adaptation의 대부분은 image 
classification과 semantic segmentation 등 2D Image task에 집중 
되어있다. 그에 반에 본 연구에서는 3D video action recognition에 
대해 연구한다. 초기의 video domain adaptation[8,9] 은 작은 scale
의 video data 에서만 적용 가능하여 실제적인 domain discrepancy
를 줄 이지 못하였고 biased된 결과를 학습했다. 최근의 연구에 서는 
Munro et al.[11]에서는 multi-modal 환경에서 self- supervision 
method를 사용하여 효과적으로 video DA를 수행하였다. 또한 Choi 
et al.[12]는 모든 sampled된 clip들 이 relevant semantic이 아니므
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표 1

로 sub-optimal solution을 초래한다고 주장하였다. 따라서 
attention mechanism을 통해 informative clip과 non-informative 
clip을 구분하여 align 하였다.  

UDA 관련 연구는 대부분 close-set 으로 source와 target이 동일
한 label 범위를 갖는다. 이는 비현실적이고 따라서 현실적인 문제를 다
루기 위해 제시된 open-set domain adaptation (OSDA)는 source와 
targe이 동일한 label space를 가지지 않는다. 현재까지 연구방향은 부
분적으로 source에 align 시킨 뒤 mapping distance를 줄이는 과정을 
반복[18] 하는 방법이나 사전 학습된 threshold로 unknown 과 
known의 boundary를 학습하는 방법[16]으로 해결해왔다. 우리가 다
루는 문제는 Video Open-set Unsupervised Domain 
Adaptation(VOSUDA)로 기존의 문제를 video로 확장시켜 본다.

3. 설계

labeled source video    와 그에 대응하는 label    라 고 하

면 source domain은 { }  , target dataset에는 label이 없으므
로  이다. 모델의 전체 구조는 모델의 전체 구조는  ,  를 input
으로 사용하는 feature generation network G, K + 1 classes를 분류
하는 network C로 이루어져 있다. 여기서 K는 known class의 개수이
고 K+1은 unknown을 예측한다.

여기서 목표는 unknown과 known을 구별하는 boundary를 
generator G가 학습하는 것이다. 따라서 unknown data에 대한 정보
가 필요하지만 target domain 에 대한 label 정보는 존재하지 않는다. 
따라서 pseudo decision boundary를 학습하게 하여 목표를 달성한
다. generator G와 classifier C 사이에는 gradient reverse layer가 
존재하여 generator는 classifier를 속이기 위해 학습된다. 만약 
classifier가           을 학습하고 generator가 이
를 속이기 위해 학습된다면 source와 target은 정확하게 align되어 
unknown sample을 검출하지 못한다. 따라서           에서 t값을 0 <  < 1로 적당히 조절하여 
목표를 달성한다. known class에 대해서는 cross-entropy를 활용하
여 학습한다. 

unknown sample에 대한 boundary를 학습 할 때는 binary 
cross entropy loss를 활용하여 학습한다.

실험에는 [16]과 같게 t를 0.5로 설정한 뒤 실험한다. 

total object는 아래와 같다.

4. 실험

Open-set video based UDA 실험을 위해 UCF101(U) [19], and 
HMDB51(H) [20]를 사용했다. UCF101 은 101의 action classes와 
13,320개의 clip으로 이루어져 있고 HMDB51은 51개의 action 
classes와 6,766개의 clip으로 이루어져 있다. [21] setting과 동일하게 
7개의 공유하는 label을 만들고 각각 7개의 label을 설정하여 
unknown label로 지정하였다. generator는 ImageNet-1K [22] 
pretrained ResNet50 [23] 을 사용한 TSM[24]를 사용하였고 
classifier는 3층의 fc layer를 사용하였다. 

source only는 source domain data만을 이용해 학습 한 뒤 평가
한 것이고 CloseSet DA는 DANN을 적용한 뒤 평가한 것이다. 두 방법
은 unknown에 대해 판별하지 못하므로 공평한 비교를 위해 threshold
를 통해 unknown을 분류하였다. OpenSet DA는 위에서 설명한 [16]
을 적용한 것이고 target only를 target domain data의 label을 준 뒤 
학습한 값으로 upper boundary이다. 

실험은 총 3번 진행한 뒤 평균을 내었다. 실험 결과는 표 1 에서 볼 
수 있다. 실험 결과를 보면 domain gap 과 unknown sample로 인해 
source only와 target only의 차 이가 각각 35.7%, 32%로 크게 발생
함을 알 수 있다. DANN을 적용하였을 때 각각 3.6%, 4.3%의 향상이 
있었지 만 DANN은 ClosedSet DA이므로 큰 향상은 이루지 못했 다. 

Method UCF_HMDB U-7 -> H-14 UCF_HMDB H-7 -> U-14
TOP-1 acc (%)             △ TOP-1 acc (%)                 △ 

Source-only 51.2 ± 0.05 57.2 ± 0.04

ClosedSet DA (DANN w/o know 
n/unknown classification) 54.8 ± 0.18 + 3.6 61.5 ± 0.58 + 4.3

OpenSet DA1) (w/ known/unknown 
classification) 63.2 ± 0.32 + 12.0 64.3 ± 0.39 + 7.1

Target-only 86.9 ± 0.04 89.2 ± 0.02

    log         ∘ 

min    
min   

    log  
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하지만 OpenSet DA를 적용하였을 때 각각 12%, 7.1% 의 향상으로 이
는 [16]의 method가 openset video based UDA에도 잘 동작함을 실
험적으로 알 수 있다.

5. 결론

본 연구에서는 비교적 연구가 적은 open set video based UDA 
환경에서의 image based method를 직접 적 용해 봄으로써 효과가 있
음을 알아보았다. 현재 대부분의 video based UDA는 frame, video 
feature별로 다르게 attention하는 방식이 주를 이루고 있는데 향후 연
구로 frame feature별로 unknown 에 대해 학습하는 모델 개발 로 진
행 할 것이다.
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