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요약
FHD 이상을 넘어선 UHD급의 고해상도 동영상 콘텐츠의 수요 및 공급이 증가함에 따라 전반적인 산업 영역에서 네트워크 

자원을 효율적으로 이용하여 동영상 콘텐츠를 제공하는 데에 관심을 두게 되었다. 기존 방법을 통한 bi-cubic, bi-linear 
interpolation 등의 방법은 딥 러닝 기반의 모델에 비교적 인풋 이미지의 특징을 잘 잡아내지 못하는 결과를 나타내었다. 딥 러닝 
기반의 초 해상화 기술의 경우 기존 방법과 비교 시 연산을 위해 더 많은 자원을 필요로 하므로, 이러한 사용 조건에 따라 본 
논문은 초 해상화가 가능한 딥 러닝 모델을 경량화 기법을 사용하여 기존에 사용된 모델보다 비교적 적은 자원을 효율적으로 
사용할 수 있도록 연구 개발하는 데 목적을 두었다. 연구방법으로는 structure pruning을 이용하여 모델 자체의 구조를 경량화 
하였고, 학습을 진행해야 하는 파라미터를 줄여 하드웨어 자원을 줄이는 연구를 진행했다. 또한, Residual Network의 개수를 
줄여가며 PSNR, LPIPS, tOF등의 결과를 비교했다.

1. 서론

전반적인 OTT 서비스 및 스트리밍 서비스 시장에서의 고해상도의 
수요가 높아지고, 시장에서는 8K 해상도의 전자기기까지 상용화되어, 
고해상도의 콘텐츠를 쉽게 접할 수 있게 되었다. 더욱이 소비자의 수요
는 고해상도의 이미지 혹은 비디오에 점차 집중되었으며 이를 서비스하
기 위한 리소스의 부하를 줄이기 위해 부단히 노력을 하고 있는데, 그 
중 저해상도의 소스만 가지고 고해상도의 서비스를 제공할 수 있는 초해
상화 기술은 CNN, GAN, RNN 등 여러 형태의 딥 러닝 구조를 통해 상
용화시키기 위해 노력하고 있다.

그 중 GAN 기반의 이미지 초 해상화 [1] 는 기존에 있던 이미지를 
작은 해상도의 이미지로 만들어 원본의 고 해상도로 만들기 위해 학습을 
진행하였고, 이전의 CNN 구조를 통해 학습된 모델로부터 생성된 결과
보다 PSNR 등의 평가결과는 기존보다 떨어지나, 이미지의 더욱 특징을 
잘 잡아낸다는 결과를 확인할 수 있었다. 이러한 딥 러닝 기반의 방법을 
통한 초해상화 방법은 고 해상도의 이미지를 기본의 bicubic, bilinear 
등의 보간법 보다는 조금 더 잘 생성해 낼 수 있다는 장점은 있지만, 비
교적 더욱 많은 하드웨어 리소스를 요구를 한다, 이러한 요구사항을 기
반으로, 딥 러닝 경량화 기법을 사용하여 비교적 적은 리소스를 가지고
도 모델을 사용 할 수 있는 환경을 만드는 것이 본 논문의 목적이다. 

2. 경량화 연구방법
 
딥 러닝 경량화 기법들은 주로 양자화(Quantization) [2, 3], 프루

닝(Pruning) [3, 4, 5, 6], 지식 증류(Knowledge-distillation) [6], 가중
치 공유(Weight sharing) [7] 등의  방법이 주로 딥 러닝의 경량화 기법
으로 알려져 있다. 여러 방법 중 프루닝을 이용하였는데, 프루닝의 경우 
크게는 두 방법으로 나눌 수 있다. 학습 후의 중요도가 낮은 가중치, 혹
은 랜덤으로 가중치를 제거하는 Unstructure pruning과 구조 자체를 
변경시키는 structure pruning 방법이 존재하고, 본 논문의 경우, 
structure pruning 기법을 사용하였다.

또한 기존에 제시되어 있는 프루닝 [6]의 경우 training, pruning 
, fine-tuneing의 순서를 통해 기존의 정확도를 잃지 않도록 하는데, 이
러한 기존의 방법을 그대로 도입하여 연구를 진행하였다.

GAN 기반의 고 해상도의 이미지를 생성해 낼 수 있는 초 해상화 
기법으로는 TecoGAN [9] 이라는 생성적 적대 신경망 기반의 모델을 사
용하였으며, 사용된 모델은 이미지를 생성해내기 위한 Generator와  실
제인지 가짜인지를 판별해내는 discriminator의 구조로 되어 있다. 깊
게는 TecoGAN 모델의 Generator는 영상 내에 존재하는 Optical flow
를 계산하기 위한 FRNet [11], 그리고, reconstruction과 
upsampling을 담당하는 SRNet으로 이루어져 있다. 그 중 SRNet에 사
용되는 Residulal Network의 개수를 적절히 줄여가며 Generator 구조 
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자체를 변경시키는 Structure pruning을 적용시켜 성능의 하락폭, 구
조 자체가 학습 결과에 영향을 미치는 영향성을 파악할 수 있었다.

3. 연구과정 및 결과
 
TecoGAN의 레이어 구조를 경감시키며 실험을 진행할 수 있었고, 

super-resolution 네트워크로 사용되는 SRNet은  존재하는 Residual 
Block의 수를 9개, 7개, 5개, 3개, 1개 순으로 제거해보며 모델의 구성
을 변경했다. 

표 1은 모델의 학습, 검증, 평가를 위한 데이터 셋을 보여주고 있다.  
훈련 데이터 셋은 REDS [12] 데이터 셋을 이용했고, 학습을 위해 만들
어야 하는 저해상도의 데이터는 gaussian blurring을 이용한 4배 
downsampling으로 생성을 했다.

표 2는 제안된 방법의 학습 환경을 나타낸다. 각각 300,000 
iteration의 학습을 진행하며, 테스트는 ToS3, Vid4 데이터 셋을 이용
하여 진행했고, 모델에 대한 성능은 PSNR, LPIPS, tOF으로 비교를 하
였다. 그리고 각각의 모델을 학습하는 데에 NVIDIA Tesla V100 환경을 
기준으로 약 43h 소요되었다.

표 1. 데이터 셋

표 2. 학습 환경

표 3. 프루닝 결과

표 3은 Vanilla TecoGAN과 프루닝 기법을 적용하여 모델별로 
Parameter 수, PSNR, LPIPS. tOF의 최대 성능을 보여주고 있다. 프루
닝 결과, Pruning Model #3은 Vanilla TecoGAN과 비교하여 
Parameter 수가 48% 감소했지만 PSNR은 1dB 감소, LPIPS는 0.0119 
증가, tOF는 0.0757 증가함을 확인할 수 있다. 즉, 신경망 구조를 작게 
만들었음에도 정량적으로 성능이 크게 차이가 나지 않는 것을 확인할 수 
있다.  

4. 결론

본 논문은 여러 딥 러닝 경량화 방법들 중 Structure Pruning을 
통해 실제로 구조를 변경해 보고, 변경 된 구조가 얼마나 영향을 끼치는 
지 확인 할 수 있었고, 신경망 구조를 비교적 작게 만들었음에도 불구하
고, 정량평가에서는 값의 결과가 떨어지지 않음을 확인할 수 있었다. 하
지만 결과 이미지에 대해서는 PSNR과 LPIPS만을 이용해 결과를 비교
했기 때문에, 정량평가에 관한 결과와는 다르게 실제 사람이 느끼는 바
와는 다를 수 있다고 느껴질 수 있을 것이라 예상된다.
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