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요 약

수술 중 저혈압 예측은 환자의 안전과 직결되는 중요한 과제이다. 그러나 인간이 저혈압을 예측하

는 것은 많은 경험과 노하우를 필요로 하며, 현재 연구되고 있는 예측 기술은 단일 정보를 활용하여

복합적인 원인을 반영하지 못하거나, 침습적으로 데이터를 획득하여 환자에게 불편함을 준다. 비침습

적으로 수집한 데이터를 통한 저혈압 발생 예측에 대한 연구는 꾸준히 진행되어 왔으나, 기존 딥러닝

을 이용한 접근방법으로는 정확도가 낮다. 본 논문에서는 그 원인을 1)데이터 전처리 2)데이터 불균

형 3)기존 모델의 한계로 구분하고, 이를 해결 가능한 방안을 제시한다. 실험 결과 CNN*CNN에서

Focal Loss를 사용할 때, 가장 높은 성능을 내는 것을 확인했다.

1. 서론

수술 중 저혈압은 수술 후 심근경색이나 급성 신

장손상뿐 아니라 사망률에 영향을 주는 요소[1, 2]이

므로 이에 대해 현장에서는 정확한 대처가 요구된다

[3]. 그러나 인간이 저혈압을 예측하는 것은 많은 경

험과 노하우를 필요로 하며, 현재 연구되고 있는 예

측 기술은 단일 정보를 활용하여 복합적인 원인을

반영하지 못하거나[7], 침습적으로 데이터를 획득하

여 환자에게 불편함을 준다[4, 5, 6].

침습성 방법은 환자의 몸에 바늘을 침투하여 데

이터를 확보하는 방법으로써 데이터를 정확히 측정

할 수 있지만, 환자에게 거부감을 줄 수 있다. 이와

반대로 비침습적 방법은 여러 가지 다양한 센서들을

신체 외적으로 수집한다. 따라서 데이터 측정값에

대한 오차가 다소 발생하고, 시스템 간에 지연이 발

생하여 부정확하지만, 환자에게 부담이 적어 다양한

데이터들을 광범위한 획득이 가능하다.

현재 연구되고 있는 비침습성 데이터를 활용한 예

측 모델[4]은 딥러닝 모델을 사용함에도 불구하고 침

습성 데이터에 비해 모델 정확도가 낮다. 본 논문에

서는 딥러닝 기술을 의료데이터에 적용함에 있어 모

델 정확도가 낮은 원인을 다음과 같이 세 가지 이유

로 가정한다.

1) 데이터 전처리의 오류

2) 데이터의 불균형성

3) 인공지능 모델의 한계

따라서 본 연구는 기존 데이터를 보정하여 시계

열 데이터로 재구성하고, 데이터의 불균형성을 해결

함과 동시에 다양한 인공지능 모델을 활용하여 정확

도의 변화를 관찰하여 최종적으로 비침습적 데이터

를 활용한 저혈압 예측에 대한 딥러닝 기반 모델의

정확도를 높이는 것을 목표로 한다.

2. 관련 연구

기존 연구에서는 고해상도의 동맥 혈압 파형 데

이터만을 사용하여 모델을 구성했다[4,5,6,7,8,9]. 저

해상도 비침습 데이터를 활용한 연구는 아직 활발히

진행되고 있지 않으며, 딥러닝 모델을 사용했음에도

불구하고 낮은 성능을 보였다[4]. 로지스틱 회귀모델

이 딥러닝 모델들보다 정확도가 높았지만, 로지스틱

회귀모델은 동맥혈압파형 데이터에서 특징을 추출하
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는 추가적인 단계가 있다[5, 9]. 딥러닝을 활용한 기

존 연구는 대부분 CNN[4,6,7]과 LSTM[8]을 사용했

다.

3. 본론

3.1 데이터 수집 및 전처리

3.1.1 데이터 수집

데이터는 Vital DB[10] 사이트에서 제공하는 환

자 감시용 모니터, ADC, BIS 모니터들을 이용하여

수집한 데이터다. 본 연구에는 5,064명의 환자들의

수술 중 생체 데이터(혈압, 뇌심도, 심전도 등)를 1

초 간격으로 보정된 데이터를 사용했다.

(그림 1) 데이터 전처리 과정

3.1.2 전처리

수집한 생체 데이터의 누락 값 중 시계열 데이터

는 선형보간법을 이용하여 복원하였고, 혈압 데이터

와 같이 neumeric 데이터는 기존 값을 복사하는 방

법으로 결측값을 제거했다. 분석에 사용한 생체 데

이터 7개는 각각 에게 Z-Score Normalization 를 이

용한 특성 공학을 적용했다. 학습 데이터 구성을 위

해 1분을 하나의 구간으로 설정하고, 설정한 구간의

마지막 시간을 기준으로 5분 뒤의 혈압 값을 목푯

값(고혈압, 저혈압, 일반혈압)으로 매칭했다.

영문 축약어 설명

ECG 심전도

NIBP_SBP
비침습적 혈압측정을 이용한

수축기 혈압

NIBP_SBP
비침습적 혈압측정을 이용한

평균 혈압

NIBP_SBP
비침습적 혈압 측정을

이용한 이완기 혈압

PLETH 체적변동기록

MAC 감시마취관리

BIS 바이스펙트럼지수

<표 1> 데이터 속성 개요

3.2 Loss 함수

수집한 의료데이터는 정상과 비정상의 비율이

8:2정도로 심각하게 불균형하다. 이러한 경우 모델이

편향되게 학습되어 정밀도(precision)와 재현율

(recall)의 결과가 나쁘게 나타날 가능성이 높다. 데

이터의 불균형 문제를 해결하기 위해서

up-sampling을 하거나, down-sampling을 할 수 있

고, weight에 따라 배치를 조정 할 수 있으나, 많은

데이터를 처리하기 어렵고, 데이터의 손실을 최소화

하기 위해서 본 연구에서는 데이터 불균형 문제를

해결하기 위해 Focal Loss를 사용했다.

<식 1> Focal Loss 정의

Focal Loss를 사용하면 낮은 난이도의 데이터에

낮은 학습률을 줘서 자연스럽게 불균형 데이터 학습

에 대한 악영향을 낮춰준다. 본 연구에서는 이 함수

가 불균형 데이터 학습에서 긍정적인 영향을 줄 것

으로 기대하였다.

3.3 딥러닝 모델

각 모델에 동일한 트레이닝 파라미터를 주어 훈

련을 진행하였다. 배치 크기 4096, 35 에포크 동안,

keras에서 제공하는 Adam optimizer를 기본 설정

상태로 적용하였다.

3.3.1 LSTM

본 연구에서는 시계열 데이터의 예측에 용이한

RNN, 특히 LSTM을 통한 모델 구성을 고려하였다

[13]. 60초 동안 기록된 7개의 특징을 시간 단위로

cell state의 크기가 k인 LSTM Cell에 입력값으로

준다. LSTM Cell은 마지막 hidden state 값만 출력

으로 선택하고, 그것을 크기 3의 softmax 출력층에

전달한다.

(그림 2) LSTM 모델 개념도
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3.3.2 CNN

기존의 연구들에서 CNN을 통한 분석이 많았던

바[4,6,7,8], 본 연구에서도 CNN을 통한 모델 역시

구성하여 비교하도록 하였다. 7특징의 60초짜리 입

력 데이터를 크기 7의 벡터 60개의 입력으로 받는

다. 이 입력은 필터 크기가 3이고 특성 맵의 개수가

k인 합성곱 신경망을 통과하고, 이것을 다시 글로벌

풀링 층을 통과시킨다. 차례로 크기 7의 Dense층을

통과시킨 후 softmax층을 통과시켜 결과를 얻는다.

(그림 3) CNN 모델 개념도

3.3.3 CNN*CNN

위에서 실험한 CNN의 구조를 더 발전시켜 정확

도를 높이고자 했다. 7특징의 60초짜리 입력 데이터

를 크기 7의 벡터 60개의 입력으로 받는다. 이 입력

은 필터 크기가 3이고 특성 맵의 개수가 42인 합성

곱 신경망을 통과하고, 이것을 다시 풀 크기 4의 맥

스 풀을 통과시키면 풀링 층을 통과시킨다. 이것을

다시 필터 크기가 3이고 특성맵의 갯수가 63인 합성

곱층, 크기 4의 맥스 풀을 차례로 통과시킨다. 그 결

과를 Flatten 층을 통해 1차원으로 만들고, 크기 50

의 Dense층을 통과 시킨 뒤 softmax층을 통과시켜

결과를 얻는다.

(그림 4) CNN*CNN모델 개념도

3.3.3 CNN*LSTM

위에서 언급한 CNN과 LSTM을 결합하여 모델

을 구성하였다. 7 특징의 60초짜리 입력 데이터를

크기 7의 벡터 60개의 입력으로 받는다. 이것을 필

터 크기 3, 특성맵 개수 21의 합성곱 층에 통과시킨

다. 이때 합성곱 층의 출력은 크기 21의 벡터 20개

가 된다. 이것을 다시 풀 크기 4의 맥스 풀을 통과

시키면 크기 21의 벡터 5개가 된다. 이것을 cell

state의 크기가 k인 LSTM을 통과시킨다. 이때

LSTM은 마지막 hidden state만 출력한다.

(그림 5) CNN*LSTM 모델 개념도

4. 실험 결과

모델의 성능평가는 AUROC값의 평균과 저혈압

과 고혈압 예측의 AUPRC값의 합을 비교하는 방법

을 선택하였다. AUPRC값은 불균형이 큰 소수의 경

우에 대해서 더 좋은 지표가 되기에 평가지표로 선

택하였다[14,15]. 본 연구에서 모델, k의 스케일, 손

실 함수 3가지를 변경하며 결과를 확인해 보았고 다

음은 각각의 가장 좋은 값이다.

손실함수 평가지표 CNN LSTM CNN*LSTM CNN*CNN

Cross

Entropy

AUPRC

(저혈압+고혈압)
0.7914 0.9582 0.7557 0.9673

Mean AUROC 0.9030 0.9176 0.9151 0.9189

Focal

Loss

AUPRC

(저혈압+고혈압)
0.7951 0.9095 - 0.9685

Mean AUROC 0.9072 0.9134 - 0.9198

기존연구 Mean AUROC 0.889 - - -

<표 2> 모델별 결과 요약

5. 결론

 기존 연구들에서는 낮은 해상도의 비침습적 데이터

에서 딥러닝 모델의 정확도는 침습적 데이터와 비교

해 낮은 값을 가졌다. 이번 연구에서 Focal Loss를

통한 데이터 불균형 처리, 전처리 과정의 오류 처리,

모델의 차별화 세 측면에 집중하여 실험해본 결과
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기존 비침습적 모델보다 향상된 성능 결과를 얻을

수 있었다.
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