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요약

본 논문은 합성곱 기반의 Single Shot Multibox Detector(SSD) [1] 의 구조를 이용하여 다양한 스케일의얼굴들을잘 검출

하도록 하였다. 얼굴 검출은 물체 검출과는 다르게 얼굴의 높이와 너비의 비율이 다소 일정하고 크기가 작은 경우가 많은데,

이에 맞게얼굴검출이용이하도록 anchor의 스케일, 비율, 크기를 변경하였다. 특징점 추출네트워크는 깊은 네트워크의최적

화를 용이하게 하는 skip connection을 이용한 ResNet-50 [2] 기반을 사용하였다. 다양한 크기, 조명, 환경, 각도의 얼굴들을

포함하는 영상들로 이뤄진 Wider Face[3] 데이터 셋의 easy validation set으로 실험한 결과 0.782과 hard validation set에서

0.611의 average precision을 보였다.

1. 서론
얼굴 검출은 얼굴과 관련된 영상 처리 분야 중 가장 기본적이고

중요한 분야이다. 얼굴과연관된 분야대부분이 얼굴의위치를 찾았거

나배경과분리된얼굴을 가정으로 시작하기 때문에정확한얼굴 검출

이중요하다. 검출이잘못되었거나얼굴을찾지못했을경우해당어플

리케이션의 성능을 크게 떨어뜨릴 수 있기때문에 이상적인 얼굴 검출

기는 영상에 존재하는 얼굴들을 모두 검출해야 하고 위치까지도 정확

히 추정해야 한다.

얼굴 검출의 고전적인 방법 중 하나인 Viola-Jones[4] 검출기는

hand-crafted 특징점을 추출하고 adaboost 방식을 이용하여 얼굴을

검출하였다. 고전적인방법보다합성곱신경망을이용한딥러닝방법

이영상분류에뛰어난성능을보이면서, 물체 검출분야에서도합성곱

신경망을이용하기 시작했다. 합성곱 신경망을이용한 물체검출 알고

리즘은 region proposal들을 뽑고 proposal들의 분류와위치추정을 하

는 방법과 anchor를 기반으로 하는 방법으로 크게 두 가지로 나눌 수

있다.

R-CNN 계열의 검출기는 region proposal들을 뽑는 대표적인 알

고리즘들이다. Fast R-CNN[5]은 selective search 방법이나 외부의

region proposal 알고리즘으로 region proposal들을 뽑아냈는데, 수행

시간이 오래 걸린다는 단점이 있었다. 이와 달리 Faster R-CNN[6]은

합성곱 신경망으로 이뤄진 region proposal network로 대체해 수행시

간을 줄였다.

YOLO[7]는 R-CNN 계열처럼 각 region proposal 마다 분류와 회

귀 분석하는 것과 다르게 anchor를 이용하여 입력 영상으로부터 바로

물체를 검출 한다. anchor는 물체 검출을 도와주는 미리 설계된 박스

인데, 물체의 크기와위치는 anchor라는 박스를 기준으로상대적인 위

치와 크기로 표현할 수 있다. YOLO[7]는 다양한 비율과 크기의

anchor를 사용하여 물체의 크기와 비율에도 강인한 검출이 가능하도

록 설계하였다.

2. SSD 기반의 얼굴 검출기
Single shot multibox detector (SSD) [1]는 YOLO [7] 구조를 발

전시켜 다양한 스케일 물체의 검출에 더 강인하도록 설계를 하였다.

YOLO [7] 의 경우 마지막 특징점 맵을 사용하여 물체를 검출했던 반

면에, SSD [1]는 마지막 특징점 맵뿐만 아니라 5개의중간 특징점맵

을 추가로 사용해 검출을 수행했다. 깊이가 얕은 특징점 맵은

receptive field가 작은 만큼 작은 물체의 검출에 이용하고, 깊은 특징

점 맵일수록 보다 큰 물체를 검출 하는데 이용했다.

본 논문의 얼굴 검출기는 학습 시 640 x 640 영상을 입력으로 받

는다. 출력은 기존 SSD[1]처럼 6개의 특징점 맵으로부터 해당 anchor

에 얼굴이 있을 확률을 나타내는 confidence score와 얼굴이 있을 시

anchor 박스로부터의 상대적 위치를 나타내는 4개 값이다. 기존

SSD[1]의 특징점 추출 네트워크는 VGG 16[8] 기반으로 되어있는데,

skip connection을 사용하는 ResNet-50[2]으로 변경하였고, stride가 2

인 residual block 2개를 뒤에추가하였다. 학습시 대부분의뉴런이활

성화가 되지 않는 “dead ReLU” 현상이 발생하였고, 이를 피하기 위해

ReLU 부분을 Leaky ReLU로 변경하였다.

물체 검출과 달리 얼굴 검출은 타겟의 크기가 작은 경우가 더 많

고 bounding box의 높이와 너비의비율이 다소 일정하다는 특징이 있

다. 이에 따라 <표 1>와 같이 anchor 구조를 변경하였다. Bounding

box의 비율이 물체 검출보다 다양하지 않으므로, anchor 비율은 1:1의

정사각형 박스 1 가지만 검출에 사용하였다. 작은 얼굴 검출을 위해

anchor의 stride도 기존과 달리 낮춰, 더 작은 receptive field를 갖는

특징점 맵으로부터 추출하였다. Anchor scale은 stride의 4배로 설정

하였다.
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<표 1> Anchor 구조

일반적으로 얼굴 검출의 sample들은 negative 샘플들이 대부분의

비율을 차지하고 있다. Data driven 방법 중 하나인 딥 러닝 네트워크

를 imbalance한 데이터 그대로 학습하게 되면 검출기의 결과 대부분을

false positive로 추론하기때문에 성능 저하를가져올 수 있다. 따라서

분류 목적 함수는 <식 1>처럼 Focal loss[9]을 사용하였다. Focal

loss[9]는 easy sample들의 loss를 줄이고 hard sample들의 학습에 집

중하여 앞서 말한 문제를 감소시킨다고 알려져 있다. Np와 Nn는 각각

positive와 negative anchor의 개수를 나타내고, p는 positive 혹은

negative anchor의 confidence score이다. <식 1>에서의 r은 1을 사용

하였다. Regression 목적 함수는 일반적으로 많이 사용하는 smooth

L1 loss를 사용하였다.
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<식 1> 분류 목적 함수로 사용된 Focal Loss

3. 실험
네트워크 학습은 Wider Face[3]의 training set으로 학습하였다.

Batch normalization의 momentum은 0.9로 설정하였다. Batch 크기는

6으로 설정하였고, momentum optimizer를 사용하여 learning rate를

1e-3부터 시작해서 50,000 step 마다 1/10 만큼감소시켜 200,000 step

까지 학습했다.

Anchor와 ground truth 박스의 intersection over union (IoU)이

0.35 이상이면 positive anchor로 설정하였고, 0.3 미만이면 negative

anchor로 설정하였다. 그리고 앞 섹션에서 언급했듯이 대부분의

anchor가 negative anchor가 되어 false positive rate이 올라가는 것을

방지하기 위하여, 일반적으로 많이 사용하는 hard sample mining 기

법을 이용하였다. 따라서 실제 학습에 사용하는 negative와 positive

sample의 비율을 3:1로 맞췄다.

4. 실험 결과
Wider Face[3]의 validation set에 대해 <그림 2, 3>와 같이

precision-recall curve를그려 성능을 평가하였다. Wider Face 데이터

셋의 경우 얼굴의 크기와 난이도에 따라 easy, medium, hard로 나눠

진다. 실험 결과 easy 셋에 대해 average precision (AP)은 0.782로

[10]과 비슷한 성능을 보였다. Hard 셋에 대해 AP값은 0.611이었고,

작은 얼굴에대한 검출율은 easy셋 만큼미치지못하지만 [10]보다더

잘검출했다는것을알 수있다. <그림 4>과같이 비교적큰 얼굴들은

높은 confidence score로 검출이 가능했지만 작은 얼굴의 경우 검출을

하지 못하거나 false positive가 발생하는 것을 확인했다.

<그림 2> Wider Face easy validation에 대한 precision-recall

<그림 3> Wider Face hard validation에 대한 precision-recall

<그림 4> 얼굴 검출 결과

5. 결론

본 논문에서는 잔차 연결을 이용한 신경망을 이용한 SSD를 얼굴

특성에 맞게 네트워크와 anchor 구조를 변경하였다. Hard negative

sample을 학습하는 것을 집중하기 위해 hard sample mining과 focal

loss를 적용하였다. Wider Face 데이터셋의 easy validation set에서

실험한 결과 0.782였고, hard validation set에서 0.611이었다. 앞으로

연구는더 다양한특징점맵에서 얼굴검출을수행하여검출율을높이

거나, anchor 구조를 변경하여 작은 얼굴과 매칭되는 positive anchor

의 숫자를 높히는 방향으로 진행할 계획이다.
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